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Resumo

Identificar semelhancas nos dados que nao foram rotulados, classificados ou categorizados é
uma das fungoes do aprendizado nao supervisionado. O agrupamento (do inglés clustering)
¢ uma técnica que permite dividir automaticamente o conjunto de dados de acordo com
uma similaridade. A grande vantagem do uso das técnicas de agrupamento é que, ao
agrupar dados similares, pode-se descrever de forma mais eficiente e eficaz as caracteristicas
peculiares de cada um dos grupos identificados. Dessa forma, este trabalho tem como
objetivo a interpretagdo desses grupos através de rétulos. O rétulo é um conjunto de
valores relevantes que representam uma definicdo para um grupo. Esta abordagem utilizou
técnicas com aprendizagem de maquina nao supervisionada, aplicacao dos filtros de
ganho de informagao através da sele¢ao de atributos e um modelo de discretizacao. Na
metodologia proposta foi aplicado o algoritmo nao supervisionado para formagao dos
grupos e diferentes filtros de selecao de atributos para expor a relevancia dos atributos e
comparar o funcionamento deles. Também, para contribuir no processo de rotulacao foi
utilizado um método de discretizagao auxiliando no célculo da variacao de valores dos
dados. O modelo proposto foi aplicado na rotulacdo das bases de dados disponiveis no
repositério UCI, sendo elas, Iris, Seeds, Wine e Glass. Obtendo-se uma taxa de acerto

média de 83.66% com desvio padrao médio de 4.98.

Palavras-chaves: Aprendizagem de Maquina. Agrupamento. Rotulacdo. Variagao.






Abstract

Identifying similarities in data that has not been labeled, classified, or categorized is one
of the functions of unsupervised learning. Clustering is a technique that allows you to
automatically divide the data set according to similarity. The great advantage of using
clustering techniques is that, by grouping similar data, it is possible to describe in a more
efficient and effective way the peculiar characteristics of each of the identified groups. Thus,
this work aims to interpret these groups through labels. The label is a set of relevant values
that represent a definition for a group. This approach used techniques with unsupervised
machine learning, application of information gain filters through the selection of attributes
and a discretization model. In the proposed methodology, the unsupervised algorithm was
applied to form the groups and different attribute selection filters to expose the relevance
of the attributes and compare their functioning. Also, to contribute to the labeling process,
a discretization method was used, helping to calculate the variation of data values. The
proposed model was applied in the labeling of the databases available in the UCI repository,
namely, Iris, Seeds, Wine and Glass. Obtaining an average hit rate of 83.66% with an

average standard deviation of 4.98.

Keywords: Machine Learning. grouping. lettering. Variation.
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1 Introducao

Clusterizacao também conhecida como agrupamento é um método para a andlise
exploratoria de dados utilizada para auxiliar na resolucao de problemas de classificacao
(BACKER, 1995). E uma técnica de mineracio de dados multivariados que através de
métodos numéricos e das informacoes das varidveis de cada caso, tem como objetivo
agrupar automaticamente por aprendizado nao supervisionado os n casos da base de dados

em k grupos, geralmente denominados clusters ou grupos.

O agrupamento nao tem classes predefinidas, e também, nao possui exemplos de
treinamento de classes rotuladas. O indutor investiga os exemplos fornecidos e procura
determinar se alguns deles pode ser agrupado de alguma maneira, formando agrupamentos
ou grupos (CHEESEMAN;STUTZ, 1990). A representacao escolhida para os dados, é um
importante fator a influenciar um agrupamento, ou seja, a selecao dos atributos envolvidos
no agrupamento; de modo que uma boa representacao dos dados resulta em grupos isolados
e compactos (JAIN, 2010).

A compacidade e a separabilidade sdo dois aspectos utilizados pelos algoritmos de
validacao de agrupamento através de duas métricas: a similaridade dos dados dos grupos
quao compactos e a dissimilaridade de dados inter-grupos quao isolados com base em
medidas de distancia e/ou estatisticas (SILVA; PERES; BOSCARIOLI, 2017). Estes
aspectos sao eficientes ao mensurar a qualidade do agrupamento, mas nao conseguem avaliar
o contetudo dos grupos e suas caracteristicas predominantes, que sao fatores diretamente
relacionados com a selegdo de atributos destacada na literatura. Sendo assim, negligencia-se
a compreensao dos grupos formados, ou seja, a interpretabilidade dos grupos e usabilidade

dos conhecimentos obtidos, o que é de fato o objetivo ao desempenhar um agrupamento
(HAN; PEIL; KAMBER, 2011).

Um problema relacionado ao agrupamento ¢é a interpretacao dos grupos formados
que pode ser dificultada pela quantidade de instancias e atributos presentes na base. Para
resolucao deste problema tem-se os modelos de rotulagao que buscam gerar rétulos que
identifiquem de forma tnica cada grupo a fim de facilitar sua interpretacao. Os modelos de
rotulacao, de modo geral, dao-se pela combinacao de técnicas de Aprendizado de Maquina
ja existentes (ARAUJO; VERAS; MACHADO, 2019).

Atualmente muitas pesquisas tem sido desenvolvidas com o intuito de analisar o
agrupamento com foco nas particularidade dos dados (LIMA; MACHADO; LOPES, 2015;
MACHADO; RIBEIRO; RABELO, 2015; IMPERES Filho et al., 2020; MOURA, 2020),
uma tarefa denominada Rotulagdo de Grupos (SILVA, 2021).

A rotulagdo sumariza as caracteristicas comuns dos elementos dos grupos em
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um rétulo, facilitando o entendimento e interpretacao sobre dados por meio dos valores
apresentados pelas caracteristicas mais importantes de seus elementos (LOPES et al.,
2016), podendo ser apresentado como uma ferramenta de auxilio ao especialista (SILVA,
2021).

Para a formacao desses rétulos é necessaria a aplicacao de diferentes técnicas, que
preparam, manipulam e processam os grupos com objetivo de identificar o relacionamento
entre eles, selecionando as informagoes destacadas por esses relacionamentos como mais
relevantes para formagcao dos grupos. A técnica utilizada neste trabalho é o filtro ganho de

informacao baseado na selecao de atributos.

A selecao de atributos é uma técnica que seleciona o melhor subconjunto do grupo
original de dados, de acordo com a estratégia de busca e a medida de avaliacio utilizada. E
um método presente na maioria dos algoritmos de aprendizagem de maquina aplicados na
mineragao de dados porque determinam os atributos que mais influenciam na tomada de
decisdo (LLERENA, 2017). Uma maneira de mensurar a qualidade de um atributo para a
classificacao é avaliar seu grau de associagao com a classe. Sendo assim, utiliza-se uma
ou mais métricas para a avaliagdo e ordena-se os atributos de forma decrescente em um
ranking. A escolha do subconjunto da-se por meio da comparagao dos valores do ranking
de cada atributo com um limiar (threshold), ou ainda, por um ntimero fixo de melhores

atributos, em termos absolutos ou percentuais.

No caso da abordagem filtro, a selecao dos atributos é executada sem considerar
o algoritmo de mineragdo de dados, analisando cada atributo (ou um subconjunto de
atributos) determinando o nivel de correlagio entre os atributos e as classes ou analisando
os subconjuntos procurando uma forma heuristica o melhor, confiando em caracteristicas

gerais dos dados para validar e selecionar subconjuntos (ALMEIDA et al., 2018a).

Para determinar o grau de associacao do atributo com a classe, foram propostas di-
versas métricas. Essas métricas sdo empregadas em uma base de dados D(A;, As, ..., A,,C),n >

1, com n + 1 atributos, onde C é o atributo classe e o seu dominio é ¢y, co, ¢, m > 2

(PEREIRA, 2009).

1.1 Motivacido e Objetivos

A literatura apresenta alguns modelos de rotulagao de grupos, cada um com suas
finalidades e limitac¢oes. Dentre os trabalhos relacionados ressalta-se o modelo proposto por
Machado, Ribeiro e Rabélo (2013) onde para cada grupo gerado sdo criadas redes neurais
artificiais, com uma certa quantidade de caracteristicas que descreve um elemento do
problema. Cada RNA (Rede Neural Artificial) criada é responsavel por avaliar a relevancia
de um atributo como um potencial candidato ao rétulo de seu grupo. Assim cada rede

neural artificial, por sua vez, apresenta uma taxa de acerto em relagdo ao seu aprendizado,
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realizado apenas com os elementos de seus respectivos grupos. Para dar uma maior precisao
e confianca as taxas de acerto, foi aplicado o método de holdout (random subsampling),
onde o processo é repetido de modo iterativo. Assim, para cada RNA é calculada a média

de suas taxas de acerto obtidas em M iteracoes.

O trabalho de Araujo, Veras e Machado (2019) propoe um modelo de classificagao
baseado em logicaFuzzy onde utiliza os rotulos gerados pelos modelos de rotulagao auto-
matica para formacao das regras e fungoes de pertinéncia. Este trabalho também utiliza

Redes Neurais para selecionar os atributos mais relevantes de cada grupo.

Mais uma abordagem que desenvolve pesquisa como método para resolucao do
problema de rotulacao é Imperes Filho et al. (2020), onde usa algoritmo de agrupamento
nao supervisionado baseado em distancia em Grau de Pertinéncia (GP), onde cada elemento
da base de dados analisada recebe um grau de pertinéncia em relacao a cada grupo formado.
Com o objetivo formular as faixas de valores para cada atributo em cada grupo formado
verifica a existéncia de interse¢oes entre faixas de valores e, por fim, monta e exibe os

rotulos de cada grupo com faixas de valores que ndo possuem intersecao.

Ja o trabalho apresentado por Silva (2021) utiliza em sua abordagem regressoes
para estimar a fungao que descreve o erro de predigcao dos atributos em seus respectivos
dominios por grupo, permitindo delimitar intervalo em que o erro de predi¢do é o menor
possivel para cada atributo de cada grupo. Sendo assim, sao selecionados os pares atributo-
intervalo que representem a maioria dos elementos dos grupos, bem como sejam capazes

de distingui-los, para composi¢ao dos rétulos.

Com base nesses aspectos, este trabalho tem como objetivo propor um modelo de
rotulagao de grupos cuja selecdo dos atributos ¢ feita pelos filtros de ganho de informacao
e faixas de valores associados aos rotulos que é baseada em um modelo de discretizacao de

valores. Consequentemente temos como objetivos especificos:

Aplicacao dos filtros de ganho de informagao com intuito da descoberta da relevancia

dos dados;

o A comparacao da eficiéncia desses filtros de selecao para cada base;

Etapa de discretizacao de dados.

1.2 Estrutura do Trabalho

Este trabalho esta organizado da seguinte forma: Capitulo 1 apresenta a introducao,
o Capitulo 2 abrange conceitos e métodos de aprendizagem de maquina utilizados no
modelo proposto e traz uma explanagao sobre o problema do agrupamento e a rotulagao de

grupos. O Capitulo 3 aborda os modelos de rotulagao de grupos da literatura. O Capitulo
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4 apresenta o modelo proposto, seguido dos resultados experimentais para a rotulagao
de bases de dados da literatura no Capitulo 5. E para finalizar, o Capitulo 6 discute as

conclusoes resultantes dos experimentos e as proximas etapas da pesquisa.

1.3 Contribuicoes da Dissertacao

Este trabalho propde a utilizagdo de um método de selecao de atributos para
auxiliar no processo de rotulagao de dados. Além de contribuir também para o area de

pesquisa com uma revisao de outros modelos de rotulacao da literatura.



?2 Referencial Tedrico

Neste capitulo é apresentado o fundamento tedrico para contribuir com a com-
preensao do presente trabalho. Estas explanacoes mostram como cada técnica atua no
método proposto. Na primeira se¢ao apresenta-se uma introducgao a area de aprendizagem
de maquina, mais focado em um de seus principais paradigmas de aprendizagem, o apren-
dizado nao supervisionado. Neste capitulo também é exposto como cada filtros de sele¢ao

de atributos funciona. E os modelos de discretizacao que sao utilizados.

2.1 Aprendizagem de Maquina

Aprendizagem de maquina (AM) é o ramo da inteligéncia artificial que estuda
o desenvolvimento de sistemas que sao capazes de aprender com a experiéncia. Isto é,
um sistema que realiza determinada tarefa e que possa obter informacoes que permitam
execugoes futuras desta tarefa com um melhor desempenho (MITCHELL, 1997). Existem

trés principais paradigmas de aprendizagem de maquina.

O aprendizado supervisionado implica necessariamente na existéncia de dados de

entrada e na indicacao de uma saida que possa ser aprendida para ocorrer o processo de
aprendizagem (BRAGA; CARVALHO; LUDEMIR, 2007).

Jé o aprendizado nao supervisionado envolve a aprendizagem de padroes na entrada,
quando nao sao fornecidos valores de saidas especificas (NORVIG; RUSSELL, 2004).

Temos ainda o aprendizado por reforco que se da por meio de um agente que
toma decisoes, em um ambiente e é recompensado ou punido por suas agoes, tendo por
objetivo aprender a melhor sequéncia de decisdes a tomar para acumular o maior niimero

de recompensas (SUTTON; BARTO et al., 1998).

A capacidade de producao de dados gerados por meio dos mais variados meios, tem
dificultado o processo de interpretacao para muitos especialistas que dispoe na andlise das
informacoOes seu maior recurso para tomada de decisao. Nesse contexto, prover mecanismos
que possibilitem a correta interpretacao e uso racional dos dados tem sido motivo de
estudos para muitos pesquisadores. Uma possivel forma de tratar os dados produzidos

em demasia é por meio do agrupamento de dados, uma sub-area da Aprendizagem de
Maquina Nao Supervisionada (IMPERES Filho et al., 2020).
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2.1.1 Aprendizagem N3o Supervisionada

O aprendizado nao supervisionado ¢ um ramo do aprendizado de maquina que
aprende com dados de treinamento que nao foram rotulados, classificados ou categorizados
previamente. Em vez de responder a programacao de um operador, o aprendizado nao
supervisionado identifica semelhancas nos dados e reage com base na presenca ou auséncia

de tais semelhancgas em cada novo dado.

Esta técnica tem como objetivo selecionar um conjunto de dados e agrupé-los
de acordo com alguma similaridade. Os algoritmos de agrupamento de dados foram
desenvolvidos como uma ferramenta para relacionar grande quantidade de dados gerados
por diferentes sistemas (ALGULIYEV et al., 2016).

O agrupamento como eixo de pesquisa da aprendizagem de maquina é comumente
considerado o problema mais relevante em aprendizado nao supervisionado aplicado a
organizacao de informagoes nao rotuladas (POPAT; EMMANUEL, 2014).

A compreensao dos grupos deve-se principalmente, aos valores apresentados pelas
caracteristicas mais importantes de seus objetos. Assim, este conjunto de valores relevantes

representa uma definicdo para um grupo qualquer.

2.1.2 K-means

Este trabalho utiliza o algoritmo k-means para realizar o agrupamento dos dados,
para assim, aplicar os filtros de selecao de atributos e formar rétulos, contribuindo na

compreensao e auxiliando especialistas no processo de tomada de decisao.

O k-means é um algoritmo de agrupamento de dados nao hierarquicos que utiliza
uma técnica iterativa para particionar um conjunto de dados. Proposto num trabalho
pioneiro de Stuart Lloyd em 1957, mas, s6 foi publicado no ano de 1982 (LLOYD, 1982).
Esse algoritmo busca minimizar a distancia dos elementos de um conjunto de dados com &

centros de forma iterativa.

A desvantagem é a sua dependéncia dos valores iniciais de k, da ordem em que
as amostras sao processadas, da escolha dos primeiros centros de agrupamento e da
geometria das amostras disponiveis para analise. Em alguns casos sua utilizagao requer

experimentacao com varios valores de k e diferentes escolhas dos parametros iniciais
(HART; STORK; DUDA, 2000).

A ideia por tras deste algoritmo é escolher K objetos aleatoriamente ou com alguma
heuristica que serao a base de cada grupo (denominados centroides), os demais objetos
sao associados ao centroide mais proximo. A cada passo os centroides sao recalculados
dentre os objetos de seu proprio grupo e os objetos sao realocados para o centroide mais

proximo, este procedimento é repetido até que o nivel de convergéncia seja satisfatério de
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acordo com alguma heuristica estabelecida.

O objetivo do k-means é minimizar a média quadratica da distdncia euclidiana entre
os centros de cada grupo e seus respectivos elementos, onde cada centro ou centroide u de

um dado grupo ¢; é definido como a média de seus elementos, representados individualmente
por 7 , conforme Equacao 2.1 (MANNING; RAGHAVAN; SCHUTZE, 2009).

1

U(ci)=5->. T (2.1)
|CZ, TEC;

A complexidade computacional em tempo polinomial do k-means é 6(t- K - N), em

que t é o numero de iteragoes, K é o numero de clusters a serem gerados e N é o nimero

de amostras, de modo que geralmente tem-se ¢, K < N.

Devido a sua complexidade, com o algoritmo k-means é viavel processar amostras
muito grandes de dados. Algumas possiveis aplicagoes que podem utilizar a eficiéncia do
algoritmo nao supervisionado k-means incluem métodos para agrupamento de similaridades,
previsao nao-linear, aproximagao de distribui¢oes multivariadas, testes nao paramétricos
para independéncia entre varias variaveis e classificacdo de arvores baseadas em distancia
(MACQUEEN et al., 1967). Devido a sua estrutura compacta e eficiéncia, o k-means foi

escolhido para lidar com o problema de agrupamento encontrado neste trabalho.

2.2 Selecdo de Atributos

A selecao de atributo é um tema de pesquisa e desenvolvimento constante desde os
anos 70 nas areas de reconhecimento de padroes, aprendizado de maquina e mineragao de
dados (LIU et al., 2009).

A selecao de atributos é uma técnica utilizada para a redugao da dimensionalidade
da base de dados, tendo como objetivo reconhecer os atributos relevantes aumentando
assim o poder preditivo do classificador. Exitem trés abordagens para a sele¢ao de atributos:
Embutida, Filtro e Wrapper (KOHAVI; JOHN, 1997).

Na abordagem Embutida é identificada quando a selecao de atributo é realizada
internamente pelo proprio indutor durante seu treinamento. Dado um conjunto de exemplos
representado no formato atributo-valor, o proprio algoritmo de aprendizado de méquina é

capaz de decidir quais sao os atributos relevantes para representar o conhecimento extraido.

Ja a abordagem Wrapper, o algoritmo de classificacdo é executado para cada
subconjunto e a avaliacado geralmente ¢ feita em termos da acuracia preditiva retornada

pelo algoritmo.

E a abordagem Filtro nao necessita do auxilio de um indutor para a avaliacao dos
subconjuntos de atributos (YU; LIU, 2003). No contexto de filtrar atributos relevantes,



8 Capitulo 2. Referencial Teorico

segundo algum critério, este trabalho propoe a utilizagdo do método de selecao de atributos

baseado na abordagem Filtro para auxiliar no processo de rotulagao de dados.

Um dos problemas enfrentados na area de mineracao de dados é que as bases
possuem grande volume de dados. Sendo assim, a selecao de atributos se faz necessaria,
pois tem como objetivo remover atributos irrelevantes e/ou redundantes, reduzindo assim

a dimensionalidade dessas bases (GUYON; ELISSEEFF, 2006).

As abordagens de selecao de atributos do tipo filtro sdo independentes do algoritmo
de classificacao. Esses métodos podem avaliar cada atributo independente dos outros,
determinando o grau de correlacdo entre cada atributo e a classe (YANG; PEDERSEN,
1997).

O termo filtro deriva da ideia de que os atributos irrelevantes sao filtrados da base
de dados antes da aplicagdo do algoritmo de classificagdo (BLUM; LANGLEY, 1997). Os
filtros usam as informagoes da propria base de treinamento para escolher os atributos a
serem utilizados posteriormente (ALMEIDA et al., 2018b). Selegao de atributos é usada
como método de pesquisa para gerar uma lista de classificagdo da qual gera-se um ranker
e descarta um determinado ntimero de atributos, podendo ser apenas ruidos ou atributos

que nao tenham relevancia para o processo de aprendizagem.

Diversas métricas de classificagdo e selecao de atributos foram propostas na litera-
tura de mineragao de dados. O objetivo dessas métricas é descartar irrelevantes ou recursos
redundantes de um determinado vetor de recursos. Neste trabalho foram utilizadas quatro
filtros de sele¢do de atributos: O Ganho de Informagao (do inglés Information Gain);

Razao de Ganho (do inglés Gain Ratio); Correlagao (do inglés Correlation) e ReliefF.

Essas métricas tém como objetivo criar um ranking com os atributos das bases de
dados, sendo assim, permite verificar a relevancia de cada atributo da base e auxilia na

composic¢ao dos rotulos de dados.

2.2.1 Ganho de Informacao

O ganho de informacao é um filtro de selegao utilizado para medir a semelhanca
entre o atributo de uma classe, com todas as outras classes, diminuindo o grau de incerteza
(LACERDA et al., 2019). Neste caso, porém, a abordagem do filtro é a de feature ranking,
que avalia o mérito de cada atributo individualmente. Como o nome sugere, ele considera

quanta informagao é obtida para a classificacdo, dado que o atributo seja considerado.

A entropia é comumente usada como medida na teoria da informacao, que carac-
teriza a pureza de uma arbitraria colecao de exemplos. Ela faz parte dos métodos de
classificagao de atributos do ganho de informacao. A medida de entropia é considerada
como uma medida da imprevisibilidade do sistema. A entropia de Y é calculada conforme

Equacao 2.2.
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= > p(y)loga(p(y)) (2.2)

yey

Onde p(y) é a funcdo de densidade de probabilidade marginal para a varidvel
aleatoria Y. Se os valores observados de Y no conjunto de dados de treinamento S sao
particionados de acordo com os valores de X, e a entropia de Y em relacao as partigoes
induzidas por X sao menores que a entropia de Y antes do particionamento, entao ha uma

relagao entre YeX. Entao a entropia de Y apds observar X é apresentada na Equacao 2.3.

H(y/z) =Y p(x) Y ply/x)logs(p(y/z)) (2.3)

reX zeX

Onde p(y/z) é a probabilidade condicional de y dado = . Dada a entropia como
critério de impureza em um treinamento de conjunto S, pode definir uma medida refletindo
informagoes sobre Y fornecidas por X que representam a quantidade pela qual a entropia

de Y diminui. Esta medida ¢ conhecida como ganho de informagao, conforme Equacao 2.4.

IG=H(Y)-H(Y/X)=H(X)—- HX/Y) (2.4)

O ganho de informacao é uma medida simétrica como apresentado na Equacao 2.4.
A informacao obtida sobre Y apods observar X é igual as informacoes obtidas sobre X
apés observar Y. A fraqueza do critério de ganho de informacao é que ele é tendencioso
a favor de recursos com mais valores, ou seja, uma maior quantidade de dados, mesmo

quando nao sao mais informativos.

2.2.2 Razao de Ganho

O filtro razdo de ganho (RG) é caracterizado pelo uso de uma métrica para ranquear
todos os atributos de uma base de dados, calculada por meio do ganho de informagoes

de um atributo contra o niimero de saidas testes, com a maior possibilidade de valores
(NETTO, 2013).

Razao de ganho é uma medida que avalia a utilidade de um atributo ao medir a
taxa de ganho que o mesmo proporciona a discriminacao das classes a serem aprendidas.
Trata-se de uma modificagdo da métrica ganho de informagao (WITTEN; FRANK, 2002)
que visa reduzir o viés provocado por ganho de informacao de preferir atributos que
apresentam a maior faixa de valores possivel. A fim de determinar os melhores atributos,
experimentos de selecao de atributos foram entao conduzidos, norteados pelos métodos

existentes na literatura.

O célculo do ganho de informacao favorece atributos com um grande ntimero de

valores. Uma forma de reduzir esse problema é utilizar a razao de ganho, que aplica
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uma espécie de normalizacao do ganho (CASTRO; FERRARI, 2016). Essa normalizacao
tem intencao de reduzir os valores de RG, decrescendo no intervalo [0, 1], onde 1 aponta
que a informacao advinda da varidvel independente (preditor) prediz completamente a
variavel resposta; para GR = 0 indica que nao ha relacao entre o preditor e a variavel de

resposta, assim, quanto maior o valor de RG, maior a relevancia da variavel (ASDAGHLI;

SOLEIMANTI, 2019; NOVAKOVIC, 2016).

O ganho de informagao medida é usado para selecionar o atributo de teste em
cada né de arvore de decisao. Uma arvore de decisao é uma estrutura simples onde nés
nao terminais representam testes em um ou mais atributos e nés terminais refletem os
resultados da decisao. A medida de ganho de informacao prefere selecionar atributos com

um grande nimero de valores.

O algoritmo de inducao de arvore de decisao ID3 foi aprimorado por C4.5. Ele é um
sucessor de ID3, o qual usa uma extensao de ganho de informacao conhecida como razao
de ganho, onde gera arvores mais precisas e menos complexas e apresenta um método de

pos-poda das arvores geradas.

Seja S definido consistindo em s amostras de dados com m distintos atributos.
As informagoes esperadas necessarias para classificar uma determinada amostra como

apresentada pela Equacao 2.5.

H(%) =Y Plogs(Pi) (25)

i=1

Onde P; é a probabilidade de que uma amostra arbitraria pertenca a classe C; e é

estimado por s;/s.

O atributo A tem v valores distintos. Onde o nimero de amostras da classe C;
em um subconjunto S; - S; contendo aquelas amostras em S que tém valor de a; de A. A
entropia, ou esperada informacoes baseadas no particionamento em subconjuntos por A,

sao apresentadas pela Equacao 2.6.

B(A) = =Y 1(S) (2.6)

As informagoes de codificacao que seriam obtidas por ramificacdo em A é apresen-

tada pela Equacao 2.7.

Gain(A) = I(S) — E(A) (2.7)
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2.2.3 Correlacdo de Atributos

O coeficiente de correlacao de Pearson remonta o trabalho conjunto de Karl Pearson
e Francis Galton (STANTON, 2001). E um teste que mede a relacio estatistica entre
duas variaveis continuas. Se a associagdo entre os elementos nao for linear, o coeficiente
nao sera representado adequadamente. O coeficiente pode ter um intervalo de valores de

+1 a-1. Um valor de 0 indica que nao hé associagao entre as duas variaveis.

Um valor maior que 0 indica uma associagao positiva. Isto é, a medida que o valor
de uma variavel aumenta, o mesmo acontece com o valor da outra variavel. Um valor
menor que 0 indica uma associagao negativa. Isto ¢, a medida que o valor de uma variavel

aumenta o valor da outra diminui.

Para Cohen (1988), valores entre 0,10 e 0,29 podem ser considerados pequenos;
escores entre 0,30 e 0,49 podem ser considerados como médios; e valores entre 0,50 e 1

podem ser interpretados como grandes.

Dancey e Reidy (2006) apontam para uma classificacao ligeiramente diferente:
r = 0,10 até 0,30 (fraco); r = 0,40 até 0,6 (moderado); r = 0,70 até 1 (forte). Seja
como for, o certo é que quanto mais perto de 1 (independente do sinal) maior é o grau de
dependéncia estatistica linear entre as variaveis. No outro oposto, quanto mais proximo de

zero, menor é a forca dessa relagao.

O coeficiente pode ser usado para resumir a for¢a da relagao linear entre duas
amostras de dados. Ele calculado como a covariancia das duas variaveis dividida pelo
produto do desvio padrao de cada amostra de dados. E a normalizacio da covaridncia entre
as duas variaveis para dar uma pontuacao interpretavel, como apresentado na Equacao
2.8.

CorrelationCoef = covariance(X,Y)/(stdv(X) * stdv(Y")) (2.8)

O uso da média e do desvio padrao no calculo sugere a necessidade de duas amostras

de dados terem uma distribuicao gaussiana ou semelhante a gaussiana.

Baseado em Moore e McCabe (1989), detaca-se as propriedades do coeficiente e
as condigoes que precisam ser satisfeitas para realizar a analise de correlagao de Pearson.

Portanto, as observacoes sao as seguintes:

o O coeficiente de correlagdo de Pearson nao diferencia entre varidveis independentes e
variaveis dependentes. Dessa forma, o valor da correlagao entre X e Y é o mesmo
entre Y e X. Para Schield (1995) a correlagao nao se aplica a distingdo de causalidades

simples ou recursiva.
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« O valor da correlagdo ndo muda ao se alterar a unidade de mensuracao das variaveis.
Por ser tratar de uma medida padronizada, o valor da correlacao entre quilos e litros
serd o mesmo caso o pesquisador utilize toneladas e mililitros. Padronizagao torna
possivel a comparacao entre diferentes variaveis no que diz respeito a sua magnitude

e dispersao.

e O coeficiente tem um carater adimensional, ou seja, ele é desprovido de unidade
fisica que o defina. Nao faz sentido interpretar uma correlacdo de 0,3 como sendo
30%, por exemplo. Além disso, ele nao se refere a proporcao. Logo, uma correlacao
de 0,4 nao pode ser interpretada como representando o dobro de uma correlacao de
0,2 (CHEN et al., 2002).

Para além das propriedades do coeficiente, algumas condigoes precisam ser satisfei-
tas. A correlagdo exige que as varidveis sejam quantitativas (continuas ou discretas). Nao
faz sentido utilizar a correlacao de Pearson para dados categoricos. Os valores observados

precisam estar normalmente distribuidos.

2.2.4 ReliefF

Dentre as técnicas multivariadas, o algoritmo de selecao de atributos reliefF (KO-

NONENKO, 1994) foi baseado em um algoritmo previamente desenvolvimento chamado
Relief (KIRA; RENDELL, 1992).

O algoritmo original relief tem como objetivo avaliar quao bem o atributo é capaz
de distinguir entre duas classes, amostrando aleatoriamente uma instancia e estimando
uma medida de distancia entre a instancia original e as instancias mais préximas, uma
da mesma classe e a outra de classe diferente. Este algoritmo, entao, calcula a distancia

entre os vizinhos mais préximos para ambas as classes e atualiza uma variavel de peso W},
conforme a Equacao 2.9 (KIRA; RENDELL, 1992).

Wi =W, — (v; —27)* + (x; — 27)? (2.9)

O subindice 7 refere-se ao atributo analisado, z; é o atributo ¢ da instancia x
_l’_

analisada, enquanto x;” e x; sao os atributos das instancias mais préximas de = para

instancias da mesma classe e de classes diferentes.

Assim, este algoritmo tem como principio que um bom atributo deve possuir valores
similares para instancias de uma mesma classe e também deve possuir valores diferentes
para instancias de classes diferentes. Ou seja, quanto maior for o peso W; , mais relevante

é o atributo.

Posteriormente, este algoritmo foi modificado de modo a aumentar a confianga

na estimativa de quao bem cada atributo consegue separar duas classes. Para isso, foi
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aumentado o nimero de instancias mais proximas calculadas. Ou seja, no algoritmo relief
eram calculadas as distancias apenas dos vizinhos mais proximos, da mesma classe e da
classe oposta. Na modificagao proposta no algoritmo reliefF, pode-se calcular esta distancia
para os m vizinhos mais proximos. Assim, o nimero de vizinhos mais préoximos calculados
é um parametro que pode ser variado conforme desejado, sendo que quanto maior for
este valor, maior ¢ a confianca na estimativa e mais resistente e robusto a ruidos torna-se
o algoritmo. Entretanto, nota-se também que quanto maior for este valor, maior sera

também o tempo necessario para compilagao do algoritmo (KONONENKO, 1994).

Outra mudanca entre os algoritmos, é que no primeiro, a distancia entre os atributos
¢ a euclidiana, que ¢ a raiz quadrada da diferenca entre os valores quadraticos dos atributos,
ou seja, quando o valor de r na Equacgao 2.10 é 2. Ja no algoritmo reliefF, a distancia é
calculada como a soma das diferencgas absolutas entre os valores dos atributos, ou seja,
quando o valor de r na Equacao 2.10 é 1 (THEODORIDIS; KOUTROUMBAS, 2008).

distancia = (3_ |q¢ — q|")"/" (2.10)
k=1

Nesta equacao, m é o nimero de vizinhos mais proximos calculados, q e g, sao os
valores do atributo ¢ e os valores de seus k vizinhos. Para apenas um vizinho mais préximo
calculado, percebe-se que ambas as distancias sao equivalentes. Entretanto, quando calcula-

se para um numero maior que 1, as distancias euclidiana e de Manhattan admitem valores

diferentes (ALBONICO et al., 2017).

ReliefF é um algoritmo que tende a ser bastante eficiente em identificar quais
os melhores e piores atributos. Além disso, pode ser utilizado apenas para calcular a
relevancia de um atributo por vez, ou seja, realizar uma anélise univariada, ou entao
calcular o peso de um conjunto de atributos por vez, realizando uma andlise multivariada.
Entretanto, sua principal desvantagem ¢é nao ser capaz de detectar se existe redundancia
entre os atributos selecionados. Assim, caso existam alguns atributos muito bons, ainda

que possuam o mesmo tipo de informacao, estes serao selecionados.

Porém, com este tipo de abordagem, torna-se possivel identificar quais atribu-
tos sao bons ou ruins para realizar a classificagao, tendo normalmente pesos bastante
altos para atributos bons e pesos bastante baixos para atributos ruins. Tornando essa
distingao evidente, pode-se ainda utilizar este tipo de abordagem como uma etapa de
pré-processamento a etapa de selecdo de atributos, reduzindo o conjunto total de atributos

analisados por uma abordagem mais complexa, como, por exemplo, a abordagem Wrapper
(ALBONICO et al., 2017).



14 Capitulo 2. Referencial Teorico

2.3 Discretizacao

O método de discretizacao faz a conversao de valores continuos em valores discretos.
A partir de um atributo com valores continuos, a discretizagao cria um ponto inicial e final
definindo um intervalo e designando uma faixa para cada intervalo. Assim, ao invés de
valores continuos, teremos valores discretos representando as faixas de valores (JAIME,
2020).

No contexto da rotulagao a discretizagao permite a inferéncia de uma faixa de valor,
ou seja, os atributos que podem assumir diferentes valores dentre um dominio continuo
sao estabelecidos novos valores discretos. Assim, a discretizacao auxilia no agrupamento,
identificando com menor complexidade uma possivel relacao entre os atributos e expondo

melhores resultados ao enfrentar o problema de classificacao envolvendo tais atributos.

A discretizacao em si pode também ser encarada como uma forma de descoberta
de conhecimento, onde valores criticos em um dominio continuo podem ser revelados. Os
intervalos de discretizacao, portanto, nao devem esconder padroes de relacionamento entre
as variaveis. Eles devem ser escolhidos com cuidado ou descobertas potenciais podem ser
perdidas (YONEYAMA, 2003).

O objetivo de um método de discretizacao consiste em encontrar um conjunto de
pontos de corte de modo a particionar uma faixa de valores continuos em um conjunto de

pequenos intervalos. Assim, um valor discreto sera associado a cada intervalo diferente de
valores continuos (KOTSIANTIS; KANELLOPOULOS, 2006).

Apesar da perda de informacao, a discretizacdo tem uma func¢ao importante na
rotulacao e conforme os tipos de dados, método e faixas de valores, os rétulos podem sofrer
alteragoes. Pode haver registros que estejam representados em uma determinada faixa e,
ao alterar o método de discretizacao, pode também alterar o tamanho (limites) da faixa,
fazendo esse registro mudar de faixa, consequentemente alterando o rétulo, e gerando uma

nova visao ao analista do grupo.

Existem varios métodos de discretizacao, grande parte deles foi desenvolvido para

sistemas de classificacdo, outros tém uma utilizagdo mais genérica.

De acordo com Kotsiantis e Kanellopoulos (2006), Dougherty, Kohavi e Sahami
(1995), os métodos de discretizacao mais comumente utilizados, no &mbito dos métodos
nao supervisionados, sao os de Discretizagao por Larguras Iguais (do inglés: Equal Width
Discretization - EWD) e Discretizacao por Frequéncias Iguais (do inglés: Equal Frequency
Discretization - EFD).

Esses métodos de discretizacao nao consideram qualquer informagao sobre possiveis
relacionamentos entre as variaveis. Sendo assim, podem fazer com que os padroes de

relacionamentos sejam perdidos. Contudo sua simplicidade de implementacao em relacao
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ao desempenho com outros métodos de discretizacao os torna muito populares. A maioria
dos métodos de discretizagdo, como EWD e EFD produzem intervalos disjuntos, onde

cada valor s6 pode pertencer a um tnico intervalo.

2.3.1 Discretizacao por Larguras lguais - EWD

O método de discretizacado EWD faz a discretizacdo de um intervalo, entre valores
continuos, dividindo através de um ponto de corte as faixas de tamanhos iguais. (BARON,
2016). No entanto, esta distribui¢ao de categorias pode ser muito desbalanceada e as vezes

pode dificultar a capacidade de o atributo ajudar na construgdo do modelo de decisao.

Sendo a quantidade de valores R a serem gerados na discretizagdo e um determinado
intervalo [a, b] representado por valores continuos, o método EWD divide o intervalo de
valores dos atributos em tamanhos iguais R. Assim, para gerar R intervalos serao necessarios
R — 1 pontos de corte. E importante destacar que os elementos pertencentes ao intervalo
devem estar ordenados de forma crescente. A largura de cada faixa de valor (rq,...,7g)
¢é representada por w e pode ser calculada pela diferenga entre os limites superiores e
inferiores do intervalo dividido pela quantidade R de valores a serem gerados, conforme

Equacao 2.11.

(2.11)

Apbs descobrir o valor de w, pode-se determinar os pontos de cortes (C, ..., Cr_1)
estes pontos determinam as faixas de valores. O primeiro ponto de corte,C'y, é dado pela
soma do limite inferior com a distancia w. Os outros pontos de corte (Cy, .., Cr) podem

ser calculados pela soma do ponto de corte anterior com w, conforme Equacao 2.12.

(2.12)

{ a+ w, sei =1

C; —

ci_1+w, caso contrario
Os valores continuos passarao a ser representados por i, onde ¢ é o indice que indica

a qual faixa r; o valor se encontra. Por exemplo, para se dividir o intervalo [a,b] em R

faixas de valores distintas, precisar-se-4 de R — 1 pontos de corte (LOPES et al., 2016).

A Figura 1 mostra esse modelo de discretizagao. Qualquer valor pertencente ao intervalo

la, ¢1] terd um valor discreto associado igual ao indice de sua faixa r . Isto é, um valor que

se encontra na faixa ry passard a ser representado pelo valor 1. De maneira analoga um

valor que se encontra na faixa ry =|cy, ¢2| por 2 e, finalmente, um valor que se encontra

em uma faixa qualquer r; serd representado por 7.
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-------------------------------------------------------------------------

Figura 1 — Discretizacao por EWD

2.3.2 Discretizacao por Frequéncias Iguais - EFD

Ao contrario do EWD, o EFD desloca as margens dos valores para que todas as
categorias tenham o mesmo numero de instancias. Em outras palavras, os limites das
categorias sao definidos pela distribuicao, sendo que em cada categoria ha o mesmo niimero

de instancias.

Dado um determinado intervalo [a, b], a quantidade de valores R a serem gerados
por discretizagao, e a quantidade de elementos com valores distintos, (¢ > R), ao longo
deste intervalo a discretizacao por EFD ira dividi-lo em R faixas de valores que tenham
a mesma quantidade de elementos distintos para gerar R faixas de valores, (r1,...,7r),
serd necessario um total de R — 1 pontos de corte, de modo que cada faixa contenha a
mesma quantidade de elementos distintos que pode ser calculada pelo valor inteiro da
divisao entre a quantidade de elementos distintos e a quantidade de faixas de valores, como

apresentado na Equacao 2.13 .

A= (2.13)

€
R

Neste método observa-se que hd uma ma distribuicado de valores entre as faixas,
quando possui varios valores repetidos de um atributo, isso ocasiona um desequilibrio na
distribuicao dos elementos dentro da faixa. Essa situacao reflete em faixas com muitos
valores e outras com poucos. Quando ha um vetor de ntimeros distintos ordenado, e
calculado o A através do nimero de faixas, obtém-se os pontos de corte (cy, ..., cg_1) como
delimitadores das faixas do i.\-ésimo elemento conforme os valores do intervalo [a, b,

apresentados na Equacao 2.14.

Ci; = U (214)

Diferente do método EWD, as faixas de valores podem assumir tamanhos diferentes,
sendo assim, os valores continuos passarao a ser representados por ¢ onde ¢ é o indice
que indica a qual r; o valor se encontra. Desse modo, é necessario R — 1 pontos de corte,
apresentados na Figura 2, para se dividir o intervalo [a, b] em R faixas de valores diferentes.
O valor encontrado na faixa r; sera representado pelo valor 1 e de maneira analoga, o

valor encontrado na faixa 1o =|cy, ¢o] por 2. Para finalizar, um valor que se encontra em
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uma faixa qualquer r; serd representado por ¢. Ou seja, para qualquer valor pertencente

ao intervalo [a, ¢1] terd um valor discreto associado igual ao indice de sua faixa 7.

Figura 2 — Discretizacao por EFD

2.4 Rotulacao de Grupos

Existem diversas pesquisas acerca do problema de clusterizagao, entretanto, poucas
sao as que focam em rotular os grupos resultantes. A rotulagdo de um grupo busca resumir
sua defini¢ao, ou seja, descrevé-lo em funcao de seus atributos mais relevantes — ou seja,
aqueles que sao determinantes para o agrupamento — e suas respectivas faixas de valores,
a fim de melhor compreendé-lo. Assim, esse conjunto de valores representa uma definigao
para um grupo qualquer — isto é, um rétulo — capaz de fornecer ao especialista um melhor
entendimento sobre os dados (ARAUJO, 2018).

Segundo Tzerpos (2001), em um esforgo para maximizar o desempenho e precisao
de algoritmos que lidam com esse problema, muitos pesquisadores desviaram-se do fato
de que o principal objetivo era, a principio, a compreensao dos grupos formados e nao
a satisfacado de um critério abstrato, como por exemplo, a maximizagao dos graus de

similaridade e dissimilaridade entre elementos intra e extra-grupos respectivamente.

O agrupamento consiste em definir um conjunto de grupos que sao coerentes
internamente, porém claramente diferentes entre si. Isto é, os elementos de um grupo
devem ser tao similares quanto possivel entre si e, ao mesmo tempo, tao diferentes quanto
possivel em relacio aos elementos de outros grupos (MANNING; RAGHAVAN; SCHUTZE,
2009).

O trabalho de Yeganova et al. (2009) utiliza a definicdo de dados rotulados em
uma perspectiva que faz deteccao e identificacao de abreviagoes na literatura biomédica
utilizando aprendizado de maquina supervisionado. E feito uma extracdo de estruturas
textuais (formas curtas, formas longas, formas curtas potenciais e formas longas potenciais)
por meio dos textos, que ao serem extraidas naturalmente em pares i.g. (forma curta -
forma longa), (formas curtas potenciais - formas longas potenciais) sdo tratadas como

exemplos positivos.

Treeratpituk e Callan (2006) trabalham com grupos hierarquicos, de forma que
cada grupo pode ser subdivido em subgrupos de forma recursiva. Além disso, os rétulos

sao restritos a informacoes textuais. O trabalho proposto por Machado, Ribeiro e Rabélo
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(2013) é uma ferramenta que realiza a extragao automatica de caracteristicas dos grupos,
onde ¢ fornecido ao especialista um rétulo contendo as caracteristicas mais relevantes dos
elementos de cada grupo. Essas caracteristicas sao compostas por intervalos de valores dos

atributos dos dados, de modo que o problema da rotulagao é definido como:

Problema da Rotulagdo: Seja X um conjunto vetores de atributos definidos
no R"™ e expressos por & = (x4, ...x,) tal que X = {xi,j}\ﬁjfl’j:", particionados
em grupos G = {g}|f., tal que gy € X, ggNgp =0V 1<I<kel#!;0
objetivo consiste em apresentar um conjunto de rétulos R = {r,}F_, no qual
cada rotulo especifico é dado por um conjunto de pares formados por atributos
e seus respectivos intervalos de valores, tal que r4, = {(atr;,[p;, ¢;])} ;"L(:g{) capaz
de melhor expressar o grupo g; associado.

onde:

e k ¢ o nimero de grupos;
e ¢ ¢ um grupo qualquer;
e n ¢ a dimensao do problema;

e 14 ¢ o rétulo do grupo g;;

e atr; ¢ um atributo qualquer do problema;

* [pj,q;] é o intervalo de valores do atributo atr;, em que p; é o limite inferior e ¢; o

limite superior;

« n(9) é o ntimero de atributos no rétulo de g;.

Para demostrar a rotulacao de um agrupamento a Figura 3 apresenta um roétulo
com trés grupos ¢gi, gs € gs. O rétulo do grupo g; é formado pelos atributos atrieatrs e
seus respectivos intervalos de valor. De mesmo modo, os grupos g» e g3 tém seus rotulos
compostos por trés e um pares de atributos e intervalos associados: atry, atry e atrs; e
atry, respectivamente. E importante destacar que os intervalos dos atributos podem ou
nao ser os mesmos nos diferentes grupos. Por exemplo, [p1, ¢1] podem ter valores diferentes
nos grupos g, € go, indicando apenas sua relagao com o atributo atr;. Entretanto, caso
apresentem o mesmo valor, revelando a importancia desse intervalo na definicdo de ambos
os grupos, a diferenciacdo entre os rétulos é determinada pelos demais componentes,
de modo que, para grupos diferentes os rotulos devem apresentar pelo menos um par

atributo—intervalo diferente, tornando os rétulos especificos para cada grupo.
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atr1: [p1, q1]
g2 atrz: [p2, q2]
atrs: [p3, g3]
atr1: [p1, q1]
atr3: [p3, q3] 90%

100% |

g1

g3 98%

Figura 3 — Estrutura do rétulo

A Figura 3 apresenta o modelo de rotulagdo que este trabalho utiliza como base,
com inten¢ao de analisar se a selecao de atributos utilizada nesta abordagem sera melhor
que os demais. Ao final do processo de rotulacao, tem-se a identificacao dos elementos dos
grupos de forma resumida, de modo que ¢é possivel formar uma sentenca descritiva sobre

os grupos com base em suas principais caracteristicas (SILVA, 2021).
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3 Trabalhos Relacionados

Este capitulo aborda os principais modelos de rotulacao automatica de grupos da
literatura, apresentando suas metodologias, resultados obtidos e limitagoes, servindo como

complemento tedrico para os pesquisadores da area.

3.1 Filtros para Selecao de Atributos

O trabalho de Castro et al. (2004) aborda a sele¢ao de subconjuntos de atributos
por meio das abordagens wrapper e filtro. As técnicas para selecao de subconjuntos de
atributos no contexto de aprendizado de maquina visam identificar os atributos que
efetivamente auxiliam para a caracterizacao da classe de uma instancia. Este trabalho tém
como objetivo investigar os métodos e técnicas que visam reduzir o conjunto de atributos
no contexto de aprendizado indutivo de maquina utilizando as abordagens de selecao de
atributos do tipo wrapper e filtro. Para a abordagem filtro Castro et al. (2004) utiliza
os algoritmos ReliefF e Focus, onde é possivel verificar o baixo custo computacional do

método RelifF e a complexidade da busca completa executada pelo método Focus.

3.2 Abordagens de Rotulacao de Grupos

O trabalho Lopes et al. (2016) utiliza o algoritmo nao supervisionado k-means para
formar grupos e os métodos de discretizagao, EWD (Discretizacdo por larguras iguais) e o
EFD (Discretizagao por frequéncias iguais) para discretizar os dados em faixas de valores.
Para formar os rétulos utiliza-se redes neurais artificiais do tipo PMC (Perceptron de
miultiplas camadas) para selecionar os atributos mais relevantes, dado todos os valores dos
outros atributos. Para cada grupo gerado sao criadas m RNAs, onde m é a quantidade de
caracteristicas que descreve um elemento do problema. Cada RNA criado é responsavel
por avaliar a relevancia de um atributo como um potencial candidato ao rétulo de seu
grupo. Assim cada RNA, por sua vez, apresenta uma taxa de acerto em relagdo ao seu
aprendizado, realizado apenas com os elementos de seus respectivos grupos (LOPES et al.,
2016). Para dar uma maior precisdo e confianga as taxas de acerto, foi aplicado o método
de holdout (random subsampling), onde o processo é repetido de modo iterativo por M
vezes. Assim, para cada RNA é calculado a média de suas taxas de acerto obtidas em M

iteracoes.

Outra abordagem relacionada a rotulagdo, agora por meio do algoritmo Fuzzy
C-means é o trabalho de Machado, Ribeiro e Rabélo (2015) é um modelo capaz de analisar

os grupos e produzir definigoes conhecidas como rétulos. Na formagao dos rétulos esse
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modelo utiliza o algoritmo nao supervisionado Fuzzy C-means para elaborar a matriz U.
Esta matriz é composta pelos elementos da base de dados associados aos seus graus de
pertinéncia (GP) em cada grupo. O modelo utiliza essa matriz para selecionar os elementos
relevantes em cada grupo, esses elementos sao utilizados para formular as faixas de valores
dos rétulos. Cada faixa de valor é formada por meio de selecao dos valores maximo e

minimo de cada atributo, utilizando para isso os elementos selecionados como relevantes.

Ja o trabalho de Araujo, Veras e Machado (2019) propde um modelo de classifica-
¢ao baseado em logicaFuzzy onde utiliza os rétulos gerados pelos modelos de rotulagao
automatica para formagao das regras e fungoes de pertinéncia. Este trabalho também
utiliza Redes Neurais para selecionar os atributos mais relevantes de cada grupo. Para
cada atributo presente nos rotulos uma fun¢ao de pertinéncia ¢é formada, empregando cada

intervalo de valores para compor uma particao Fuzzy

Outra pesquisa que aborda a rotulagdo é a de Imperes Filho et al. (2020), utiliza o
algoritmo Fuzzy como método para resolucao do problema de rotulagao, dividindo sua
abordagem em duas etapas. Na primeira etapa transforma a saida padrao de um algoritmo
de agrupamento nao supervisionado baseado em distancia em Grau de Pertinéncia (GP),
onde cada elemento da base de dados analisada recebe um GP em relagao a cada grupo
formado. Na segunda etapa Imperes Filho et al. (2020) tem como objetivo formular as
faixas de valores para cada atributo em cada grupo formado verifica a existéncias de
intersecoes entre faixas de valores e, por fim, monta e exibe os rétulos de cada grupo com
faixas de valores que nao possuem intersecao. O modelo de rotulagdo proposto seleciona os
elementos que possuem um grau de pertinéncia maior que o parametro grau de selecao. Ele
define o valor inicial de 0.5 para o grau de sele¢ao, sendo assim, em cada grupo selecionado
sao extraidos valores maximos de cada atributo. Esses valores correspondem as faixas de

valores de cada grupo.

Em Moura (2020) é apresentado um método nao supervisionado de rotulagao de
grupos que emprega o algoritmo de discretizagdo CAIM (Class-Attribute Interdependency
Mazimization) a fim encontrar faixas de valores representativas nos atributos que serao
relevantes para interpretacao dos grupos. Do processo de discretizacao resultarao faixas de
valores que serao analisadas e comparadas com os valores ocorrentes dos atributos em cada
grupo, para determinar os atributos e faixas de valores representativos. O algoritmo de
discretizagdo CAIM ¢ aplicado em aprendizagem supervisionada e utiliza a informagao de
interdependéncia entre classe e atributo como critério para a definicdo de uma quantidade

otima de pontos de corte.

O trabalho apresentado por Silva (2021) é dividido em duas etapas, a primeira
etapa utiliza em sua abordagem para selecao de atributos a regressao para estimar a
funcao que descreve o erro de predigao dos atributos em seus respectivos dominios por

grupo, permitindo delimitar intervalo em que o erro de predicao ¢ o menor possivel
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para cada atributo de cada grupo. E utilizado um conjunto de n modelos de regressao
(MR), onde n é o nimero de caracteristicas do problema. Cada modelo ¢é treinado para
predi¢ao de um atributo, utilizando os demais atributos como entrada. Ja na segunda etapa
sao selecionados os pares atributo-intervalo obtidos na primeira etapa que representem
a maioria dos elementos dos grupos, bem como sejam capazes de distingui-los, para
composicao dos rotulos. A Tabela 1 mostra a acuracia média dos métodos sobre rotulagao

de grupos citadas acima.

Tabela 1 — Modelos de rotulacao da literatura.

Métodos Selecao de Atributos | Acuracia Média
Lopes, 2016 Rede Neural Artificial 93%
Fuzzy C-means

Ribeiro, 2015 com Grau de Pertinéncia 96.63%
Fuzzy com

Imperes, 2020 Grau de Pertinéncia 94.28%

Moura, 2020 Rede Neural Artificial 97.39%

Silva, 2021 Regressoes 98.01%
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4 Modelo Proposto

Neste capitulo apresenta-se a proposta de modelo de rotulacao automatica de

grupos baseada nos filtros de ganho de informacao.

4.1 Modelo

Para contextualizar com um exemplo, inicialmente tem-se uma base de dados como
entrada. Um algoritmo de aprendizagem nao supervisionada foi introduzido em nossa
metodologia e aplicado com o objetivo de formar varios grupos a partir dos elementos

inicialmente fornecidos na base de dados.

Neste trabalho apés a formacao dos grupos, sao utilizados quatro filtros diferentes
de selecao de atributos para criar um ranking dos atributos mais relevantes da base de
dados e logo apds, somente os dados mais relevantes sao discretizados para converter
valores numéricos em valores discretos, assim, formando os intervalos que serao utilizados
nos rotulos. Por fim, é apresentado como saida um rétulo especifico que melhor define o

grupo formado. A Figura 4 mostra as 4 etapas principais desta abordagem.

Inicio|  base de

| grupos
dados
Agrupamento Ganho de Informagéo
A Razéo de Ganho
Selegéo de P
atributos T x
—Correlagédo
- ReliefF
base de i atributos
SRl relevantes
discretizada Discretizagdo
Rotulagao

grupos
rotulados

Figura 4 — Modelo Proposto

Para iniciar, essa abordagem recebe como parametro de entrada uma base de
dados, que contém tipos de dados continuos, havendo a necessidade de aplicagao de um
método de discretizacao. O passo (I) realiza o agrupamento dos dados com o algoritmo
nao supervisionado. O passo (II) é onde é aplicado os filtros de selecao de atributos para
selecionar os dados mais relevantes. O passo (III) faz a discretizagao dos dados, auxiliando
no processo de rotulagao. E o ultimo passo (IV) é uma estratégia que seleciona um intervalo

de valor para cada atributo relevante selecionado é aplicada de forma a gerar rotulos.
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4.1.1 Agrupamento(l)

Para facilitar a compreensao do leitor, a descricao do funcionamento do modelo de

rotulagao ¢ feita com a sua aplicacao em uma base de dados ficticia.

Foi criada uma base denominada Base de Dados Modelo (BDM), para facilitar
o entendimento dessa abordagem. A primeira coluna contém um indice responsavel por
identificar cada elemento de forma tinica. As demais colunas representam uma caracteristica
—ou atributo — do respectivo elemento. Dessa forma, um elemento qualquer pode ser expresso
como um vetor de dimensao m, onde m ¢é a quantidade de caracteristicas existentes na
base de dados que o descrevem. Portanto, cada linha da tabela representa um elemento e
cada coluna uma caracteristica — exceto a primeira, que representa o indice. O elemento 3,
por exemplo, pode ser descrito por atr; = 2.00, atry = 108.36 e atrs = 22.68; ou seja, pelo
vetor €3 = (2.00, 108.36, 22.68)

Para realizar o agrupamento foi utilizado o algoritmo de aprendizado nao supervi-
sionado, k-means. O processo de agrupamento foi feito com o valor de K = 3, ou seja, o
algoritmo dividiu a base em trés grupos. Assim, a Tabela 2 mostra a base de dados modelo
(BDM) apés o processo de agrupamento como saida a associagdo de cada elemento a um
respectivo grupo criado, a coluna grupo indica o grupo a qual um determinado elemento

foi associado.

Como forma de auxiliar na compreensao, a Tabela 2 mostra que todos os elementos
de id entre o 1 e 15 pertencem ao grupo 3, ja os elementos entre 16 e 32 pertencem ao

grupo 2 e o restante dos elementos fazem parte do grupo 1.

Apébs aplicar o algoritmo k-means e agrupar os elementos em seus respectivos
grupos, esses elementos passarao pelo processo de selecao de atributos, onde ao aplicar
os filtros de ganho de informacao resultard em uma lista de classificacdo ordenada pela

relevancia dos elementos.
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Tabela 2 — Base de dados modelo apos agrupamento

id | atry | atry atrs | grupo id | atry | atry atrs | grupo
1 1208 | 92.11 | 22.07 3 26 | 1.12 | 62.71 | 19.07 2
2 [ 1.26 | 85.03 | 20.45 3 271 2.09 | 60.58 | 20.2 2
3 | 2.0 | 108.36 | 22.68 3 28 | 1.95 | 69.23 | 19.68 2
4 | 1.82 | 100.2 | 23.09 3 29 | 1.03 | 47.81 | 19.47 2
5 | 1.43 | 77.59 | 21.8 3 30 | 1.72 | 42.35 | 22.89 2
6 | 1.14 | 107.77 | 18.99 3 31 | 1.3 | 41.16 | 22.67 2
71197 98.0 |22.32 3 32 | 1.14 | 61.59 | 19.9 2
8 [ 1.33 | 82.01 | 19.82 3 33| 1.08 | 91.93 | 20.81 1
9 | 1.66 | 103.93 | 21.1 3 34 11.62 | 79.21 | 18.43 1
10 | 1.87 | 88.36 | 22.45 3 35 | 1.68 | 80.87 | 18.42 1
11 | 1.11 | 107.82 | 19.32 3 36 | 1.81 | 98.24 | 22.13 1
12 | 1.85 | 82.65 | 20.35 3 37| 1.3 | 69.27 | 18.83 1
13 | 1.04 | 102.62 | 19.46 3 38 | 1.8 | 101.21 | 21.61 1
14 | 1.97 | 100.37 | 21.94 3 39 | 1.79 | 72.02 | 22.02 1
15| 1.52 | 93.13 | 20.61 3 40 | 1.56 | 81.71 | 22.1 1
16 | 1.74 | 43.78 | 18.72 2 41 | 1.98 | 77.16 | 21.71 1
17 | 1.53 | 44.01 | 20.98 2 42 | 1.86 | 89.12 | 22.84 1
181 1.5 | 39.67 | 21.78 2 43 | 1.55 | 76.01 | 19.74 1
19 | 1.74 | 55.86 | 20.31 2 44 | 1.97 | 81.57 | 19.83 1
20| 1.8 | 65.72 | 19.62 2 45 [ 1.75 | 90.92 | 21.39 1
21 | 142 ] 66.14 | 21.61 2 46 | 1.47 | 101.77 | 19.2 1
22 [ 2.08 | 67.66 | 20.74 2 47 | 1.44 | 93.61 | 21.03 1
23 1195 | 45.7 | 22.1 2 48 | 1.51 | 98.65 | 19.24 1
24 | 1.77 | 50.04 | 20.16 2 49 | 1.06 | 68.82 | 21.68 1
25 | 1.42 | 53.51 | 19.64 2 50 | 1.48 | 80.4 | 2143 1

4.1.2 Selecdo de Atributos (II)

A selecao de atributos permite, por exemplo, a ordenacao de atributos segundo
algum critério de importancia, a reducao da dimensionalidade do espago de busca de
atributos e a remocao de dados contendo ruidos, entre outros. A selecao de atributos
pode ser relevante em casos nos quais a medi¢ao de certos atributos é custosa, pois pode
permitir que um subconjunto, representativo e menor que original, seja selecionado. Como
resultado da realizacao de sele¢ao de atributos, serd possivel compreender os grupos, por

meio dos rotulos, com um menor ntimero de atributos possivel.

A etapa II possui como entrada um conjunto de grupos e apresenta como saida
um conjunto de atributos relevantes para cada grupo gerado que sera utilizado em sua
rotulagao. Nesta etapa também ocorre a deteccao dos atributos mais relevantes para a
definicao de um grupo qualquer. Portanto, para isso, serao utilizados os filtros ganho de

informacao que tem a capacidade de detectar relagao entre variaveis. Neste contexto do
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processo de rotulagao a selecao de atributos vai detectar os atributos relevantes de cada
grupo.

Os quatro filtros de ganho de informagao utilizam o atributo grupo como parametro.
Neste caso o grupo formado é usado como atributo classe, apesar de cada filtro ter seus
parametros, a alteracao deles nao gerou classificagao diferente por conta da base de dados
modelo ser uma base com poucos atributos e elementos. Foi aplicado na base de dados
modelo (BDM) os filtros de ganho de informagao com a intenc¢ao de gerar um ranking dos
atributos de acordo com sua relevancia. A Tabela 3 mostra essa classificagao, devido a
BDM ter poucos elementos essa classificagdo nao mudou de um filtro para outro, apenas o

valor do ranking.

Alguns filtros, se nao todos, necessitam de um atributo classe para realizar o
ranking. Neste caso, o atributo classe utilizado foi o atributo resultante da aplicacao do
k-means, o atributo responsavel por dividir os elementos em k grupos, ele é um atributo

nominal, que é uma das exigéncias para ser um atributo classe.

Tabela 3 — Ranking dos atributos da Base de Dados Modelo.

Ganho de Razao de
Informacao Ganho
Atr | Relev | Atr | Relev | Atr | Relev | Atr | Relev
atry | 0.882 | atry | 0.831 | atry | 0.5583 | atry | 0.22566
atrs 0 atrs 0 atrs | 0.1032 | atrs | -0.00919
atry 0 atry 0 atry; | 0.0218 | atry | -0.01487

Correlacao ReliefF

4.1.3 Discretizacdo (Ill)

A terceira etapa corresponde ao processo de discretizagao dos dados, a selecao de
atributo cria um rankig, permitindo assim, discretizar apenas os dados dos atributos mais
relevantes de cada base de dados. As bases de dados para a aplicacao da discretizacao
necessariamente tem de possuir dados nao categoricos, ou seja, dados numéricos. Todas as

bases testadas neste trabalho sdo bases com dados nao categoricos.

A discretizacao dos dados é onde converte valores numéricos em valores discretos
podendo apresentar uma variedade de valores dentro de um determinado dominio. Além
disso, a discretizacao forma os intervalos que sao utilizados no rétulo. Para demonstrar o
processo, sera utilizada a técnica de discretizagao por larguras iguais (EWD), selecionando

os atributos atry, atry, atrs, considerando a faixa de valor R = 3 para a discretizacao.

Os valores iniciais sao convertidos em valores discretos. Os elementos situados entre
o valor minimo e o primeiro ponto de corte passarao a ser representados pelo valor discreto
1; os valores situados entre os dois pontos de cortes pelo valor 2; e os valores entre o

segundo ponto de corte e o valor maximo, pelo valor 3.
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Na técnica de discretizacao pode haver perda de informacao, mas por outro lado,
ela permite o algoritmo lidar com faixa de valores caracterizados com valores discretos.
As faixas de valores discretos auxiliam na compreensao dos grupos e tem o intuito de
apresentar melhores resultados em relagao a velocidade e precisao, além de auxiliar na

formagao dos rétulos.

A Figura 5 mostra essa conversao dos valores numéricos em valores discretos

aplicando o método de discretizacao por larguras iguais na base de dados modelo.

Elementos
¥ Pontos de Corte
atr1 :
1 1,2 1,4 1,6 1,8 2
(a)
Elementos
..
atr2 : Pontos de Corte
39 49 59 69 79 86 99 109
(b)
Elementos
: B Pontos de Corte
atrs :
agn. L Bean o aan o |
18 19 - 20 21 - 22 23

Figura 5 — Discretizacao dos atributos utilizando o método EWD com R=3

Como resultado obtém-se uma nova base de dados, mesma denominacao utilizada
por Lopes et al. (2016), Base de Dados Modelo Discretizada (BDMD), andloga apresentada
na Tabela 4. Esses novos valores obtidos com a discretizacao serao utilizados para auxiliar

a rotulacao dos dados.

4.1.3.1 Calculo da Variacao V

A variagao V é o célculo feito por meio da porcentagem (%) em cima dos valores de
ranking gerados pelos filtros de selecao de atributos. Esse calculo é utilizado para eliminar
uma possivel ambiguidade entre grupos selecionando todos os atributos que possuem até

uma diferenca V' em relagdao ao atributo com maior taxa de acerto e descartar os demais.

A variagdo V' é considerada importante porque ela atua como limitador para evitar

que todos os atributos aparecam nos rétulos. O valor de V' pode variar em cada problema
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Tabela 4 — Base de Dados Modelo Discretizada

id | atry | atry | atrs | grupo id | atry | atry | atrs | grupo
1 3 3 2 3 26 | 1 2 1 2
2 2 2 2 3 27 | 3 2 2 2
3 3 3 3 3 28 | 3 2 1 2
4 3 3 3 3 29 | 1 1 1 2
5 2 2 2 3 30| 2 1 3 2
6 1 3 1 3 31| 2 1 3 2
7 3 3 2 3 321 1 1 1 2
8 1 2 1 3 33| 1 3 3 1
9 2 3 2 3 34| 2 2 1 1

10| 3 3 2 3 35| 2 2 1 1

1] 1 3 1 3 36| 3 3 2 1

12 3 2 2 3 371 1 2 1 1

3] 1 3 3 3 38 3 3 2 1

14| 3 3 2 3 39 3 2 2 1

15| 2 3 2 3 40 | 2 2 2 1

16| 2 1 1 2 411 3 2 2 1

17 2 1 2 2 421 3 3 1 1

18] 2 1 2 2 43 | 2 2 1 1

19| 2 1 2 2 44 | 3 2 1 1

20| 3 2 1 2 451 3 3 2 1

21| 2 2 2 2 46 | 2 3 1 1

22| 3 2 2 2 47 1 2 3 2 1

23| 3 1 2 2 48 | 2 3 1 1

24 | 3 1 2 2 491 1 2 2 1

25| 2 1 1 2 50 | 2 2 2 1

e deve ser ajustado visando sempre a assumir o menor valor possivel de modo a distinguir

os grupos apresentados.

Nesta abordagem utilizamos o valor da variagao V' variando entre 5% e 82%. Esses
valores foram escolhidos de acordo com os testes realizados em conformidade com as bases
de dados e os métodos de selecao utilizados. Para demonstrar o célculo da variacao V'
utilizamos o valor de ranking do atributo mais relevante de cada filtro de selecao da Tabela
3.

Uma porcentagem ¢ escolhida de acordo com a quantidade de atributos que deseja
selecionar, essa porcentagem é multiplicada pelo valor do ranking do atributo mais relevante,
ou seja, do primeiro colocado na lista do filtro de selecao. O valor final da variacao é a
diferenca do valor de ranking pela multiplicacao citada anteriormente. Para demostrar

esse calculo utilizamos os filtros de correlagao e reliefF conforme a Tabela 5.
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Tabela 5 — Calculo da Variacao V.

Correlagao ReliefF
Porc(%) | Resultado | Atributo | Porc(%) | Resultado | Atributo
50% 0.2915 atry 50% 0.1128 atro
85% 0.0874 atry, atrs 80% 0.0451 atrs
98% 0.0116 atry, atrs, atry 98% 0.0225 atry

Os atributos selecionados na Tabela 5 vao compor os rétulos com suas respectivas

faixa de valores selecionadas na discretizacao.

Para auxiliar nos resultados da aplicacao dos filtros de selecdo de atributos, é
feito uma média aritmética para cada teste variando o valor de V. Esta vari¢cdo permite
adicionar ou remover atributos para compor os rétulos, sendo assim, a média aritmética
¢ feita a partir da variacao de V, auxiliando na comparacgao da eficiéncia do método de

selecao para cada base de dados.

4.1.4 Rotulacdo (V)

A rotulagdo é a ultima etapa dessa abordagem, ela sintetiza as caracteristicas comuns
dos elementos dos grupos em um roétulo, facilitando a compreensao e a interpretacao sobre
os dados por meio dos valores apresentados. Para auxiliar na compreensao utiliza-se a

base de dados modelo discretizada apresentada na Tabela 4.

Analisando grupo 1 em relagdo ao atributo atr; o valor de maior ocorréncia é
2, para o atributo atry é 2 e para o atributo atrs o valor de maior ocorréncia também
¢ 2. Comparando esses valores com a Figura 5. Os intervalos seriam definidos como
atry = [1.38 — 1.74], atry =]62.56 — 85.46] e atrs =]19.8 — 21.6]. Portanto como exemplo,
podemos considerar os atributos selecionados do rétulo r.; . Assim, os limites dos intervalos
dos atributos atry, atry e atrs sdo respectivamente p; = 1.38, ¢ = 1.74], |ps = 62.56,
q2 = 85.46] e |p3 = 19.8, q3 = 21.6] pois representam os limites das faixas de valores obtidas
na discretizagdo para os valores de maior frequéncia. Caso nao houvesse discretizagao em

um dos atributos selecionados o valor de maior ocorréncia representaria o atributo.

No caso da base de dados modelo em relacao ao calculo da variacao V' apresentada
na Tabela 5, nota-se que ao utilizar o filtro correlagdo de atributos e aplicar diferentes
porcentagens de V resultou em grupos com diferentes atributos. Ja ao utilizar o filtro
reliefF mesmo alterando o valor de V', o tinico atributo que compoe os grupos é o atrs.
Portanto utilizando o filtro reliefF resultou no mesmo atributo variando as faixas de valores

para cada rotulo.

o 1o = (atry, 62.56 «~ 85.46);

o 1w = (atry, 39.67 «~ 62.56);
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e 1o = (atry, 85.46 «~ 108.36).

Com o uso do filtro de correlacao essa rotulagao foi diferente, os trés atributos
foram classificados para compor os rétulos. Observa-se a repeticao de algumas faixas para

o atributo atrs nos trés rétulos e para o atributo atr; para os rotulos 1 e 2.

o 1o = (atry, 62.56 «~ 85.46), (atrs, 19.98 «~ 22.53), (atry, 1.38 «~ 1.74);
o 7w = (atry, 39.67 «~ 62.56), (atrs, 19.98 «~ 22.53), (atry, 1.38 «~ 1.74);
o 1y = (atrs, 85.46 « 108.36), (atrs, 19.98 « 22.53), (atry, 1.74 « 2.00).
Com a intenc¢ao de simplificar, os rotulos, eles podem ser escritos da seguinte
maneira: r. = [1.38 v~ 1.74] e atry[62.56 «~ 85.46]. Sendo assim, a compreensao ¢ que os

elementos do grupo c¢; possuem seu atributo atr; variando de 1.38 a 1.74 e seu atributo
atry variando de 62.56 a 85.46.

Algoritmo 1 Modelo Proposto

1: Carrega a base de dados;

2: Executar o algoritmo nao supervisionado (clustering);
3: para cluster < 1 até k faca

4: para iteracao < 1 até M faga

5: para atributo <— 1 até N faca

6: utilizar selecao de atributos;

7 calcular a relevancia;

8: fim para

9: fim para

10: Selecionar os atributos mais relevantes;
11: Aplicar variagao V;

12: Associar os valores aos intervalos;

13: Calcular média das taxas de acerto;

14: fim para

15: Exibir os rétulos;

Para resumir, o Algoritmo 1 apresenta essa proposta de rotulacao em pseudocéddigo,
onde é resumido os passos para realizar a rotulagdo dos dados, iniciando com a formacao

dos grupos e depois com a aplicagao da selecao de atributos.
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5 Resultados e Discussao

Este capitulo descreve os experimentos realizados para avaliacao e autenticagdo do
modelo proposto. Nos experimentos, quatro bases de dados da literatura foram utilizadas:
fris (FISHER, 1987), Sementes (KULCZYCKI; CHARYTANOWICZ, 2011), Vinhos (AE-
BERHARD; COOMANS; VEL, 1994) e Vidros (EVETT; SPIEHLER, 1989), disponiveis
no repositério UCI (BACHE; LICHMAN, 2013). A escolha das bases de dados deu-se
pela presenca em pelo menos um dos trabalhos relacionados, permitindo a comparacao do
desempenho do modelo proposto com a literatura. E também com o proposito de permitir
a comparacao entre os modelos de rotulacao, as bases de dados foram agrupadas utilizando
o algoritmo k-means, com k igual ao nimero de classes de cada problema, seguindo a
abordagem utilizada nos modelos de Lopes et al. (2016), Imperes Filho et al. (2020), Moura
(2020) e Silva (2021).

Apesar de algumas bases de dados ja possuirem o atributo classe, este fator nao

influenciou ao realizar o agrupamento, porque ele independente do atributo classe.

Para cada base de dados foram aplicados quatro filtros de selecdo de atributos,
sao eles, ganho de informacgao, razao de ganho, correlagao e reliefF. Cada filtro cria um
ranking de relevancia dos atributos. O cédlculo da variacdo V implica na quantidade de
atributos selecionados para compor os rétulos. Apds selecao dos atributos mais relevantes
¢é realizado a discretizacao dos dados, onde converte os valores numéricos em valores
discretos, auxiliando nas faixas de intervalo dos rétulos. Neste capitulo estdao contidos
somente os testes em que resultaram a melhor acuracia, os outros testes encontram-se no
Apéndice A deste trabalho.

51 lris

A base de dados refere-se a identificacdo de plantas, também encontrada no
repositorio de dados UCI Machine Learning (BACHE; LICHMAN, 2013) e apresentada
em (FISHER, 1987). Esse conjunto de dados contempla trés diferentes tipos de plantas
com base nas caracteristicas Comprimento da Sépala (SL), Comprimento da Pétala (PL),
Largura da Pétala (PW) e Largura da Sépala (SW). onde cada amostra se refere a um

tipo especifico de planta, sendo no total 150 instancias:

e 50 elementos do tipo Iris-setosa;
e 50 elementos do tipo Iris-versicolour;

e 50 elementos do tipo Iris-virginica.
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A base foi agrupada pelo k-means utilizando k£ = 3, o método de discretizacao
utilizado foi o EWD com a faixa R = 3. A Tabela 6 mostra o ranking dos atributos mais

relevantes gerados apés aplicacao dos quatro métodos de selecao de atributo.

Tabela 6 — Ranking dos atributos da base Iris.

Iff?) I;E:)as;o Rézaanoh((;le Correlacao ReliefF

Atr | Rank | Atr | Rank | Atr | Rank | Atr | Rank
PL | 1.625 | PW | 0.872 | PL | 0.534 | PW | 0.362
PW | 1379 | PL | 0486 | PW | 0.513 | PL | 0.361
SL | 0.879 | SL | 0.672 | SW | 0.405 | SL | 0.175
SW 0.4 SW | 0.257 | SL 0.39 | SW | 0.113

O atributo classe utilizado para gerar a relevancia dos atributos foi o atributo
grupo, ele foi gerado ao aplicar o k-means, ou seja, em todos os teste nao foi utilizado o
atributo classe da propria base. Os filtros ganho de informacao e correlagdo foram os que
apresentaram os mesmos atributos mais relevantes do ranking, comprimento da pétala
(PL) e largura da pétala (PW). Onde o calculo do ganho de informacao é baseado na
entropia e o célculo de correlagao é baseado na associacao das variaveis em relacao ao seus

scores.

Ja ao aplicar os filtros razao de ganho e reliefF, eles selecionam no ranking os mesmos
dois atributos mais relevante, mas de forma invertida. O filtro razao de ganho calcula
através do algoritmo C4.5, essa métrica cria um viés que favorece atributos caracterizados
por um nimero menor de valores distintos. Ja o reliefF seleciona as variaveis de forma a

separar as instancias de diferentes classes.

O filtro correlagao de atributo junto com a variacao V'=5% foi o filtro que teve a
maior taxa média de acerto 98.63% dentre os quatro testados, onde foi selecionado somente
o atributo (PL) para compor os rétulos, cada um com sua respectiva faixa de valor. A

Tabela 7 mostra que todos os elementos dos grupos 1 e 2 obedeceram ao rétulo gerado.

Tabela 7 — Filtro correlagao aplicado a base Iris.

Grupo | # Elem. Rétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
1 50 PL, [1,0-2,9] 0 100
ol PL 2,9 - 4,9] 0 100
3 49 PL [4.9 - 6,9] 3 95.9

Abaixo é apresentado o rétulo gerado para a base iris com a aplicagao do filtro

correlacao e a variacao V=>5%.

e 74 = {(PL, 1.0 - 2.9)};
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e 7o = {(PL, 2.9 - 4.9)};

e 1 = {(PL, 4.9 - 5.9)}.

5.2 Wine

A base de dados vinhos resulta da analise quimica de vinhos cultivados na mesma re-
giao da Italia, mas derivados de trés cultivos diferentes. A analise baseia-se nas quantidades

de 13 componentes encontrados em cada um dos trés tipos de vinhos:

« Alcohol;
o Malic.acid;
o Ash;
o Acl;
 Mg;
o Phenols;
» Flavanoids;
« Nonflavanoids.phenols;
e Proanth;
o Color.int;
o Hue;
o Od - OD280/0D315 of diluted wines;
e Proline.
Os 173 dados foram agrupados pelo k-means utilizando k£ = 4, o método de

discretizacao utilizado foi o EWD com a faixa R = 3. A Tabela 8 mostra o ranking da

relevancia dos atributos gerados apds aplicacao dos quatro métodos de selecao de atributo.

Ja no caso da base wine o atributo proline é o mais relevante para todos os filtros
de selecao, seguido do atributo alcohol com excegao para o filtro ganho de informacao que

apresenta como segundo mais relevante o atributo flavanoids.
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Tabela 8 — Ranking dos atributos da base Wine.

Iffir;fllloas;o Réz\iohge Correlagao ReliefF
Atr Rank Atr Rank Atr Rank Atr Rank
Proline 2.208 Proline 1 Proline 0.435 Proline 0.2462
Flavanoids | 0.504 Alcohol 0.363 Alcohol 0.311 Alcohol 0.0691
Alcohol 0.358 Phenols 0.345 | Flavanoids | 0.261 | Flavanoids | 0.0636
Phenols 0.345 Mg 0.34 Phenols 0.249 Phenols 0.0502
Mg 0.284 | Flavanoids | 0.325 Mg 0.246 Od 0.0493
Malic.acid 0.28 Acl 0.271 Acl 0.21 Color.int 0.0426
Od 0.255 Od 0.264 Od 0.196 Hue 0.0335
Acl 0.228 Color.int 0.241 Color.int 0.176 Acl 0.0297
Color.int 0.206 Hue 0.22 Proanth 0.172 Malic.acid | 0.0296
Hue 0.195 | Malicacid | 0.19 | Norflavanoid | ooy | Nonflavanoid |, oq
phenols phenols
Nonflavanoid | 15 | proanen | 0.185 Hue 0.138 Mg 0.0264
phenols
Proanth | 0.149 | Nonflavanoid | Ash 0.111 Ash 0.0233
phenols
Ash 0 Ash 0 Malic.acid | 0.106 Proanth 0.0133

O filtro ganho de informagcao junto com a variacao V'=60% resultou em uma taxa
média de acerto de 91.66%, o melhor resultado para esta base em comparagao com 0s
outros filtros testados. Nesse teste foi selecionado somente o atributo proline variando suas
faixas de valores por grupo. O atributo proline teve todos os elementos obedecendo ao
rotulo em todos os grupos com exce¢ao do grupo 3, onde somente 38 elementos obedeceram
ao rotulo gerado e resultou 66.66% de taxa de acerto para o grupo 3, como mostra a
Tabela 9.

Tabela 9 — Filtro ganho de informacao aplicado a base Wine.

Grupo | # Elem. Rf')tulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
1 66 | Proline 278 - 721] 0 100
2 23 Proline [1164 - 1608] 0 100
3 57 | Proline 278 - 721] 19 66.66
1 32 | Proline | [721 - 1164] 0 100

O rotulo formado com a aplicagao do filtro ganho de informagao junto com a

variacao V'=60% na base wine é:

e 1. = {(Proline, 278 - 721) };
e 7. = {(Proline, 1164 - 1608) };

e re.3 = {(Proline, 278 - 721) };
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o 7oy = {(Proline, 721 - 1164) }.

5.3 Seeds

A base de dados seeds se refere a identificagdo de sementes de trigo e descreve 210

amostras de 3 tipos de sementes de trigo:

e 70 do tipo Kama;
e 70 do tipo Rosa;

e 70 do tipo Canadian.

As amostras sio descritas por 7 caracteristicas geométricas: Area (A), Perfmetro (P),
Densidade (D), Comprimento da Semente (CSM), Largura da Semente (LS), Coeficiente de
Assimetria (CA) e Comprimento do Sulco da Semente (CSS). Conforme sugere o niimero

de classes, a base foi agrupada em 4 grupos e discretizada pelo método EWD em R=3.

Ao aplicar os filtros de selecao de atributos na base seeds é notado uma semelhanca
de ranking entre os filtros ganho de informacao e reliefF. A Tabela 10 mostra o ranking
dos atributos da base seeds para cada filtro de sele¢ao. O atributo (A) é o mais relevante
ao aplicar os filtros ganho de informagao e reliefF seguindo do atributo (P). J& para o filtro
razao de ganho, o atributo (P) é considerado o mais relevante e para o filtro correlagio o

atributo mais relevante é o (LKG).
Tabela 10 — Ranking dos atributos da base Seeds.

Ganho de Razao de
Informacao Ganho
Atr | Rank | Atr | Rank | Atr | Rank | Atr | Rank

A 1.3657 P 0.783 | LKG | 0.539 A 0.2473

P 1.2355 A 0.734 A 0.537 P 0.2436
WK | 1.1667 | LKG | 0.626 P 0.537 | WK | 0.2176

LK | 1.0991 | WK | 0509 | LK | 0.528 | LK | 0.2023
LKG | 0.7608 | LKG | 0.504 | WK | 0.518 | LKG | 0.1717

C 0.2957 C 0.327 C 0.42 C 0.0908
AC |0.1936 | AC | 0.209 | AC | 0.359 | AC | 0.0892

Correlagao ReliefF

Os atributos (C) e (AC) sao considerados os de menor relevancia da base, ou
seja, apesar de cada filtro realizar diferentes calculos para encontrar a relevancia dos
atributos, todos eles tiveram os mesmos resultados para esses dois atributos que sao os

menos relevantes da lista.

A Tabela 11 mostra o resultado ao aplicar o filtro reliefF com a variacao V=15%,
foram selecionados os atributos (A), (P) e (WK). Este filtro apresentou melhor taxa média

de acerto 87.59% em relacao aos outros para a base seeds.
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Tabela 11 — Filtro reliefF aplicado a base Seeds.

Grupo | # Elem. l.%c')tulo Andlise

Atr | Faixa de Valores | Erro | Acerto(%)

A [10.59 - 14.12] 1 08.55

1 69 P [12.41 - 14.02] 1 98.55

WK [2.63 - 3.1] 4 94.20

A [17.65 - 21.18] 0 100

2 48 P [15.63 - 17.25] 0 100

WK 3.57 - 4.03] 3 93.75

A [10.59 - 14.12] 30 18.38

3 62 p [14.02 - 15.63] 15 75.80

WK 3.1 - 3.57] 10 83.87

A [14.12 - 17.65] 0 100

4 31 P [14.02 - 15.63] 7 77.41

WK 3.1 - 3.57] 6 80.64

O ré6tulo formado com a aplicacao do filtro reliefF e a variacao V=15% na base

seeds é:

e ra = {(A, 10.59 - 14.12), (P, 12.41 - 14.02), (WK, 2.63 - 3.1) };
e e = {(A, 17.59 - 21.18),(P, 15.63 - 17.25), (WK, 3.57 - 4.03) };
e e = {(A, 10.59 - 14.12),(P, 14.02 - 15.63), (WK, 3.1 - 3.57) };

e 1o = {(A, 14.12 - 17.65),(P, 14.02 - 15.63), (WK, 3.1 - 3.57) }.

5.4 Glass

A base de dados vidros descreve 214 amostras de 6 tipos de vidros com base no
nivel de 10 componentes quimicos : RI, Na, Mg, Al, Si, K, Ca, Ba e Fe. Os tipos de vidros

podem ser agrupados em diferentes grupos:

e 70 elementos de janelas de construcao — vidro processado;

e 76 elementos de janelas de construgao — vidro nao processado;
e 17 elementos de janelas de veiculos — vidro processado;

e 13 elementos de recipientes;

e 9 elementos de utensilios de cozinha;

e 29 elementos de fardis.
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O agrupamento da base foi feito com k-means onde K = 6 e o método de discreti-
zagao utilizado foi o EW D com R = 4 para todos os atributos; a variacao V' variou para

cada filtro de sele¢ao de atributo.

Ao aplicar a discretizagdo R=4, foi gerado somente quatro faixas de valores. Sendo
assim, a quantidade de faixas é menor que a de grupos e com isso ocorre repeticoes de
faixas nos grupos. Um dos objetivos desta abordagem é comparar os resultados com outros

trabalhos, isso justifica a escolha do valor de R=4.

A Tabela 12 mostra os atributos em ordem de relevancia para cada filtro de selecao
de atributo. O atributo mais relevante da base é o (Mg) para todos os filtros, seguindo
do atributo (Ca) para os filtros ganho de informagao e reliefF, e o atributo (Ba) para os
filtros razao de ganho e correlagdo. Ja o atributo (Fe) é o que tem menor relevancia para

todos os filtros de selecao.

Tabela 12 — Ranking dos atributos da base Glass.
Ganho de | Razao de

Informacao Ganho
Atr | Rank | Atr | Rank | Atr | Rank | Atr | Rank
Mg | 0.777 | Mg | 0.902 | Mg | 0.4511 | Mg | 0.2709
Ca | 0.748 | Ba | 0.636 | Ba | 0.2793 | Ca | 0.0885
K 0.632 | Ca | 0472 | Al | 0.255 | Al | 0.0641
Ri | 0.519 | Na | 0.459 | Na | 0.2269 | Ri | 0.0614
Na | 0.499 K [0.38 | Ri | 0.2083 | Na | 0.057
Al | 0.495 | Ri | 0.364 | Ca | 0.1955 | Ba | 0.0426
Ba | 0.364 | Al | 0346 | K | 0.1077 | Si | 0.041
Si 0.255 Si 0303 Si |0.0913 | K 0.04

Fe 0 Fe 0 Fe | 0.0785 | Fe | 0.0154

Correlacao ReliefF

Ao aplicar o filtro ganho de informagao com a variacao V=20% resultou uma
taxa média de acerto 81.73%. A Tabela 13 mostra esse resultado. Foram selecionados os
atributos (Mg), (Ca) e (K) para compor os grupos. O atributo (K) apresentou em todos
os grupos a mesma faixa de valor e com todos os elementos obedecendo ao rétulo, com
excecao somente do grupo 2, em que apresentou outra faixa com 3 elementos de um total

de 5 que nao obedeceram ao rétulo.
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Tabela 13 — Filtro ganho de informagao aplicado a base Glass.

Grupo | # Elem. Rétulo Andlise
Atr | Faixa de Valores | Erro | Acerto(%)
Mg [3.36 - 4.49] 12 84
1 75 Ca [8.12 - 10.81] 7 90.66
K [0 - 1.55] 0 100
Mg [2.24 - 3.30] 2 60
2 5 Ca [5.43 - 8.12] 0 100
K [4.65 - 6.21] 3 40
Mg 0-1.12] 11 66.66
3 33 Ca [8.12 - 10.81] 4 87.87
K [0 - 1.55] 0 100
Mg 0-1.12] 5 68.75
4 16 Ca [10.81 - 13.5] 3 68.75
K [0 - 1.55] 0 100
Mg 0-1.12] 0 100
) 7 Ca [10.81 - 13.5] 3 57.14
K [0 - 1.55] 0 100
Mg [3.36 - 4.49] 13 83.33
6 78 Ca [5.43 - 8.12] 28 64.10
K [0 - 1.55] 0 100

O rétulo formado com a aplicacao do filtro ganho de informagao e a variacao
V=20% na base glass é:

e ra = {(Mg, 3.36 - 4.49), (Ca, 8.12 - 10.81), (K, 0 - 1.55) }:
e reo = {(Mg, 2.24 - 3.36), (Ca, 5.43 - 8.12), (K, 4.65 - 6.21)};
e reg = {(Mg, 0-1.12), (Ca, 8.12 - 10.81), (K, 0 - 1.55) };

e ro = {(Mg, 0-1.12), (Ca, 10.81 - 13.5), (K, 0 - 1.55)};

e res = {(Mg, 0 - 1.12), (Ca, 10.81 - 13.5), (K, 0 - 1.55)};

e re = {(Mg, 3.36 - 4.49), (Ca, 5.43 - 8.12), (K, 0 - 1.55)}.

O modelo idealizado neste trabalho foi testado com outros valores de variagao V' e

os resultados podem ser verificados no Apéndice A deste trabalho.

5.5 Avaliacao de Performance do Rotulador

O objetivo é realizar comparagdes da rotulagao de dados deste trabalho com outras
abordagens, a Tabela 14 apresenta acurdcia média dos métodos de Lopes et al. (2016),
Machado, Ribeiro e Rabélo (2015), Aratjo (2018), Moura (2020) e Silva (2021).
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A Tabela 14 mostra a acuracia média de algumas abordagens. Nota-se que para
a base iris este modelo de rotulagao proposto tem o melhor resultado de acuracia com
98.63%, esse resultado é da aplicagao do filtro correlacao junto com a variacao V=5%,

onde ¢é selecionado somente o atributo PL para compor os rétulos.

Tabela 14 — Comparativo da Acuracia entre as Abordagens de Rotulacgao.

Modelo Técnicas utilizadas Base Iris | Base Wine | Base Seeds | Base Glass
Discretizagao e
Lopes, 2016 Classificagao 94.14% X 89% 95.54%
com RNA

Légica Fuzzy com

o o o
Ribeiro, 2015 Gran de Pertinéncia 98% X 89% 98.43%
Discretizacgao
Moura, 2020 com CAIM 89.47% 100% 97.19% 97.93
Tmperes, 2020 | Distancia Buclidiana com | g, S0, X 92.86% 99.08%
Grau de Selegao

Silva, 2021 Regressdo com RBF 94.33% 100% 89.33 88.5%
Método Proposto Filtro de Selecao 98.63% 91.66% 87.59% 81.73%

de Atributos

J& para a base wine esta rotulacao de dados teve uma acuracia um pouco inferior
em relagdo as abordagens de Silva (2021) e Moura (2020). No caso do modelo proposto,
a base wine foi agrupada com k=4, ja no trabalho feito por Silva (2021) com a utilizagao
de regressao, esse agrupamento foi de k=6 e Moura (2020) utilizando CAIM agrupou

com k=3.

Dentre os testes feitos com a base seeds para esta abordagem, o que obteve melhor
acuracia 87.59% foi utilizando o filtro reliefF' com a variagdo V=15%. A base seeds foi
agrupada com k=4 baseando-se nos teste feito por Lopes et al. (2016). Todos os outros

modelos de rotulagao tiveram a acuracia superior a deste modelo de rotulacgao.

A base glass foi a iltima base a ser aplicada a rotulagdo, o agrupamento foi k=6 e
o teste onde obteve-se uma melhor acurédcia 81.73% foi com o filtro ganho de informacéo e
uma variacao v=20%. Dentre os modelos de rotulacao comparados, este foi o que obteve

menor acuracia.

Além dos modelos de rotulagao formarem os réotulos, o agrupamento e a variagao
V tem influéncia na rotulacao desses dados, para cada filtro de selecao de atributos foi
selecionado um valor de k£ e de variacao V' na tentativa de selecionar melhor os dados que

obedegam aos rétulos.

A acuracia inferior em relacao aos outros métodos, também se da pela relacao da
faixa de valores, sendo que essa relacao nao é o objetivo deste método proposto. Métodos
como o de Silva (2021) e Moura (2020) fazem a relagdo dessas faixas automaticamente, o

que pode favorecer diretamente esses modelos.
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6 Conclusoes e Trabalhos Futuros

Neste capitulo, sdo apresentadas as conclusoes do método de rotulacao com filtro

de selecao de atributos. E algumas sugestoes para trabalhos futuros.

6.1 Conclusoes

A interpretacao dos dados de um agrupamento, usualmente, depende da analise
de um especialista a fim de identificar padroes nos dados que expliquem a formacao
dos grupos, um processo que despende tempo e recursos. Em vista disso, os Modelos de
Rotulagao de Grupos sao ferramentas que fornecem auxilio ao especialista na interpretacao
do agrupamento por meio de uma definicdo resumida das principais caracteristicas dos
grupos (SILVA, 2021).

Neste trabalho, foi proposto um modelo de classificacdo com a utilizagao de selecao
de atributos baseado no processo de rotulagao de grupos. O processo de rotulagao é feito
de acordo com os grupos fornecidos, sendo assim, o algoritmo de agrupamento tem grande
influéncia nos rétulos gerados. Portanto para a formacao dos grupos, este trabalho utiliza

o algoritmo nao supervisionado.

Inicialmente é aplicado um modelo de rotulagao sobre os agrupamentos para
extragao dos rotulos a fim de auxiliar na interpretacao dos grupos. Apos a rotulagao,
os rotulos sao utilizados para gerar regras e fungoes para os grupos, além de facilitar a

interpretacao do conhecimento adquirido.

O modelo proposto utiliza selecao de atributos para rotulacao dos grupos. Inicial-
mente é usado o algoritmo k-means para realizar o agrupamento dos dados, apds os dados
divididos em grupos foi aplicado o método de discretizagao EWD para transformar os
valores continuos em faixa de valores, assim um valor discreto é associado a cada intervalo
diferente de valores continuos. Por fim, é aplicado os filtros de selecao de atributos junto

com a variagao V para selecionar os atributos mais relevantes de cada grupo.

O desempenho do modelo foi avaliado em quatro bases de dados da literatura: Iris,
Wine, Seeds e Glass, também utilizadas em pelo menos um dos modelos de rotulagao da
literatura,Machado, Ribeiro e Rabélo (2013), Imperes Filho et al. (2020), Moura (2020),

Silva (2021), permitindo assim a comparagao dos resultados.

Ao utilizar os filtros de selecao de atributos foi notado que os valores de ranking
variam para cada base de dados, onde esses valores influenciam na aplicacao da variacao V.
O célculo da variacao V auxilia na composicao dos rétulos, esse cdlculo gera um intervalo
de valor onde sao selecionados somente os atributos em que seu valor de ranking esteja

contido nele.



44 Capitulo 6. Conclusées e Trabalhos Futuros

A selecao de atributos mostrou que também é eficiente na formacao de rétulos,
cada filtro de selecao de atributos tem suas técnicas de calculo para selecionar os atributos
mais relevantes. As bases iris e seeds apresentaram uma acuricia entre 98.63% e 82.58%.
J4 as bases wine e glass resultaram em uma acuracia entre 87.94% e 81.73%, ao aplicar os

quatro filtros de selecao de atributos.

Os resultados obtidos nos experimentos mostram que o modelo é eficaz em rotular
grupos, apresentando uma acurécia entre 81.73% e 98.63% e o desvio padrao entre 1.6 e
7.3 para as bases de dados utilizadas. Quanto ao niimero de elementos na rotulagao das
bases de dados, o modelo proposto apresenta o melhor desempenho com a base de dados
Iris utilizando o filtro correlacdo e a variacio V=5% com apenas 3 elementos classificados

incorretamente de um total de 150 elementos.

Alguns modelos de rotulacao referenciados fazem o processo de discretizacao para
todos os atributos da base de dados, no caso do modelo proposto somente os atributos
mais relevantes e selecionados pela variacao V' sao os que necessitam da aplicacao da
discretizacdo. Apesar do modelo proposto ter resultado em algumas acuracias inferiores,

tem a vantagem de nao precisar aplicar a discretizacao em todos os atributos.

Outro detalhe que atua diretamente na rotulagao é o fato deste modelo proposto
nao utilizar o atributo tipo das bases para ser o atributo classe ao realizar os testes, o

atributo utilizado como classe é o atributo grupo que varia de acordo com o valor de K.

6.2 Trabalhos Futuros

Algumas limitagoes e alternativas podem ser apontadas no intuito de instigar a
continuidade da pesquisa em trabalhos futuros, por exemplo: alterar o valor de k na
formacao dos grupos, encontrar a quantidade de grupo ideal para a rotulagdo dos dados, ou
até mesmo, aplicar outro algoritmo de agrupamento; Tentar criar uma parametro para a
variacao V', de acordo com as caracteristicas das base de dados. Aplicar o modelo proposto

em base de dados maiores, com outras caracteristicas.
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APENDICE A - RESULTADOS

A variacao V influenciou na formacao dos rétulos, devido a isso, foram feitos varios
testes alterando somente o valor de V' para cada filtro de selecao de cada base de dados,

os resultados dos testes sao descritos a seguir.

A.1 Base Iris

As Tabelas 15 e 16 mostram os resultados da aplicagao do filtro ganho de informacao
na base iris mudando somente o valor da variacdo V. Foram selecionados os atributos (PL)
e (PW) para compor os grupos no primeiro teste, ao variar o valor de V' foi adicionado o

atributo (SL) para compor os grupos.

Ao aplicar o filtro ganho de informacao junto com o célculo da variacao V=10%
na base de dados iris foi gerado uma acuracia de 97.62%, e com a variacao V'=30% na

base de dados iris foi gerado uma acuracia de 89.91%.

Tabela 15 — Filtro ganho de informagao aplicado a base Iris com V=10%.

Grupo | # Elem. Bétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
: n PL [1,0-2.9] 0 100
PW 0,1 -0,9] 0 100
) o PL 2,9-49] 0 100
PW 0,9 - 1.7] 1 08
5 10 PL [4.9-6,9] 3 95.9
PW [1.7 - 2,5] 4 91.83

Tabela 16 — Filtro ganho de informacio com V=30% aplicado a base Iris.

Grupo | # Elem. Rétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
PL [1,0-2,9] 0 100
1 50 | PW 0,1 - 0,9] 0 100
SL [4.3 - 5.5] 5 90
PL 2.9 - 4,9] 0 100
2 51 | PW 0,9 - 1.7] 1 98
SL [5.5 - 6.7] 11 78.43
PL [49-69] 3 95.9
3 49 | PW [1.7 - 2,5] 4 91.83
SL 5.5 - 6.7] 22 55.10

Ja a Tabela 17 mostra os resultados ao testar o filtro razao de ganho com uma
variagdo V' =30% na base iris. Neste caso foi adicionado o atributo (SL) para compor os
grupos, onde reduziu o valor da acuracia devido a esse atributo ter tido muito elementos

classificados incorretamente no grupo 3, gerando somente 55.10% de taxa de acerto.
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Tabela 17 — Filtro razio de ganho com V=30% aplicado a base Iris.

Grupo | # Elem. Rétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
PW 0,1-0.9] 0 100
1 50 PL 1,0 - 2,9] 0 100
SLL [4.3 - 5.5] 5 90
PW 0,9-1.7] 1 03
2 o1 PL 2,9 - 4,9] 0 100
SL 5.5 - 6.7] 11 78.43
PW [1.7-2.5] 1 01.83
3 49 PL (4.9 - 6,9] 3 95.9
SL 5.5 - 6.7] 22 55.10

A Tabela 18 mostra o resultado ao aplicar o filtro correlagdo com a variagdo V =

10%, onde o resultado selecionou somente os atributos (PL) e

(PW) gerando uma acurécia

de 97.62%. A mesma taxa média de acerto ao aplicar o filtro ganho de informacao.

Tabela 18 — Filtro correlacio com V=10% aplicado a base Iris.

Grupo | # Elem. Rétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
: - PL 1,0-2.9] 0 100
PW 0,1-0,9] 0 100
) o PL 2,9-49] 0 100
PW 0,9 -1.7] 1 08
5 10 PL [4.9-69] 3 95.9
PW 1.7 - 2,5] 4 91.83

A Tabela 19 mostra o resultado ao aplicar o filtro reliefF junto com V=5% onde é

selecionado os atributos (PW) e

(PL). Resultando em uma taxa média de acerto de 89.91

Tabela 19 — Filtro reliefF com V=5% aplicado a base Iris.

Grupo | # Elem. Rétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
: | PW 0,1-0,] 0 100
PL 1,0 - 2,9] 0 100
, oW 0,9-1.7] 1 08
PL 2,9 - 4,9] 0 100
5 o | W [1.7-2,5] 4 01.83
PL 4.9 - 6,9] 3 95.9
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A.2 Base Wine

A Tabela 20 mostra os grupos formados da base wine apés aplicar o filtro ganho
de informagao junto com a variagdo V=78%, onde foi selecionados os atributos Proline e
Flavanoids obtendo uma acuracia de 78.48%. J4 a Tabela 21 mostra o mesmo filtro sé

que com o valor de V = 82% onde foi adicionado mais o atributo Alcohol para compor os

grupos, resultando em uma acurdcia menor que a anterior 76.01%.

Tabela 20 — Filtro ganho de informacao com V=78% aplicado a base Wine.

Grupo | # Elem. Roétulo Anilise
Atr Faixa de Valores | Erro | Acerto(%)

] 66 Proline [278 - T21] 0 100
Flavanoids [0.34 - 1.92] 30 54.54

5 93 Proline [1164 - 1608] 0 100
Flavanoids 3.5 - 5.08] 11 52.17

3 57 Proline [278 - 721] 19 66.66
Flavanoids 0.34 - 1.92] 17 70.17

4 29 Proline (721 - 1164] 0 100
Flavanoids [1.92 - 3.5] 5 84.37

Tabela 21 — Filtro ganho de informagao com V=82% aplicado a base Wine.

Grupo | # Elem. Roétulo Andlise
Atr Faixa de Valores | Erro | Acerto(%)
Proline [278 - T21] 0 100
1 66 Flavanoids [0.34 - 1.92] 30 54.54
Alcohol [12.3 - 13.57] 20 69.69
Proline (1164 - 1608] 0 100
2 23 | Flavanoids [3.5 - 5.08] 11 52.17
Alcohol [13.57 - 14.83] 4 82.60
Proline [278 - T21] 19 66.66
3 57 Flavanoids [0.34 - 1.92] 17 70.17
Alcohol [12.3 - 13.57] 16 71.92
Proline [721 - 1164] 0 100
4 32 Flavanoids [1.92 - 3.5] 5 84.37
Alcohol [12.3 - 13.57] 16 50

A Tabela 22 mostra a formacao dos grupos ao aplicar o filtro razao de ganho junto
com a variacao V=66% na base wine, o resultado foi uma acuracia de 69.29% onde foram
selecionados quatro atributos para compor os grupos. O que foi notado é que os atributos
Phenols e Mg tiveram muitos elementos classificados incorretamente nos grupos, devido a

isso a acuracia reduziu muito em relagao aos outros testes.
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Tabela 22 — Filtro razao de ganho com V=66% aplicado a base Wine.

Grupo | # Elem. Rotulo Andlise
Atr | Faixa de Valores | Erro | Acerto(%)
Proline [278 - 721] 0 100
1 66 Alcohol [12.3 - 13.57] 20 69.69
Phenols [1.94 - 2.9] 34 48.48
Mg 70 - 100.6] 13 80.30
Proline [1164 - 1608] 0 100
5 93 Alcohol [13.57 - 14.83] 4 82.60
Phenols 2.9 - 3.88] 11 52.17
Mg [100.6 - 131.2] 7 69.56
Proline 278 - 721 19 66.66
; | Aleohol | [12.3-13.57 16 71.92
Phenols [0.98 - 1.94] 28 20.87
Mg [70 - 100.6] 28 20.87
Proline [721 - 1164] 0 100
A 29 Alcohol [12.3 - 13.57] 16 50
Phenols [1.94 - 2.9] 14 56.25
Mg [100.6 - 131.2] 13 59.37

A Tabela 23 mostra o resultado ao aplicar o filtro correlagao junto com V=30%
onde somente dois atributos fazem a composicao dos grupos e resulta em uma acuréacia de
80.10%. Onde o atributo Proline tem seus elementos bem classificados em todos os grupos

com exce¢ao somente do grupo 3.

Tabela 23 — Filtro correlagao com V=30% aplicado a base Wine.

Roétulo Anidlise
Grupo | 7 Elem. Atr | Faixa de Valores | Erro | Acerto(%)
] 66 Proline [278 - T21] 0 100
Alcohol [12.3 - 13.57] 20 69.69
5 93 Proline [1164 - 1608] 0 100
Alcohol [13.57 - 14.83] 4 82.60
5 | Proline 278 - 721] 19 66.66
Alcohol [12.3 - 13.57] 16 71.92
4 39 Proline (721 - 1164] 0 100
Alcohol [12.3 - 13.57] 16 50

O tltimo teste foi feito com o filtro reliefF com V=75% resultando em uma acuracia
de 76.01%,como mostra a Tabela 24, o que se nota ¢é ue para a base de dados wine, quanto

mais atributos sao selecionados para compor os grupos menor ¢ o valor da acuracia.
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Tabela 24 — Filtro reliefF com V=75% aplicado a base Wine.

Grupo | # Elem. Roétulo Andlise
Atr Faixa de Valores | Erro | Acerto(%)

Proline [278 - T21] 0 100
1 66 Alcohol [12.3 - 13.57] 20 69.69
Flavanoids [0.34 - 1.92] 30 54.54

Proline [1164 - 1608] 0 100
2 23 Alcohol [13.57 - 14.83] 4 82.60
Flavanoids 3.5 - 5.08] 11 52.17
Proline [278 - T21] 19 66.66
3 57 Aleohol [12.3 - 13.57] 16 71.92
Flavanoids [0.34 - 1.92] 17 70.17

Proline [721 - 1164] 0 100

4 32 Alcohol [12.3 - 13.57] 16 50
Flavanoids [1.92 - 3.5] 5 84.37

A.3 Base Seeds

A Tabela 25 mostra os grupos apos a aplicagao do filtro ganho de informacao junto

com a variacao V=15% para a base seeds, onde diferente da base wine, ao selecionar mais

atributos o valor da acuracia aumenta, neste caso ao selecionar trés atributos resultou em

87.59 de acuracia. Nota-se também que o grupo 3 é onde os trés atributos selecionados

tem grande parte dos seus elementos classificados incorretamente.

Tabela 25 — Filtro ganho de informacao com V=15% aplicado a base Seeds.

Grupo | # Elem. Roétulo Andlise

Atr | Faixa de Valores | Erro | Acerto(%)

A [10.50 - 14.12] 1 08.55

1 69 P [12.41 - 14.02] 1 98.55

WK [2.63 - 3.1] 4 94.20

A [17.65 - 21.18] 0 100

2 48 P [15.63 - 17.25] 0 100

WK [3.57 - 4.03] 3 93.75

A [10.50 - 14.12] 30 18.38

3 62 P [14.02 - 15.63] 15 75.80

WK [3.1 - 3.57] 10 83.87

A [14.12 - 17.65] 0 100

4 31 P [14.02 - 15.63] 7 77.41

WK [3.1 - 3.57] 6 80.64

A Tabela 26 é o resultado da aplicacao do filtro razao de ganho com variacao

V'=20%, onde selecionou trés atributos também para compor os grupos, em relacao ao

teste feito com filtro ganho de informacao substitui o terceiro atributo, que neste caso ¢ o

(LKG) resultando em uma acurécia 83.70%.
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Tabela 26 — Filtro razao de ganho com V=20% aplicado a base Seeds.

Rétulo Analise
Grupo | 7 Elem. Atr | Faixa de Valores | Erro | Acerto(%)

P [12.41 - 14.02] 1 08.55

1 69 A [10.50 - 14.12] 1 08.55
LKG |  [4.51 - 5.19] 23 66.66

P [15.63 - 17.25] 0 100

2 48 A [17.65 - 21.18] 0 100
LKG [5.87 - 6.55] 6 87.5

P [14.02 - 15.63] 15 75.80

3 62 A [10.59 - 14.12] 30 48.38
LKG [4.51 - 5.19] 140 77.41

P [14.02 - 15.63] 7 7741

4 31 A [14.12 - 17.65] 0 100
LKG [5.19 - 5.87] 8 74.19

J& para o teste feito com o filtro correlagao onde possui um ranking diferente
dos outros filtros, neste caso ao aplicd-lo junto a uma variacao V=3% selecionou quatro
atributos sendo o mais relevante o atributo (LKG) apresentou uma acuricia de 82.58%.

Como mostra a Tabela 27

Tabela 27 — Filtro correlagao com V=3% aplicado a base Seeds.

Rétulo Analise
Grupo | 7 Elem. Atr | Faixa de Valores | Erro | Acerto(%)
LKG [41-5.19] 23 66.66
X 60 A [10.59 - 14.12] 1 98.55
p [12.41 - 14.02] 1 98.55
LK [4.89 - 5.49] 1 98.55
LKG [5.87 - 6.55] 6 87.5
) " A [17.65 - 21.18] 0 100
P [15.63 - 17.25] 0 100
LK [6.08 - 6.67] 9 81.25
LKG |  [451-5.19] 14 66.66
; 6 A [10.50 - 14.12] 30 48.38
p [14.02 - 15.63] 15 75.80
LK [5.49 - 6.08] 31 50
LKG [5.19 - 5.87] 8 74.19
) 0 A [14.12 - 17.65] 0 100
p [14.02 - 15.63] 7 77.41
LK [5.49 - 6.08] 4 87.00

A Tabela 28 mostra o filtro reliefF junto com a variacao V=20% aplicado a base

seeds resultando em uma taxa média de acerto 86.66% .
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Tabela 28 — Filtro reliefF com V=20% aplicado a base Seeds.

Roétulo Analise
Grupo | # Elem. Atr | Faixa de Valores | Erro | Acerto(%)
A [10.59 - 14.12] 1 08.55
X 6 P [12.41 - 14.02] 1 98.55
WK [2.63 - 3.1] 4 94.20
LK [4.89 - 5.49] 1 98.55
A [17.65 - 21.18] 0 100
5 48 P [15.63 - 17.25] 0 100
WK [3.57 - 4.03] 3 93.75
LK [6.08 - 6.67] 0 100
A [10.59 - 14.12] 30 18.38
; 6 p [14.02 - 15.63] 15 75.80
WK 3.1 - 3.57] 10 83.87
LK [5.49 - 6.08] 31 50
A [14.12 - 17.65] 0 100
A . P [14.02 - 15.63] 7 77.41
WK 3.1 - 3.57] 6 80.64
LK [5.49 - 6.08] 4 87.09

A.4 Base Glass

A Tabela 29 mostra o resultado ao aplicar o filtro ganho de informagdo com uma
variagao V'=5%, onde foram selecionados dois atributos (Mg), (Ca) para compor os grupos,

resultando em uma acurdcia de 77.60%.

Tabela 29 — Filtro ganho de informagao com V=5% aplicado a base Glass.

Grupo | # Elem. Roétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
| - Mg [3.36 - 4.49] 12 84
Ca | [8.12-10.81] 7 90.66
, - Mg [2.24 - 3.36] 2 60
Ca [5.43 - 8.12) 0 100
5 » Mg 0- L.12] 11 66.66
Ca | [8.12-1081] 4 87.87
) Iy Mg 0-1.12] 5 68.75
Ca |  [10.81-13.5] 5 68.75
- : Mg 0-1.12] 0 100
Ca | [10.81- 13.5] 3 57.14
. | Mz [3.36 - 4.49) 13 83.33
Ca [5.43 - 8.12] 28 64.10

A Tabela 30 mostra o resultado ao aplicar o filtro razao de ganho com V=50%,

onde selecionou trés atributos para compor os grupos e resultou em uma acuracia 78.75,
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um pouco maior que a do teste feito com o filtro ganho de informacgao. Neste caso foi
adicionado o terceiro atributo (Ca) onde ele teve seus elementos bem classificados em

todos os grupos com excecao somente do grupo 6.

Tabela 30 — Filtro razao de ganho com V=50% aplicado a base Glass.

Grupo | # Elem Roétulo Andlise
" | Atr | Faixa de Valores | Erro | Acerto(%)
Mg [3.36 - 4.49] 12 84
1 75 Ba [0 - 0.79] 0 100
Ca | [8.12-10.81] 7 90.66
Mg [2.24 - 3.30] 2 60
2 5 Ba [1.57 - 2.36] 3 40
Ca [5.43 - 8.12] 0 100
Mg 0-1.12] 11 66.66
3 33 Ba [0-0.79] 13 60.60
Ca [8.12 - 10.81] 4 87.87
Mg 0-1.12] 5 68.75
4 16 Ba [0 - 0.79] 0 100
Ca | [10.81- 13.5] 5 68.75
Mg 0-1.12] 0 100
5 7 Ba [0 - 0.79] 1 85.7
Ca | [10.81-13.5] 3 57.14
Mg [3.36 - 4.49] 13 83.33
6 78 Ba [0 - 0.79] 0 100
Ca [5.43 - 8.12] 28 64.10

A Tabela 31 mostra o resultado apds aplicar o filtro correlagdo com a variacao
V'=40%, houve uma mudanga no terceiro atributo selecionado em relagao ao teste feito
com filtro razdo de ganho. No teste anterior o terceiro atributo era o C'a, ji nesse é o Al. A
mudanca também resulto em uma acurédcia um pouco inferior também 76.35%. O atributo

Al teve seus grande parte dos seus elementos classificados incorretamente no grupo 3.

Tabela 31 — Filtro correlagdo com V=40% aplicado a base Glass.

Grupo | # Elem. Rétulo Analise
Atr | Faixa de Valores | Erro | Acerto(%)
Mg [3.36 - 4.49] 12 84
1 75 Ba [0 - 0.79] 0 100
Al [1.09 - 1.89] 18 76
Mg 2.24 - 3.36] 2 60
2 5 Ba [1.57 - 2.36] 3 40
Al [2.60 - 3.5] 2 60
Mg 0-1.12] 11 66.66
3 33 Ba 0 - 0.79] 13 60.60
Al 1.8 - 2.69 ] 14 57.57
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Grupo | # Elem Rétulo Analise
" | Atr | Faixa de Valores | Erro | Acerto(%)

Mg 0-1.12] 5 68.75

4 16 Ba [0 - 0.79] 0 100
Al [1.09 - 1.89 ] 2 87.5
Mg 0-1.12] 0 100

5 7 Ba [0-0.79] 1 85.7
Al [0.29 - 1.09] 3 57.14
Mg [3.36 - 4.49] 13 83.33

6 78 Ba [0 - 0.79] 0 100
Al [1.09 - 1.89] 10 87.17

Com os teste apresentados no Apéndice nota-se a influéncia da variacao V na
quantidade de atributos selecionados para compor os grupos, sendo assim, essa selecao
afeta na taxa de acerto de cada grupo consequentemente na acuréacia do filtro aplicado. Em
alguns casos, como na base seeds, ao aplicar o filtro correlacao, quanto mais adiciona-se
atributo para compor os grupos, maior é a acuracia, mas para as outras bases e os outros

filtro, esse aumento na quantidade de atributos decresce o resultado da acuracia.





