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Resumo
Os jogos eletrônicos ganharam notoriedade nas últimas décadas, assumindo uma proporção
sem precedentes. Atualmente, há demanda crescente por jogos eletrônicos em equipes
e, em consequência, busca-se a formação de times que ampliem a disputa e tornem as
partidas mais interessantes. No entanto, formar equipes equilibradas, de forma a ampliar
uma disputa não é tarefa fácil, especialmente em um cenário com milhões de usuários.
Neste trabalho foi realizado um estudo sobre a formação de equipes em jogos com vários
jogadores. O jogo Dota 2 do gênero MOBA foi utilizado como referência, pois possui uma
ampla variedade de heróis, que juntamente com a forma de jogar de cada usuário, torna
cada partida singular. Para investigar a formação e balanceamento das equipes, foram
analisadas cerca de 11 milhões de partidas para se inferir características dos jogadores.
Foram encontrados 12 agrupamentos de jogadores, utilizados para se analisar a composição
das equipes de partidas. A partir de tal informação foi possível descobrir que quanto maior
o grau de desbalanceamento das equipes, segundo os agrupamentos de usuário encontrados,
menor era a duração da partida e maior era a diferença de pontuação da equipe vencedora
em relação à perdedora. Isso permitiu que fosse sugerida uma diretriz para formação de
equipes baseado na metodologia utilizada neste trabalho e que pode ser usada em outros
jogos que envolvam times em uma disputa.

Palavras-chaves: Game Metrics. Game Analytics. Match Making. Aprendizado não
supervisionado e Agrupamento. Jogos Multijogador Massivo em Rede. Mineração de
Dados. Aprendizado Não-Supervisionado. Redes Neurais.





Abstract
Electronic games have gathered a lot of notoriety and assuming an unprecedented position.
Nowadays there is growing demand for electronic games in teams and as a result, we
need to match teams that broaden the dispute and make the most interesting game. But
making balanced teams as to amplify a dispute is not an easy task. Even more so in a
scene with millions of users. In this paper a study about matchmaking was done. The
game Dota 2 was used as reference since it has an ample variety of heroes which when
combined with how each user plays makes each match singular. In order to investigate
the formation and balancing of teams about 11 million matches were analysed so as to
infer characteristics of players. It were found 12 groupings of players, used to analyse the
composition of teams in matches. From such information it was possible to find out that
the greater the level of unbalance of teams, according to the groupings found, the shorter
was the duration of the match and higher the scoring difference between the winning team
and the losing one. This allowed for a suggestion of a directive for teams matchmaking
based on the methodology followed by this paper which can be used in other games that
have teams divided in matches.

Keywords: Game Metrics. Game Analytics. Match Making. Unsupervised learning and
clustering. Massively Multiplayer Online Games. Data Mining. Clustering. Unsupervised
Learning. Neural Networks.
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1

Introdução

No processo de modernização da sociedade a tecnologia impactou em diversos
aspectos do comportamento humano. Um dos comportamentos que mais evoluiu foi a
forma na qual as pessoas buscam entretenimento. Dentre as indústrias de entretenimento,
a de jogos eletrônicos, tornou-se a mais lucrativa na última década (BOSC et al., 2013).

Uma meta buscada pelos desenvolvedores de jogos modernos é construir algo para
ser jogado mais de uma vez. Deve-se prolongar a vida de um produto, dando-lhe um
maior valor de repetição (DETERDING et al., 2011). No entanto, os usuários estão se
tornando mais seletivos e exigentes sobre quais jogos eles jogam, além de não gostarem
de experiências repetitivas ao longo do tempo (KATAVIĆ, 2013). É necessário prover
experiências diferentes a cada nova partida.

Jogos eletrônicos são o ramo da indústria de entretenimento que mais cresce,
superando o cinema (WOLF, 2001). Atualmente, cerca de 32% do tempo gasto em
smartphones concentra-se em jogos (FLURRY, 2014). Um bom exemplo disso pode ser
visto no jogo Dota 2. Ele possui mais de 750 mil usuários ativos diários (VALVE, 2014b) e
quase 10 milhões de usuários únicos mensais (VALVE, 2014a).

O crescimento dos jogos como meio de diversão atingiu patamares impressionantes.
Em 2003 ocorreu a primeira “Copa Mundial de Esportes Eletrônicos”, reunindo mais de
150 mil jogadores no mundo todo (TRINCA et al., 2010). Atualmente existem campeonatos
que distribuem prêmios generosos aos seus vencedores, como por exemplo, o campeonato
mundial de Dota 2 que distribuiu U$2.874.381,00 em 2013 (EARNINGS, 2014), o “League
of Legends World Cup” que distribuiu U$2.050.000,00 em 2013 (EARNINGS, 2014), o
“Call of Duty Championship 2013” que distribuiu U$1.000.000,00 (EARNINGS, 2014). Em
2014, o campeonato “The International Dota 2 Championships” se destacou por distribuir
aproximadamente o triplo do valor da maior premiação do ano anterior, com premiação de
U$10.931.103,00 (VALVE, 2014d). Além disso, esse campeonato foi transmitido em rede
televisiva de largo alcance, via ESPN (ESPN, 2014).

Um grande atrativo para jogos é a sua pluralidade. Tantos amadores quanto
jogadores casuais podem se destacar e até se tornar profissionais. O fato de ser um esporte
em um meio virtual, com jogadores conectados via rede de computadores, permite jogar
com e contra pessoas em suas próprias residências e em diferentes cidades, o que facilita
o acesso e a criação de uma comunidade em escala global. Entretanto, como muitos dos
jogos online são cooperativos ou competitivos, é muito importante que se formem equipes
coordenadas para que se obtenha um melhor desempenho.

Visando ampliar ainda mais o alcance dos jogos competitivos, é necessário melhorar
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a experiência de usuário para os jogadores. A formação de equipes balanceadas é algo que
pode contribuir bastante nessa direção. Com equipes balanceadas, as partidas tendem a
ser mais disputadas, com chances de vitória para ambos os lados, e ainda potencializando
a duração da disputa e até mesmo estimulando que seus usuários a adquiram produtos
relacionados ao jogo.

Este trabalho visa realizar um estudo sobre a formação de equipes em jogos
eletrônicos, na perspectiva de propor uma abordagem para entendimento das características
que influenciam no balanceamento das partidas e, a partir disso, sugerir formação de
equipes que visem maximizar a disputa. A formação de equipes deve ser feita de maneira
a gerar maior nível de tensão em ambos os lados que competem e isso está diretamente
relacionado à distribuição de usuários nos times. Para isso ser possível, é necessário conhecer
o perfil de cada jogador e com isso sugerir uma composição mais equilibrada.

A principal contribuição deste trabalho consiste na caracterização de usuários de
um jogo real e comercial do tipo MOBA para entender como as diferentes classes de
usuários impactam na qualidade das partidas e, em seguda, sugerir melhoria na formação
de partidas, evitando que já comecem desbalanceadas.

Para realizar o trabalho proposto, foi utilizado o jogo Dota 2 como referência real
para o desenvolvimento do estudo. O Dota é muito conhecido, bastante jogado e que
disponibiliza uma base de informações sobre o jogo, o que permite seu uso neste tipo de
pesquisa.

Motivação

Para acompanhar o progresso do ramo de tecnologia de jogos, surgiram regras,
sistemas de controle, metodologias e algoritmos para garantir o melhor equilíbrio de
equipes, bem como aumentar os níveis de diversão e engajamento dos usuários. Esse
sistema de registro e controle atua, na maioria das vezes, de forma transparente ao usuário,
normalmente via captura e armazenagem de informações relevantes para posterior análise.
Tais informações podem ser métricas diretas, como a quantidade de cliques do jogador por
minuto, ou derivadas e mais complexas, como o quanto um jogador se movimenta próximo
do resto da equipe, que pode ser usada para inferir se prefere jogar sozinho ou em grupo.

A coleta e mineração de dados de como um usuário interage com o jogo é de
extrema importância para se obter informações úteis. Esses dados podem e devem ser
monitorados e essa prática permite detectar falhas, prever comportamentos, aumentar
lucros de venda de produtos dentro do jogo, realizar ajustes finos para remover problemas
que atrapalhem a imersão ou desagradem de alguma maneira o usuário, dentre outras
possibilidades.
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Algumas empresas empreendem tanto esforço no tratamento de dados de telemetria
e métricas que chegam a ser rotuladas como companhias de armazém de dados (Data
Warehouse) mascaradas como empresas de jogos, assim como afirma o vice presidente da
Zynga (uma das maiores do ramo), Ken Rudino, “We’re an analytics company masquerading
as a games company” (FISHER et al., 2012).

Da mesma forma que não é agradável jogar um esporte físico em uma equipe
desbalanceada em relação à outra, essa mesma sensação também se faz presente em um
jogo eletrônico baseado na disputa de equipes. A diversão nesse caso está justamente
na tensão gerada pela ansiedade de sair da situação de equilíbrio inicial para começar a
pender em direção ao lado que irá ganhar a partida.

Nas diversas comunidades associadas na Internet existem relatos de reclamações
de jogadores sobre a formação de equipes. Esses relatos mostram o aborrecimento de
um jogador ao disputar um jogo com uma equipe desequilibrada. Por conta disso, a
grande maioria dos jogos já incluem um mecanismo de seleção de membros para uma
equipe visando equilibrar os times. No entanto, ainda existe espaço para melhorar esses
mecanismos. Neste trabalho foi atacado esse problema.

A definição do jogo Dota 2 como fonte desta pesquisa fundamentou-se em diversas
razões. O Dota 2 é produzido pela empresa VALVE e distribuído eletrônicamente pela
loja virtual STEAM. Sua abrangência é mundial. Esse jogo é hoje um dos maiores e mais
competitivos do gênero Multiplayer Online Battle Arena (MOBA). Além disso, o Dota
2 possui uma base de dados de estatísticas de partidas que permitem seu uso para fins
acadêmicos.

Objetivos

Objetivo Geral

O principal objetivo deste trabalho é a realização de um estudo sobre a formação de
equipes em jogos que envolvam a disputa entre equipes, visando identificar características
que favoreçam o equilíbrio das partidas e com isso sugerir a composição dos times para
maximizar o engajamento dos jogadores e consequentemente a qualidade das partidas.

Objetivos Específicos

Para se alcançar o objetivo geral do trabalho são necessárias diversas ações direta-
mente ligados ao entendimento sobre a composição de equipes. Para isso, serão objetivos
específicos:

• Definição de jogos a serem usados como fonte de pesquisa para o trabalho;
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• Coleta de dados de partidas para permitir a análise de características dos jogadores
e das partidas;

• Definição de indicadores que favoreçam o entendimento dos aspectos relacionados ao
jogo, tanto em nível de jogador quanto ao nível de partida;

• Realização de uma análise dos jogadores para entendimento dos grupos existentes;

• Análise das partidas, visando identificar características de boas partidas e composição
das equipes nesses casos;

• Sugestão de diretrizes para formação de equipes com base nas informações geradas.

Visão Geral da Proposta

Neste trabalho foi utilizada uma metodologia de atuação baseada na Descoberta
de Conhecimento em Banco de Dados (DCBD). Essa metodologia é usada para auxiliar na
inferência de relações de interesse que não são facilmente observadas por especialistas no
assunto, além de servir como forma de auxílio para a validação de conhecimento (FAYYAD;
PIATETSKY-SHAPIRO; SMYTH, 1996b) (FAYYAD; PIATETSKY-SHAPIRO; SMYTH,
1996a). A metodologia divide-se em cinco etapas básicas consistindo em Coleta, Pré-
Processamento, Transformação, Mineração, Avaliação e Interpretação de Resultados.

Figura 1 – Fluxograma da visão geral do trabalho

Na etapa de coleta foram adquiridos dados públicos do jogo DOTA 2 referentes
a partidas realizadas durante seis meses. Nesse período, os relatórios de fim de partida,
também chamados de “Sumários” foram armazenados, contendo dados individuais de
desempenho de cada jogador e dados globais de uma partida.

No pré-processamento realizou-se a extração de dados úteis e o tratamento de
valores brutos oriundos da base de sumários. A extração consistiu em segregar dados
individuais de usuários dos dados globais da partida e, o tratamento, na eliminação de
entradas de sumários que não atendiam aos critérios estabelecidos.
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Na transformação foi feito um tratamento de dados de partidas e foram criadas
estatisticas de como cada usuário joga. Dentre as características extraídas, algumas foram
eliminadas usando-se critérios de correlação.

A etapa de mineração consistiu em classificar os vetores de características extraídos
da base. A classificação foi feita pelo método ESOM.

Na etapa de interpretação realizou-se a descoberta e caracterização dos agrupa-
mentos de jogadores. Foram encontrados 12 agrupamentos e para cada um foi feita uma
rotulação e caracterização. Com base nesses dados foram realizadas várias avaliações para
se entender a composição das equipes nas partidas mais disputadas, para se chegar a uma
diretriz sobre como deveria ser a composição dos times para favorecer a disputa.

Organização do Documento
Este trabalho está organizado em 4 capítulos. No Capítulo 1 são analisados os

trabalhos relacionadas. No Capítulo 2 é feita uma apresentação do referencial teórico
utilizado como base do trabalho. No Capítulo 3 é descrita a abordagem proposta, jun-
tamente com a metodologia utilizada e as tarefas realizadas em cada uma das fases. No
Capítulo 4 são discutidos os resultados alcançados, as conclusões obtidas, e apresentado
um direcionamento para trabalho futuros.





Parte I

Preparação da pesquisa
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1 Trabalhos Relacionados

Neste capítulo são discutidos alguns dos artigos mais influentes na área de game
analytics, incluindo telemetria, classificação de usuários com play-personas, customização,
game design orientado à métricas, previsão de comportamento e previsão de balanceamento
de equipes.

Game Analytics é uma área de pesquisa bastante nova, surgiu há cerca de 5 anos,
impulsionada por fatores como a demanda por novos modelos de negócios e para isso,
expandiu a pesquisa focada em usuários. Foi constatado que ao se analisar, monitorar
e sintetizar o comportamento do usuário, pode-se obter uma melhoria na qualidade do
produto entregue. É uma área que faz parte de business intelligence que é a evolução do
que se iniciou com telemetria, porém aplicada a jogos. As ferramentas criadas e empregadas
para esta área não são uma receita definitiva do sucesso, contudo certamente garantem
um gameplay e economia balanceada (EL-NASR; DRACHEN; CANOSSA, 2013a).

Por ser recente, a terminologia empregada em game analytics pode parecer confusa e
não padronizada. Seus termos e metodologias são geralmente emprestados de outras áreas e
adaptados. Além disso, é importante saber que existem muitos tipos de fontes de telemetria
e métricas usadas em game analitcs e inteligência empresarial para o desenvolvimento de
jogos.

Atualmente, a maioria dos trabalhos publicados são baseados em métricas de
usuário e em especial, telemetria de comportamento de usuário (user behavior telemetry).
Isto é algo a se esperar, uma vez que os usuários (o termo técnico empregado no contexto
de jogos virtuais é players) são um fator crucial para o sucesso de um jogo. Jogos são
produtos focados primariamente em entregar experiência de usuário. Assim, a análise
e interpretação de como os usuários interagem ou atuam nos jogos é a fonte primária
de informação para uma efetividade do game design em gerar e entregar experiências
engajantes.

Alguns termos como Game Metrics, Game Telemetry e Game Analytics são inter-
cambiáveis (EL-NASR; DRACHEN; CANOSSA, 2013b) e, para facilitar o seu entendimento,
torna-se necessário ressaltar as suas peculiaridades. Game Metrics é a aplicação de analy-
tics para desenvolvimento de jogos e pesquisas. Game Analytics dá suporte a tomada de
decisão, em níveis operacionais, táticos e estratégicos de uma organização, analisando
design, arte, programação, marketing e pesquisa de usuário. Game Analytics é a fonte
de informação para business intelligence em desenvolvimento de jogos e considera jogo
tanto como o produto, como o negócio a desenvolver e manter. Nos últimos anos, muitas
empresas de jogos, desde indies (desenvolvedores independentes) até gigantes da indústria
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começaram a coletar dados de telemetria. Telemetry refere-se a dados coletados à distância,
os quais geralmente podem ser quantitativos, sobre como um usuário joga um jogo, obtidos
no cliente e transmitidos para uma coleção de servidores. Game metrics são medidas
interpretadas de algo relacionado a jogos. Mais especificamente, são medidas quantitativas
de atributos de objetos. Uma fonte comum de Game Metrics é a telemetria de dados de
comportamento de jogador. Esses dados brutos podem ser transformados em métricas,
tais como horas totais de jogo e quantidade de usuários ativos diários. Essas medidas
descrevem um atributo ou propriedade dos jogadores. Metrics são mais do que apenas
medidas de comportamento de jogador, entretanto o termo cobre as referências business
intelligence que operam no contexto de jogos.

Este conhecimento é fundamental para o entendimento de problemas relacionados
à formação de equipes em jogos virtuais, uma vez que auxilia a compreensão sobre como
foram resolvidos e como a comunidade científica avaliou a qualidade da solução.

1.1 Telemetria de Dados de Comportamento de Usuários em Jogos

Telemetria é o processo de medir e armazenar dados remotamente. Nesse sentido, o
Tracking Real-time User Experience (T.R.U.E.) (KIM et al., 2008) aborda alguns aspectos
que são importantes para se trabalhar com telemetria em jogos. A instrumentação clássica
faz uso de câmeras para gravar a tela do jogo e também o rosto do jogador, para capturar
todas as suas reações. Trata-se de metodologia demorada e onerosa, pois requer um tipo
de profissional especializado em testar jogos e outro especializado em observar e detectar
as reações em todas as gravações.

A solução apresentada por Kim et.al. (2008) para o problema de captura e armaze-
namento de dados de uso do jogo baseia-se em questionários que devem ser respondidos em
tempos pre-determinados. Esta metodologia foi aplicada em um jogo real produzido pela
Microsoft, o Halo 2. A cada 5 minutos de uso o usuário é interrompido para responder a um
questionário que pergunta a opinião do jogador sobre a dificuldade que está enfrentando
atualmente. Com isto, é possível a detecção de erros e falhas no design do jogo, porém,
com prejuizo na imersão.

Apesar de ser uma metodologia bastante intrusiva, interrompendo o jogador cons-
tantemente, apresentou resultados relevantes. Contudo, funciona apenas em ambientes
controlados, não podendo ser estendida a um produto final. Envolve custos na contratação
de profissionais especializados em testes, porém são menores do que os da metodologia
tradicional que envolve a observação de gravações de vídeos.

O T.R.U.E. é importante, pois é uma das bases para a metodologia de telemetria
em jogos. Descreve testes de experiência de jogador em ambientes controlados e explica
como fazer diversas tarefas na área de teste de maneira mais automatizada.



1.2. Play-personas 11

Um trabalho recente aborda metodologia diferente para a coleta de dados de
telemetria, sem que seja necessário alterar o código do jogo ou Game Engine (CLUA et al.,
2014). No trabalho, é feita a extração de dados úteis a partir da análise e processamento de
imagem do que o usuário está observando. No experimento analisou-se um jogo tradicional
chamado “Super Mario World” e conseguiu encontrar agentes, entidades e ações. Esta
abordagem pode ser estendida para qualquer jogo em 2D se tomadas algumas precauções
e pode prover a base para trabalhos futuros em diferentes tipos de jogos.

A coleta de dados de telemetria pode ser utilizada de diversas formas, inclusive
dentro do próprio jogo, para ajudar o usuário a entender onde errou. Esta metodologia é
conhecida como Game Provenance (KOHWALTER; CLUA; MURTA, 2012). É usada para
melhorar o processo de aprendizado no contexto de Serious Games. Funciona coletando
dados da sessão de jogo para posterior análise, ajudando a entender quais decisões foram
feitas ao longo do tempo. Estas decisões são exibidas ao jogador para que ele as analise e
identifique os pontos mais importantes e os seus impactos em cada uma de suas decisões.

1.2 Play-personas

Play-personas são clusters de interações preferenciais e atitudes temporalmente
expressas que se aglutinam ao redor de diferentes formas de interação, providos pelos
game designers (CANOSSA; DRACHEN, 2009). Trata-se de uma abordagem que busca
solucionar o problema de como simular o comportamento humano em interações com jogos
a fim de criar uma inteligência artificial que seja compatível com a habilidade do usuário
ou simular um outro humano (CARDAMONE; LOIACONO; LANZI, 2009).

Alguns trabalhos descrevem a criação de perfis de como os usuários jogam, ou play-
personas (TYCHSEN; CANOSSA, 2008) (CANOSSA, 2009) (CANOSSA; DRACHEN,
2009) (HOORN et al., 2009) (CARDAMONE; LOIACONO; LANZI, 2009) (ORTEGA et
al., 2013) (CANOSSA, 2013). O que há de comum nestes trabalhos é que sempre usa-se
uma base de dados de métricas para definir e avaliar padrões de comportamento e tomada
de decisão dos usuários. Com isso, criam-se modelos de jogadores que podem ser usados
para melhorar a experiência ao conseguir balancear o grau de dificuldade mais adequado.

Um trabalho bastante influente nesta área utilizou algoritmos evolucionários multi-
objetivos para modelar o comportamento do usuário a fim de simular uma inteligência
artificial que seja sempre desafiadora (HOORN et al., 2009). A referida abordagem mostrou-
se capaz de generalização quando inserida em ambientes novos, apresentando um balanço
entre a simulação do comportamento humano e propiciando um maior engajamento ao jo-
gar. Contudo, o autor reitera que a abordagem utilizada de um aproximador de sequências
juntamente com algoritmos de aprendizagem de máquina não é suficiente para modelar o
comportamento humano como esperado.
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O conceito de play-personas pode ser usado para oferecer conteúdos customiza-
dos que mais agradem ao jogador, permitindo ajustar dinamicamente a dificuldade e o
comportamento dos inimigos, para sempre deixar o usuário com um elevado nível de
tensão (YANNAKAKIS; TOGELIUS, 2011). Os autores apresentam uma forma de criar
motoristas artificiais que desenvolvem o seu comportamento por meio do aprendizado por
imitação, utilizando métodos de aprendizado não-supervisionados. Ao invés de prever o
input puro que um humano faria, a abordagem faz uma previsão das ações tomadas em
alto nível, que consegue alcançar em alguns casos, uma diferença de menos do que 15% da
eficiência do melhor motorista artificial, o que é algo bastante positivo.

Para o presente trabalho, play-personas é importante para ser usado como referência
no planejamento de como se modela o perfil de comportamento de usuário, a partir de
dados de telemetria e métricas de desempenho.

1.3 Game Design Orientado a Métricas

Como já foi abordado, muitas tarefas da produção de jogos são complexas e
demoradas, principalmente a de game design. Buscando automatizar e otimizar a produção
deste setor, é possível evoluir as regras que definem o jogo (TOGELIUS; SCHMIDHUBER,
2008) (HARRISON; ROBERTS, 2013).

Foi realizado um estudo de caso envolvendo a criação de uma ferramenta online
para analisar o comportamento de jogadores dentro de uma sessão de jogo, visando ajudar
no processo de ajuste de conteúdo (MEDLER; JOHN; LANE, 2011). Foi detectado que ao
se acoplar a produção de uma ferramenta de game analytics juntamente com a produção
de um jogo, no caso o Dead Space 2, despertou-se o interesse dos times de desenvolvedores
e permitiu que o jogo continuasse em produção mesmo depois de lançado, fazendo com
que sempre evoluísse e melhorasse. Ao descrever a ferramenta utilizada, Data Cracker, é
apresentado um guia para desenvolver ferramentas semelhantes, as arquiteturas utilizadas
e como os dados são processados de maneira instantânea ou, como realizar observações
de longo prazo. Esta ferramenta provou ser capaz de detectar diversas falhas (bugs) no
produto, também para melhorar o game design ao ajustar parâmetros.

Um trabalho recente (HARRISON; ROBERTS, 2014) usa esta abordagem para
adaptar o conteúdo oferecido a fim de melhorar a retenção do usuário por sessão. Utiliza-se
de conceitos de game analytics para reduzir o escopo do problema e tornar o problema
mais tratável. Modela-se a retenção do usuário em um espaço e ajusta-se parâmetros
de forma a influenciar o comportamento do usuário. Os experimentos mostraram que a
versão adaptativa do jogo conseguiu abranger uma quantidade maior de estados de jogo e
também diminuiu a taxa de abandono. A validação foi feita usando o teste exato de Fisher
(UPTON, 1992).
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A contribuição adquirida com customização no presente trabalho situa-se no campo
de sistemas de recomendação, tomando como oferta de conteúdo, a formação de grupos
com maior potencial competitivo. A importância desta abordagem consiste na possibilidade
de usar as métricas para modificar as regras do jogo, fazendo-o evoluir, até mesmo evitar
ou corrigir falhas de design ou balanceamento.

1.4 Previsão de Comportamento

Além de criar play-personas, é possível categorizar os usuários para melhor atender
o que cada tipo de usuário busca, podendo ajustar parâmetros do jogo ou design para
agradar especificamente um determinado tipo de jogador (LOPES; BIDARRA, 2011).
Alguns trabalhos foram feitos para analisar um banco de dados de como jogadores atuam
e categorizá-los de acordo com a forma em que eles avançam em uma sessão de jogo
(DRACHEN; CANOSSA; YANNAKAKIS, 2009) (HARRISON; ROBERTS, 2012). De
posse dessa informação, os game designers possuem a liberdade e a capacidade de modificar
elementos do jogo para melhor atingir o público esperado.

Para classificar como os jogadores atuam bem como seu comportamento durante
a partida, foi realizado um trabalho relevante que é capaz de prever quando o jogador
vai parar de jogar e encerrar uma sessão de jogo (MAHLMANN et al., 2010). De posse
deste conhecimento, é possível tomar medidas que ofereçam opções no sentido de evitar o
abandono do usuário, ou por exemplo, sugerir a opção de pausar e pedir para voltar em
seguida.

No presente estudo busca-se formar equipes que minimizem a taxa de abandono de
uma partida e, a partir da informação gerada pela categorização, formar grupos de usuários
que possuam um comportamento semelhante na forma de jogar e, sejam compatíveis entre
si para estarem na mesma equipe.

1.5 Previsão de Balanceamento

Em jogos MOBA é muito importante ranquear fatores de sucesso dos times para
eleger jogadores e distribuí-los de tal forma que se encontre o equilíbrio entre as equipes.
Existem trabalhos realizados para tentar solucionar este problema usando também o jogo
Dota 2 (POBIEDINA et al., 2013a) (POBIEDINA et al., 2013b).

Os trabalhos citados utilizam análises estatísticas de dados sociais como rede de
amigos e jogos comprados, caracterizando jogadores a partir de dados globais do perfil
do usuário providos pela STEAM (plataforma online de suporte aos jogos vendidos pela
VALVE). Os autores usam como características definidoras do jogador, o desempenho em
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outros jogos e a quantidade de amigos, o que pode causar uma contribuição duvidosa no
perfil de desempenho no jogo estudado.

Um trabalho recente (YANG; HARRISON; ROBERTS, 2014), que também aborda
jogos do gênero MOBA, identifica táticas de combate que podem contribuir para o sucesso
de um time. O combate foi modelado como uma sequência de grafos como métricas
(KARZANOV, 1998). Experimentos mostram que os padrões extraídos alcançaram cerca
de 80% de precisão de previsão em testes com partidas novas.

Um trabalho aborda a distribuição dos integrantes das equipes em jogos MOBA
estudando como o comportamento varia em função do nível dos times, usando 4 categorias
que vão de novato até profissional (DRACHEN et al., 2014). Utilizou-se uma abordagem
de clusterização temporal de distanciamento entre avatares a cada segundo. O desafio da
metodologia foi encontrar uma função de similaridade entre as séries temporais, sendo
para isso utilizada a Distribuição de Permutação (Permutation Distribution). Como
consequência, foi possível mostrar diferentes formas nas quais o comportamento varia em
cada agrupamento de nível de times. Este resultado pode ser usado para balancear equipes
na formação de uma partida.

No presente trabalho, toma-se como foco as estatísticas de desempenho de cada
jogador na partida do Dota 2, ao contrário do primeiro autor mencionado (POBIEDINA
et al., 2013a) (POBIEDINA et al., 2013b), o que confere uma riqueza maior de detalhes de
características. Já o último autor (DRACHEN et al., 2014) usou uma abordagem bastante
complexa e custosa para tratar este mesmo problema observando não apenas contadores
de fim de partidas, mas dados coletados no seu decorrer.
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2 Referencial Teórico

Neste capítulo descreve-se uma classe de algoritmos de inteligência artificial e suas
extensões que serão utilizadas para extrair conhecimento da base de dados. Além disso é
apresentado o funcionamento do jogo Dota 2, mostrando o fluxo de conexão, os papéis dos
avatares, como se ganha a moeda financeira dentro do jogo e as métricas estatísticas de
cada jogador.

2.1 Mapas Auto-Organizáveis de Kohonen

O nome Self-Organizing Map (SOM ) significa uma classe de algoritmos de redes
neurais na categoria de aprendizado de máquina não supervisionado (KOHONEN, 1990).
Esta classe de algoritmos é utilizada para extrair regularidades estatísticas (padrões)
presentes em conjuntos de dados (KOHONEN, 1977) (KOHONEN; TEUVO, 1995) para
posteriormente serem usadas na classificação. No SOM cada ponto do mapa representa
um neurônio da rede.

Uma das propriedades SOM é a formação de uma projeção não linear de múltiplos
dados de alta dimensionalidade em uma estrutura regular de baixa dimensionalidade,
usualmente em uma grade (que apresenta uma topologia particular, que pode ser retangular,
hexagonal etc) de duas dimensões. Mapas de dimensões maiores também são possíveis,
porém são de mais difícil aplicação e compreensão. Essa projeção reflete o agrupamento
do espaço de dados e as relações métricas-topológica dos itens de dados. O SOM pode ser
utilizado com itens tomados como vetores, tais como os descritores de dados estatísticos
ou medições que descrevem um processo. O SOM é o mapa sobre o qual cada um dos
itens de dados pode ser exibido separadamente utilizando a escala de cinza ou cores. Este
tipo de visualização combinada é muito útil para a compreensão das dependências mútuas
entre as variáveis, assim como as estruturas do conjunto de dados.

Nessa classe de algoritmos, o processo de aprendizagem é baseado no aprendizado
competitivo, possui natureza de busca local e as modificações dos pesos sinápticos são
confinadas à vizinhança (região elegível a ter atualização dos pesos sinapticos) do neurônio
ativado (PRIDDY; KELLER, 2005). A ordem global, ou seja, o equilíbrio da rede surge
de diversas iterações locais. Os neurônios de saída competem entre si para serem ativados,
de forma que apenas um neurônio seja considerado “vencedor” - “The winner takes it all”
(O vencedor leva tudo).

No algoritmo são apresentados os padrões de entrada à rede, onde cada padrão tem
uma região de atividade na grade. A localização e natureza de uma determinada região
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variam de um padrão de entrada para outro. Assim sendo, todos os neurônios da rede
devem ser expostos a um número suficiente de diferentes padrões de entrada, garantindo
que o processo de auto-organização ocorra de forma apropriada. Os neurônios recebem
estímulos (padrões de entrada) ao longo do processo competitivo de aprendizado e serão
considerados “vencedores” os neurônios que mais se assemelharem ao padrão de entrada,
sendo que para esta comparação são utilizadas medidas de distâncias entre vetores de pesos
dos neurônios (normalmente utiliza-se a distância euclidiana) (HAYKIN, 2001) (ULTSCH,
1999) (HULLE, 2012) (KOHONEN, 2013).

O algoritmo de atualização de pesos podem ser resumidos em três etapas (KOHO-
NEN, 1988) :

1. Encontrar o neurônio (Best Matching Unit) cujos vetor de pesos mais se assemelhem
ao vetor de entrada;

2. Aumentar o acoplamento (matching) neste neurônio e em suas vizinhança ajustando
seu vetor de pesos. Vizinhança é uma função de distância em relação a outros
neurônios que preserve as propriedades topógicas do espaço de entrada.

3. Decrescer gradualmente o tamanho do raio de busca da vizinhança (ou área de
influência) e a quantidade mudança dos pesos quando as iterações do aprendizado
progridem.

As áreas de pesquisa que mais utilizam esta classe de algoritmos são (KOHONEN,
1990) (MAREN; HARSTON; PAP, 2014):

• Mineração de dados em larga escala, em especial, visualização de dados estatísticos
e coleções de objetos;

• Análise de processos, diagnósticos, monitorameto e controle;

• Aplicações biomédicas, incluindo métodos de diagnóstico e análise de dados de
bioinformática;

• Análise de dados em comércio, indústria (como a de jogos), macro economia e setor
financeiro.

2.2 ESOM
Emergent Self-Organizing Maps, abreviado como ESOM, é uma extensão do tra-

dicional SOM com algumas modificações que lhe conferem características emergentes.
A emergência é a capacidade de um sistema desenvolver estruturas de alto nível pela
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cooperação de muitos processos elementares. Em sistemas auto-organizáveis, as estruturas
evoluem de maneira espontânea. As estruturas emergentes oferecem uma descrição mais
abstrata de um sistema complexo, constituído de indivíduos de baixo nível. Um exemplo
popular de um fenômeno emergente é a chamada onda “la ôla” em um estádio de esportes.
Um grande número de pessoas realiza a simples tarefa de levantar-se e acenar por um
breve momento. Desta forma, uma onda é formada e segue no meio da multidão. A onda
só é visível à distância uma vez que precisa ter a visão das ações de diversos indivíduos
(ULTSCH; MÖRCHEN, 2005).

Transferir os princípios de auto-organização para análise de dados pode ser feito
deixando pontos de dados multivariados organizando-se em grupos homogêneos. Uma
ferramenta bem conhecida para esta tarefa, que incorpora os princípios mencionados é
o SOM. O SOM iterativamente ajusta à distância estruturas num espaço dimensional
elevado e dá uma projeção de baixa dimensionalidade que preserva a topologia do espaço
de entrada tão bem quanto for possível.

Neste trabalho foi utilizado o algoritmo de Mapas de Kohonen com parâmetros que
o faz ter características emergentes. É válido ressaltar que na evolução do conhecimento,
muitos autores usavam mapas com um número reduzido de neurônios, o que dificultava a
observação de características emergentes, que só se expressam mediante mapas maiores
(LI; YU; CASTELLI, 1998) (FU et al., 2001) (PAMPALK; RAUBER; MERKL, 2002).

Enquanto na abordagem clássica de algoritmos SOM utilizam-se mapas planares
com bordas, no ESOM busca-se evitar efeitos de borda para valorizar ainda mais carac-
terísticas emergentes. Para tanto, uma abordagem bastante comum é usar um mapa de
neurônios no qual as bordas superiores e inferiores são conectadas, assim como as laterais
direita e esquerda, o que gera uma estrutura semelhante a um toróide.

2.2.1 U-Matrix

O ESOM utiliza a U-Matrix que é uma estrutura de distâncias locais para visu-
alização e interpretação da estrutura emergente da rede neural SOM. Cada neurônio é
apresentado como um valor de altura, criando uma paisagem em 3D como um mapa de
topografia do espaço de dados de alta dimensão. A altura é calculada como a soma das
distâncias a todos os vizinhos imediatos normalizados. Este valor será maior em áreas onde
nenhum ou poucos pontos de dados residem, criando cadeias de montanhas para limites
do agrupamento. A soma será pequena em áreas de alta densidade e assim, aglomerados
são retratados como vales.

A U-Matrix indica uma topologia das relações de distância dos dados de entrada
no espaço de dados. A U-Matrix apresenta as seguintes propriedades (ULTSCH, 2003b):

• A posição das projeções dos pontos de entrada de dados reflete a topologia do espaço
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de entrada, que é herdada do algoritmo SOM subjacente;

• Vetores de pesos dos neurônios com grandes inversões de altura estão muito distantes
de outros vetores no espaço de dados;

• Vetores de pesos dos neurônios com baixa altura são cercados por outros vetores no
espaço de dados;

• Projeções dos pontos de dados de entrada são normalmente encontrados em depres-
sões;

• Valores aberrantes ou anômalos no espaço de entrada são encontrados em “funís”,
“picos” ou “montanhas”.

• “Serras” indicam possíveis limites de agrupamentos;

• “Vales” indicam possíveis centros de agrupamentos.

Figura 2 – Exemplo de visualização de SOM em U-Matrix

A Figura 2 mostra um exemplo da visualização U-Matrix do SOM na qual se
observa a escala de cores para representar a topografia e a altura tridimensional (ANAYA
et al., 2014). As cores quentes significam altos valores e as cores frias, o contrário. O autor
apresenta 6 agrupamentos que são separados por cadeias de montanhas. Pode-se notar
que existem separações que são muito fortes e outras mais leves, isto advém do quanto
uma classe é diferente da outra.

2.2.2 P-Matrix

Enquanto os métodos baseados em distância comumente funcionam bem para
agrupamentos claramente separados, podem ocorrer problemas com grupos que mudam
lentamente as densidades e os que possuem sobreposição. Métodos baseados em densidade
medem mais diretamente a densidade do espaço de dados amostrados nos vetores dos
protótipos.
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A P-Matrix exibe as medidas locais de densidade com a Pareto Density Estimation
(PDE), uma estimativa ótima da densidade kernel (ULTSCH; MÖRCHEN, 2005). O PDE
apresenta a estimativa de densidade em um ponto x como sendo o numero de pontos
dentro da hiperesfera (Pareto Sphere) ao redor de x. Foi demonstrado que o PDE leva
a uma estimativa densidade significante e se ajusta perfeitamente no ESOM e U-Matrix
(ULTSCH, 2003a).

Assim como a U-Matrix, a P-Matrix também usa o mapa ESOM como entrada. A
U-Matrix revela a estrutura de distâncias (locais), enquanto a P-Matrix usa uma abordagem
para exibir a estrutura de densidades de um grupo de dados de alta dimensionalidade.
Os elementos da P-Matrix são os números de pontos dentro da esfera pareto (ULTSCH,
2003b).

As propriedades da P-Matrix são (ULTSCH, 2003b):

• A localização da projeção no mapa ESOM reflete a topologia do espaço de entrada,
que é herdado do algoritmo SOM ;

• Neurônios com elevado valor de altura estão situados em regiões de alta densidade
do espaço de dados;

• Neurônios com baixa altura, estão em uma região de baixa densidade do espaço de
dados;

• Valores Aberrantentes ou Anômalos no espaço de entrada são encontrados em “funís”,
“picos” ou “montanhas”;

• Valas ou poços indicam limites de agrupamentos;

• Planaltos indicam regiões de iguais densidades;

2.3 Dota 2
“Dota is a combination of football - soccer for the Americans - and chess." (Dota é

uma combinação de futebol e xadrez) [Su-Leo Liu] (Star Commentator) (VALVE, 2014c).

O Dota 2 é um jogo do gênero arena de batalha online multijogador (MOBA)
que derivou do tipo estratégia em tempo real (Real-Time Strategy - RTS) pela VALVE
Corporation e lançado oficialmente em Julho de 2013 (GAO et al., 2013). Cada partida é
composta por dois times de cinco jogadores. Cada jogador controla um avatar com a meta
de derrotar o time adversário.

Para uma partida ser considerada válida, todos os jogadores devem se conectar à
partida no seu início e nenhum jogador deve abandona-la ou desconecta-la por mais de
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cinco minutos. Caso a partida seja considerada inválida, nenhum jogador terá seu perfil
atualizado com o desempenho obtido na partida, além disso, haverá uma penalidade extra
para os jogadores desertores, fazendo-os ter baixa prioridade na fila de espera para iniciar
novas partidas.

Os jogadores enfrentam-se conectados via internet ou rede local. No entanto, o
início de uma partida exige que seja executada uma série de passos e podem ocorrer
problemas de comunicação. A Figura 3 descreve o fluxo:

Figura 3 – Passos para início de partida no Dota 2

1. O usuário avisa ao servidor gerenciador da fila de partidas, denominado servidor de
Lobby, que quer iniciar uma partida;

2. O servidor de Matchmaking analisa constantemente a fila presente no servidor de
Lobby e seleciona os jogadores presentes no banco que comunicaram que estão
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querendo iniciar uma partida;

3. O servidor de Lobby solicita ao servidor Load Balancer a indicação de qual servidor
do Cluster de servidores de partida pode hospedar a partida a ser iniciada e envia a
resposta para que todos do grupo se conectem ao servidor que foi indicado;

4. Uma vez conectados, cada um dos jogadores que já foram alocados a um time, escolhe
um avatar que deseja controlar, ou como o jogo os chama, Hero (Herói), dentro de
uma tabela contendo mais de 100 opções;

5. A partida se inicia.

Cada herói possui características únicas que o diferenciam em categorias como papel
ou função exercida na batalha, tipos de ataque e atributos primários, tais como inteligência,
agilidade e força, além de atributos secundários, como pontos de vida, velocidade de
movimentação, dentre outros. Os heróis possuem também um conjunto de habilidades
que podem ser usadas em inimigos, ou em aliados, ou mesmo em elementos do cenário,
conferindo assim uma mecânica de jogo única para cada jogador.

Um elemento central do jogo é a moeda financeira que pode ser usada para comprar
itens ou diminuir o tempo de espera para renascer. Essa moeda no jogo é chamada de gold.
Os itens que podem ser vendidos servem para obtenção de habilidades adicionais ou para
incrementar atributos do herói. É possível ganhar gold no jogo das seguintes maneiras:

• Matando creeps ativos, que são inimigos de ambos os times e que defendem uma
trilha que leva à base inimiga;

• Matando creeps neutros, que vivem nas florestas;

• Matando heróis inimigos ou participando e ajudando a matar heróis inimigos;

• Destruindo construções e torres de defesa dos inimigos;

• Ao longo do tempo, via bonificação regular dada pelo jogo.

Durante o curso do jogo, além de acumular gold, o jogador também acumula pontos
de experiência. Ao chegar em determinados valores, o jogo permite que o herói incremente
o seu nível, o que confere uma pontuação (skill points) que pode ser trocada para evoluir
alguma de suas habilidades, tornando-a mais forte, intensa ou abrangente.

O jogo é baseado em partidas multiplayer online, com o objetivo de destruir a
estrutura principal da base inimiga, que é o trono, localizado no centro de cada base, e,
proteger a sua base. O jogo acaba quando o trono é destruído, concedendo a vitória a
quem o destruiu. A Figura 4 exibe um exemplo de um mapa do terreno com diversos
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elementos comuns do cenário (MILLENIUM, 2013). Para atravessar de uma base até
a outra existem diversos caminhos que são protegidos por estruturas e ondas de creeps
(personagens não controláveis). Porém, três dos caminhos se destacam e são chamados
de Top Lane, Middle Lane e Bottom Lane que podem ser vistos na Figura 5. Cada Lane
(caminho primário) possui uma característica específica que pode ser melhor aproveitada
por determinados tipos de heróis. Além das Lanes, existem as florestas onde podem-se
encontrar creeps neutros e é onde costumam ocorrer batalhas e ataques-surpresa chamados
pela comunidade de gank.

Figura 4 – Mapa detalhado do Dota 2

2.3.1 Papéis dos Heróis

No Dota 2 existem papéis e responsabilidades que os jogadores podem exercer
ao longo da partida e que são importantes para o decorrer do jogo. Esses papéis e
responsabilidades são de domínio público e podem ser encontrados em fóruns da comunidade
de usuários do Dota 2. Há um consenso de que um herói pode ter um ou mais papéis
(rótulos) dentre os descritos:

1. Carregador ou Carry: Herói que se torna mais importante com o decorrer do
jogo. É fraco no inicio. Depende muito de itens e níveis. Torna-se bastante forte ao
fim da partida. São geralmente os heróis que o time tem que proteger para que no
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Figura 5 – Trilhas e suas dificuldades no mapa do Dota 2

fim se tornem fortes o bastante para assegurar ou “carregar” o time em direção à
vitória;

a) Carregadores difíceis ou Hard Carry: São carregadores que são extrema-
mente fracos no início.

b) Semi carregadores ou Semi Carry: São carregadores que são menos fracos
no início.

2. Desativador ou Disabler: São os heróis que possuem uma ou mais habilidades
que anulam ou debilitam de alguma maneira o oponente em uma batalha. Por
exemplo, podem possuir habilidades que controlam a movimentação dos adversários
temporariamente, assegurando que fiquem imóveis (stun) ou lentos (slow), impedindo
os adversários de usarem habilidades (silence), enfraquecendo-os (debuff ) o que os
torna alvos mais fáceis. São bons em controle de multidão (crowd control);

3. Iniciador ou Initiator: São heróis que são bons em iniciar ou participar de batalhas.
Geralmente possuem habilidades em área com uma grande amplitude de dano ou
stun. Podem possuir uma habilidade suprema (ultimate) devastadora que demora
muito para recarregar. Podem enfrentar de assalto (gank) heróis desprevinidos e
vencer. Uma mecânica comum é servir de isca para os oponentes o atacarem e tirar
o foco dos demais, fazendo o time adversário sair de sua formação defensiva;

4. Suporte ou Support: Heróis que ajudam o time a partir do bom uso de suas
habilidades, não precisando focar em acumular gold ou experiência. Não há necessi-
dade inicial de concorrer com os aliados para acumular recursos, permitindo-lhes
crescerem mais facilmente. São úteis durante toda a partida e em especial no começo.
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Geralmente possuem habilidades de regeneração de status como vida ou mana e são
mais úteis no início da partida;

a) Suporte na Trilha ou Lane Support: Heróis que protegem e dão suporte à
aliados especificamente na lane, permitindo que os aliados acumulem recursos
mais facilmente. Geralmente possuem habilidades de controle de inimigos,
protegendo de ataques surpresas ou melhorando temporariamente alguma
característica de um aliado;

5. Resistente ou Durable: São os que possuem alguma habilidade ou característica
que permite durar ou sobreviver por mais tempo em batalhas. Por exemplo, podem
possuir mais pontos de vida, proteção, ou habilidades que os protejam em assaltos;

a) Escapista ou Escape: Heróis que dentre os que sobrevivem mais em batalhas,
possuem alguma forma de escapar da morte de forma rápida. Por exemplo,
possuem alguma habilidade como correr, ou saltar alguma distância ou ficar
invisível;

6. Bombardeador ou Nuker: Heróis que podem matar adversários facilmente no
início da partida usando magias com alto dano, ou com baixo tempo de recarga
ou stun. Geralmente tomam a trilha do meio para evoluir mais rapidamente ou
andam acompanhados de aliados, que os protejam ou trazem inimigos para sua
área de influência, permitindo aproveitar a oportunidade para atacar. Movimentam-
se bastante pelo mapa e não costumam ficar em uma só trilha para arquitetar
emboscadas (ganks);

7. Empurrador ou Pusher: Heróis que podem atacar e destruir torres e estruturas
rapidamente. Possuem habilidades que permitam invocar servos para servirem de
isca para os creeps inimigos, ou que causem dando em uma ampla área permitindo
que os creeps aliados avancem mais facilmente;

8. Caçador ou Jungler: Heróis que são efetivos na eliminação de creeps neutros na
floresta durante o início do jogo, o que permite que mais um aliado possua controle
uma trilha (lane) sozinho. Geralmente se destacam por possuírem habilidades que
lhes permitem sobreviver sozinhos, absorvendo ataques diretos, porém de baixo dano,
ou com proteções ou escudos;
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2.4 Considerações Finais
Observando a variedade de mecânicas de jogo e riqueza de detalhes, nota-se que o

jogo DOTA 2 não é simples, exige estratégia e reflexos rápidos. Se uma partida for formada
de maneira desbalanceada, o nível de tensão e diversão será baixo, acarretando até mesmo
a desistência de alguns jogadores. Disso surge a importância de se criar um mecanismo que
permita a formação de partidas mais competitivas e, para tanto, foi utilizado o algoritmo
emergente ESOM para extrair conhecimento da base e sugerir a formação de equipes
balanceadas. Este capítulo apresentou o jogo Dota 2, que será o alvo desta pesquisa, bem
como o ferramental teórico a ser usado para se entender melhor a formação de equipes.
No próximo capítulo apresenta-se a abordagem proposta neste estudo.
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3 Abordagem Proposta

Nesta seção apresenta-se o conjunto de passos que guiou a realização do estudo
sobre a formação de equipes.

A realização deste trabalho utilizou como base a metodologia de Descoberta do
Conhecimento em Base de Dados (DCBD) (FAYYAD et al., 1996) (PIATESKI; FRAWLEY,
1991). Essa metodologia é dividida em cinco etapas. O diagrama da Figura 6 apresenta
todas as etapas do processo de DCBD utilizado como base neste trabalho.

Figura 6 – Etapas do Processo de Descoberta de Conhecimento em Banco de Dados
(DCBD) utilizado neste trabalho

3.1 Coleta de Dados

A VALVE possui um sistema de gravação (replays) que armazena dados ao final
de uma partida. É possível assistir a uma partida concluída ou coletar dados estatísticos
sobre sua execução. Isso inclui os dados sobre os jogadores que fizeram parte de uma
partida, contendo informações que mostram sua eficiência no jogo, quantidade de pontos
obtidos, morte a inimigos, dentre outros, além de informações gerais da partida, como por
exemplo, quem ganhou, qual o tempo de duração, quem eram os jogadores dos times, etc.

Os dados acima mencionados são bastante úteis para uma avaliação dos jogadores
bem como das equipes que participam dos jogos. A partir dessas informações é possível
realizar diferentes avaliações e com isso propor mecanismos para ajudar a uma melhoria
no jogo. Por conta disso, tais dados foram coletados para permitir a análise de diversos
indicadores para auxiliar o entendimento sobre a formação das equipes no Dota 2. Os
dados estatísticos são encontrados dentro de um arquivo de replay, no campo sumário
(overview) (SKADISTATS, 2014).
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3.1.1 Extração de Dados por Varredura - Crawling

Neste trabalho foi feita a coleta de dados de partidas de maneira simplificada,
capturando apenas as suas estatísticas ao fim da partida, sem observar a forma como o
jogador joga ao longo do tempo. A estrutura dos dados coletados é em forma de árvore, que
pode ser esparsa. A Figura 7 mostra um sumário de fim de partida extraído que, de maneira
geral, possui dois tipos de dados, os relacionados aos dados globais e os relacionados a
cada jogador:

(a) (b)

Figura 7 – Estrutura de dados típica de um Sumário de Partida: a) dados gerais da partida;
b) dados específicos de um jogador.

• Dados globais da partida: identificação da partida, qual time ganhou, duração, quando
começou, número de sequência de partida, status de torres, status de estruturas,
tempo da primeira morte, localização de onde foi armazenada a partida (cluster), tipo
de lobby (matchmaking público, treinamento, cooperativo com bots, matchmaking
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entre times já formados, jogos solo, e desafios 1x1), número de jogadores humanos e
tipo de jogo;

• Dados de cada jogador: identificação de usuário, slot, avatar, itens ao fim da partida,
finalizações ou assassinatos de adversários, mortes, assistências em assassinatos,
status de abandono(leaver status), gold gasto, gold ao fim da partida, gold ganho
por minuto, creeps mortos, negação de creeps, experiência ganha, dano a heróis, cura
a heróis, nível máximo, horário de evolução de cada nível;

Para esta captura de dados, a STEAM (plataforma de distribuição de software
digitalmente via internet criada pela VALVE) oferece uma interface aberta para desenvol-
vedores, chamada de WebAPI <http://steamcommunity.com/dev>.

A metodologia de captura de dados consistiu em executar de forma repetida, os
seguintes passos:

1. Capturar o histórico das últimas 100 partidas e os jogadores presentes em cada uma
das partidas, para coletar dados dos últimos usuários ativos;

2. Para cada jogador presente na listagem anterior, capturar e armazenar os sumários
de no máximo 100 últimas partidas nas quais ele participou, gerando assim a média
móvel simples instantânea dos últimos estados de desempenho. Este limitante evita
a coleta de dados de partidas muito antigas que não refletem o atual perfil de
desempenho do jogador. Para calcular a média móvel, foram utilizadas as Equações
3.1 e 3.2;

MMS = AM + AM−1 + · · ·+ AM−(n−1)

n
(3.1)

Onde:

MMS : Média móvel simples
A : Vetor de dados

M : Identificador do último elemento do vetor
n : Quantidade de amostras usadas

MMSt+1 =

t∑
i=t+1−n

Ai

n
(3.2)

http://steamcommunity.com/dev
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Onde:

MMSt+1 : Média móvel simples no final do período t

Ai : Elemento i do Vetor de Dados A

n : Quantidade de amostras usadas

Como o desempenho de um usuário considerado neste estudo é o instantâneo,
utilizou-se os conceitos de estatística básica para a análise de séries. Tomou-se a média
móvel simples do desempenho dos jogadores para expressar o estado atual, observado na
Equação 3.1. A média móvel é uma técnica usada para analisar dados em um intervalo
de tempo permitindo fazer previsão do próximo valor, expresso pela Equação 3.2. O uso
da média móvel simples fornece o valor médio do desempenho do usuários dentro de um
determinado período (SAID; DICKEY, 1984) (MCCONVILLE; MILOSEVIC, 2014).

3.2 Pré-Processamento - Segregação por Dados de Usuário em
Cada Partida

Uma vez que os dados de cada sumário de partida são estruturados de maneira
hierárquica, contendo um vetor de dados de desempenho de cada um dos jogadores, é
preciso que se extraia a informação do usuário individual para se fazer a estatística de
desempenho na próxima etapa.

Após a captura de dados, foi realizado a segregação da informação por usuário,
individualizando cada jogador, para assim facilitar as buscas e a geração de métricas. A
Figura 8 mostra a estrutura de um descritor intermediário gerado a partir da segregação
de cada jogador dentro de uma partida. Alguns atributos foram gerados artificialmente,
como os que começam com o texto “total”, pois referem-se ao total daquele atributo para
a equipe que participou da partida na qual a informação do usuário foi segregada.

No Dota 2 são considerados desistentes os usuários que se ausentam de uma partida
por mais de 300 segundos (5 minutos). O campo Leaver Status contém a informação
relacionada à desistência do jogo. Existem sete status de jogadores, diretamente relacionadas
à sua participação durante o jogo:

0. Não desertor;

1. Sofreu uma desconexão que durou menos que 5 minutos;

2. Desconectado por mais de 5 minutos;

3. Usuário confirmou o abandono da partida;
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4. Longe do teclado, não efetuando interações com o jogo (Away From Keyboard -
AFK );

5. Nunca se conectou (partidas com duração menor que 5 minutos);

6. Nunca se conectou (partidas com duração de mais de 5 minutos).

Figura 8 – Estrutura de dados do descritor de cada usuário para cada partida

Neste trabalho foram contabilizadas os 5 primeiros rótulos (de 0 a 4). Partidas
encontradas com usuários com rótulos “Nunca se conectou” no campo Leaver Status foram
desconsideradas uma vez que o Dota 2 atualizou o seu sistema de formação de partidas
e estes casos não apareceram mais na base. As partidas com duração menor que 300
segundos (5 minutos) foram descartadas por apresentarem usuários desertores logo no
início, uma vez que partidas tão curtas podem atrapalhar a medição, pois os seus valores
não expressam o desempenho real de um jogador.
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3.3 Transformação

3.3.1 Estatísticas de Desempenho dos Usuários

O sumário de fim de partida contém diversos atributos que são capturados ao
longo da partida, contudo, alguns deles precisam ser trabalhados a fim de se tornarem
métricas a serem usadas em algoritmos de mineração de dados. Nesta etapa foram criados
descritores para cada usuário, a partir da média dos dados individuais de desempenho em
cada partida. Foi criado um vetor de características contendo diversas métricas a serem
descritas a seguir. A maioria das métricas foram oriundas dos dados brutos fornecidas
pela WebAPI da VALVE, contudo, algumas tiveram de ser criadas artificialmente para
abranger melhor as características de uma partida.

Figura 9 – Vetor de características de um usuário

Identificador de Usuário ou AccountID: É usado para identificar qual é o jogador;

Assassinatos/Mortes ou KillsDeaths: É uma métrica composta que mostra a relação
entre a quantidade de assassinatos sobre a quantidade de mortes de um usuário em
uma partida. Indica o quanto um jogador realiza assassinatos e evita a morte;

Assassinatos/Total de Assassinatos da Equipe ou KillsPercent: É uma métrica
composta que determina a relação entre a quantidade de assassinatos sobre a
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quantidade total de assassinatos do time do usuário. Indica o desempenho de um
dado jogador em matar em relação ao resto de seu time, exibindo o quanto ele exerce
o papel de eliminador de adversários dentro do seu time;

Assassinatos do Time por Assassinatos Totais ou KillsDelta: É uma métrica com-
posta que mostra o equilíbrio de assassinatos entre os times. Indica o quanto que a
presença do usuário causa desequilíbrio no resultado da contagem final de assassinatos
entre os times.

Assistências/Mortes ou AssistsDeaths: É uma métrica composta que representa a
relação entre a quantidade de assistências (quem contribuiu no assassinato de um
oponente) sobre a quantidade de mortes de um usuário em uma partida. Indica o
desempenho em contribuir em batalhas sem morrer;

Assistências/Total de Assistências da Equipe ou AssistsPercent: É uma métrica
composta que representa a relação entre a quantidade de assistências (foi quem
contribuiu no assassinato de um oponente) sobre a quantidade total de assistências
do time do usuário. Indica o desempenho em contribuir nas batalhas em relação o
time, mostra o quanto é capaz de exercer o papel de assistente dentro do seu time;

Negação ou Denies: É uma métrica simples e absoluta de uma mecânica secundária
bastante importante no início da partida e consiste na quantidade de vezes que um
jogador impede o adversário de ganhar experiência e dinheiro ao evitar que um creep
aliado seja morto pelas mãos do adversário. Este impedimento é feito quando um
usuário mata um creep aliado antes que o adversário desfira o ultimo golpe. Indica o
quanto o jogador é capaz de atrapalhar a evolução do adversário;

Negação/Total de Negações da Equipe ou DeniesPercent: É uma métrica com-
posta que significa qual o percentual de denies o jogador fez em relação ao resto de
seu time. Indica o quanto o jogador se destaca no trabalho de atrapalhar a evolução
do adversário;

Duração da Partida ou Duration: É uma métrica simples e mostra o impacto da
presença de um dado usuário na duração da partida. É a média da duração da
partida nas quais o usuário participa. Um usuário pode ser defensivo e causar que as
partidas demorem mais que o normal;

Horário da Primeira Morte ou FirstBloodTime: É uma métrica simples que aponta
o tempo que se passou até a primeira morte. Geralmente em partidas desequilibradas
um jogador experiente consegue obliterar um adversário inexperiente pouco tempo
depois da partida iniciar;

Ouro por Minuto ou GoldPerMinute: É uma métrica simples extraída diretamente
do sumário que contabiliza quanto de dinheiro um usuário consegue fazer por minuto
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de partida. Indica o quanto que o usuário se destaca em eliminar creeps, adversários
e estruturas;

Ouro Gasto sobre o Total de Ouro Gasto Pelo Time ou GoldSpentPercent: É
uma métrica composta que contabiliza quanto de dinheiro um usuário consegue
efetivamente converter em itens relativo aos demais de seu time. Indica a efetividade
em gastar o dinheiro adquirido em relação aos seus aliados;

Ouro Gasto por Minuto ou GoldSpentPerMinute: É uma métrica composta que
contabiliza quanto de dinheiro um usuário consegue efetivamente converter em itens,
pois em cada morte perde-se dinheiro. Indica o quanto o usuário consegue gastar o
dinheiro adquirido sem perder em mortes;

Dano a Heróis por Minuto ou HeroDamagePerMinute: É a métrica composta
que indica a quantidade de dano efetivamente feito a um herói adversário. Indica o
quanto o usuário é bom em atacar os adversários;

Dano a Heróis pelo Total de Dano a Heróis do Time ou HeroDamagePercent:
É a métrica composta que mostra o desempenho do jogador em relação ao time no
quesito quantidade de dano efetivamente feito a heróis adversários. Indica o quanto
um usuário é bom em exercer o papel de atacar adversários em relação ao seu time;

Cura por Minuto ou HeroHealingPerMinute: É uma métrica composta que mos-
tra a quantidade de pontos de vida restaurados em heróis aliados por minuto. Indica
o quanto que um usuário é efetivo no suporte a aliados curando-os;

Cura pelo Total de Cura do Time ou HeroHealingPercent: Métrica composta que
mostra a quantidade de cura feito por um usuário em relação aos demais do time.
Indica o quanto o usuário se destaca dentro do time no papel de suporte a aliados
curando-os;

Finalizações de Creeps Por Minuto ou LastHitsPerMinute: É uma métrica com-
posta que mostra a quantidade de finalizações de creeps por minuto por usuário.
Indica o quanto o usuário domina a mecânica de acertar o ultimo ataque a um creep;

Finalizações de Creeps pelo Total do Time ou LastHitsPercent: É uma métrica
composta que mostra a quantidade de finalizações de creeps por minuto por usuário
em relação ao seu time. Indica o quanto o usuário se destaca dentro do time no papel
de eliminar creep;

Dano a Torres ou TowerDamage: É uma métrica simples que conta a quantidade de
dano feito pelo usuário a estruturas inimigas. Indica o quanto o usuário é efetivo no
seu papel tático de avançar em direção à base inimiga;
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Percentual de Dano a Torres ou TowerDamagePercent: É uma métrica composta
que conta a quantidade de dano feito pelo usuário a estruturas inimigas em relação
ao seu time. Indica o quanto o usuário é efetivo no seu papel tático de avançar em
direção à base inimiga em relação aos demais do seu time;

Taxa de Vitórias ou WinsPercent: É uma métrica composta que conta a quantidade
de vitórias do usuário. Indica o quanto o usuário participa de partidas no qual sai
vitorioso;

Dano a Torres pelo Total causado pelo Time ou TowerDamagePercent: É uma
métrica composta que mostra a quantidade de dano feito pelo usuário a estruturas
inimigas em relação ao seu time. Indica o quanto o usuário se destaca dentro do time
no papel tático de avançar;

Experiência por Minuto ou XpPerMinute: É uma métrica simples que conta a mé-
dia da quantidade de experiência ganha por minuto de um usuário. Indica se o
usuário consegue efetivamente evoluir dentro da partida.

Votos Positivos ou PositiveVotes: É uma métrica simples que conta a quantidade de
votos positivos que a partida recebeu da plateia que assistia em tempo real. Indica
se a comunidade está gostando do que está vendo;

Votos Negativos ou NegativeVotes: É uma métrica simples que conta a quantidade
de votos negativos que a partida recebeu da platéia que assistia em tempo real.
Indica se a comunidade não está gostando do que está vendo;

Votos ou Votes: É uma métrica derivada da soma do total de votos positivos e negativos
que a partida recebeu da plateia que assistia em tempo real. Indica se a comunidade
está ou não interessada na partida;

Desertor ou Leaver: É uma métrica que foi criada usando como base o estado de
abandono de partida LeaverStatus descrito na Seção 3.2. É o resultado da contagem
de quantas vezes o usuário atrapalhou uma partida por meio de abstinência ou
desconexão dividido pelo total de partidas que participou. Das diferentes formas de
apresentação da métrica original do Dota 2, considerou-se que o usuário atrapalhou
a partida quando seu LeaverStatus apresenta os valores:

1. Desconexão rápida por menos de 5 minutos;

2. Desconexão por mais de 5 minutos;

3. Abandono proposital, o usuário informa ao jogo que abandonou a partida
intencionalmente;
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4. Abstinência de interação do usuário com o jogo por mais de 5 minutos. O usuário
para de interagir com o jogo, por exemplo alternando para outra aplicação
enquanto a partida não terminou.

Um usuário que desconecta por menos de 5 minutos é visto como um problema
pontual. Contudo, todos os demais casos atrapalham significativamente a partida, caso
haja algum usuário que siga pelo menos uma das condições descritas, o mesmo será punido
com um maior tempo de espera na formação de partidas posteriores e a partida corrente
se tornará imediatamente safe-to-leave. Este é o termo dado a uma partida na qual os
demais usuários podem sair sem serem penalizados, uma vez que a partida será injusta
por ter pelo menos um desfalque.

A métrica Leaver considera o caso 0 do LeaverStatus como o único que não atrapalha
o andamento saudável da partida. O componente do descritor Leaver é uma estatística
que representa a percentagem de vezes que o usuário atrapalhou uma partida devido a
abandonos ou falhas de conexão, ou seja, é a soma das estatísticas de quantas vezes o
usuário foi rotulado como classes de 1 a 6 sobre o total de partidas que jogou.

Algumas informações do sumário de fim de partida não foram consideradas para
a geração de métricas pelo fato de serem referentes ao estado momentâneo e transiente
do final da partida, não representando, portanto, graus evolutivos ou de desempenho.
Desse modo, a métrica gold que indica a quantidade de dinheiro ao finalizar a partida e
também todas as relativas a item que se referem aos itens presentes no fim da partida
foram desprezadas.

3.3.2 Eliminação de Atributos

Devido ao alto custo computacional dos algoritmos de mineração de dados e para
melhoria da qualidade de resultados, foi realizada uma análise de correlação entre os
vetores com o intuito de remover atributos desnecessários. A correlação é uma técnica
estatística que pode mostrar quando e como dois pares de atributos estão relacionados.
Construiu-se uma tabela com os valores de correlação entre todos os atributos e os atributos
mais correlatos foram eliminados ou agregados em um só. A análise foi feita usando o
coeficientes de correlação de Pearson (LAWRENCE; LIN, 1989) (ADLER; PARMRYD,
2010) e também o de Spearman (LYERLY, 1952) (CROUX; DEHON, 2010).

O coeficiente de correlação é um número entre −1 e +1 que mede o grau de
associação entre dois atributos, por exemplo, X e Y . Um valor positivo de correlação
implica uma associação positiva. Neste caso, valores elevados em X tendem a ser associados
com valores elevados em Y e valores baixos de X tendem a serem associados com valores
baixos em Y . Um valor negativo de correlação implica uma associação inversa, neste caso
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valores elevados de X tendem a se associarem com valores baixos em Y e vice-versa.

Pearson = n(∑
xiyi)− (∑

xi)(
∑

yi)√
[n ∑

x2
i − (∑

xi)2][n ∑
y2

i − (∑
yi)2]

(3.3)

Spearman =
∑(xi − x)(yi − y)√∑(xi − x)2(yi − y)2

(3.4)

Estes operadores são usados para criar a matriz de correlação para todos os atributos.
Como o objetivo é eliminar atributos semelhantes, toma-se o valor absoluto dos elementos
da tabela e remove-se aqueles com um valor acima de um determinado limite.

3.4 Mineração

Nesta etapa deve ser realizada a análise dos dados de estatística de jogadores
visando gerar informações úteis para se entender a formação de equipes.

Durante o processo de estudo de quais métodos de aprendizado não-supervisionados
seriam mais adequados para o problema em questão, foram experimentados k-means,
clusterização hierárquica e redes neurais. Redes neurais apresentaram resultados mais
interessantes, sendo capazes de segregar e identificar uma maior quantidade de classes
dentre os jogadores. Dentre as redes utilizadas, escolheu-se ESOM por ser usado pela
comunidade de maneira bem sucedida para caracterizar jogadores (DRACHEN; CANOSSA;
YANNAKAKIS, 2009) (GRUNZ; MEMMERT; PERL, 2012).

A clusterização hierárquica e k-means sugeriram que haveria cerca de 2 ou 3 classes,
um valor considerado baixo para o Dota 2 e considerado não representativo para este
trabalho, uma vez que não ressaltava características singulares dos grupos. Assim, tentou-se
explorar mais técnicas e foi possível descobrir que o uso de outros algoritmos geravam
resultados mais interessantes do ponto de vista de agrupamento de jogadores.

3.4.1 Treinamento e Classificação com ESOM

De posse de uma base dados com descritores de desempenho de jogadores, foi
executado o algoritmo ESOM (ULTSCH; MÖRCHEN, 2005) com alguns valores modifica-
dos em relação aos sugeridos na ferramenta “Databionics ESOM Tools” produzida pelos
autores. Dentre eles destacam-se:

• A topografia da rede neural: Toróide como na Figura 10a. Esta escolha foi tomada para
evitar efeitos de borda que poderiam levar a uma classificação errada dos neurônios.
Um toróide possui continuidade vertical e horizontal, facilitando o entendimento de
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(a) Exemplo de Rede Neural em Toróide (b) Processo de Planificação de um Toróide

Figura 10 – Topologia Escolhida para o SOM

classes correlatas. A transformação em mapa pode ser observado pela Figura 10b e
ajuda a entender como essa topografia auxilia a observação dos resultados;

• A largura e altura da rede são respectivamente de 150 x 123 neurônios. Esses valores
correspondem a multiplicação dos valores sugeridos pela referencia, que são 100 x 82,
por uma vez e meia. Este incremento se justifica uma vez que se busca observar o
caráter emergente da rede que só é obtido com uma maior quantidade de neurônios;

• Foram usadas 300 épocas de treinamento, valor maior que as 20 sugeridas pela
referência, com a finalidade de dar mais oportunidade da rede se organizar melhor.

• Raio de busca inicial foi tomado como 15, menor que o sugerido 24, escolha feita
para realizar mais buscas locais e compensar o aumento da quantidade de épocas.
Quanto menor o raio inicial, as buscas tornam-se mais locais.

• O algoritmo de distâncias e raios de busca foi o comum da literatura: distância
euclidiana;

• Todos os decaimentos e resfriamentos foram os mesmos da referência, lineares em
função da iteração da época de treinamento;

• A função de pesos de vizinhança adotada foi o mesmo da referência, a gaussiana;

• O algoritmo de treinamento de neurônios utilizado foi o mesmo adotado pela literatura
de referência, o Online Training.

Vale ressaltar que para chegar aos parâmetros descritos foram executados sucessivos
treinamentos utilizando o ESOM, até obter um mapa que apresentasse características satis-
fatórias como a mesma topologia em dois testes consecutivos (convergência), granularidade
e resolução suficiente para a classificação dos neurônios.
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3.4.2 Classificação de Usuários com ESOM

A partir do mapa SOM treinado, foi feito o agrupamento de neurônios utilizando os
conceitos de U-Matrix e P-Matrix descritos na Seção 2.2. Cada agrupamento de neurônios
classificou um determinado tipo de usuário. Em seguida todos os vetores de características
dos usuários foram categorizados em classes usando o classificador treinado.

Para facilitar a etapa de agrupamento de neurônios, foram realizadas modificações
no código fonte da ferramenta “Databionics ESOM Tools”. As modificações foram similares
às empregadas em processamento de imagens denominadas limiarização e detecção de
rampa. Objetivou-se encontrar proceduralmente as regiões da U-Matrix e P-Matrix que
são cercadas por cadeias de montanhas e segmentá-las. A característica principal destas
regiões é a separação por um gradiente, ou como em paralelo à imagens, são regiões nas
quais há uma grande mudança de cor.

3.5 Interpretação

3.5.1 Rotulação

Após o agrupamento de neurônios usando o ESOM, foi realizada a classificação da
base de dados. Para cada classe de usuários, fez-se a média das estatísticas do desempenho
do agrupamento gerando um centróide. Ao se comparar o desempenho médio de cada
centróide com as demais, foram identificados os padrões de comportamento comuns aos
indivíduos dos grupos. Cada agrupamento recebeu como rótulo um nome que sintetiza as
suas características.

3.5.2 Identificar a composição de equipes

Visando propor um estudo para formação de equipes, é preciso entender suas
composições e como cada uma impacta em relação a parâmetros que avaliem o quanto
uma partida é divertida ou que causa um maior grau de tensão.

Por conta do exposto, foi feito um estudo para analisar métricas que poderiam
indicar uma melhor disputa. No caso do Dota 2, foram utilizadas duas métricas que se
mostraram bastante adequadas para a indicação de uma partida disputada: a quantidade
de assassinatos realizados por um time e a duração da partida. Esse é um ponto importante
nessa etapa da avalição: descobrir as métricas que mais estejam associadas a partidas
disputadas.

A partida é mais divertida quanto mais ela for equilibrada. O equilíbrio entre times
implica em empate de desempenho médio dos times. Para o caso do futebol, uma boa
métrica é o placar. No entanto, nem sempre o placar indica realmente como foi a partida.
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Existem jogos que um time ganha, mas a posse de bola e quantidade de chances de gol do
time perdedor é muito maior. Isso normalmente é considerada uma exceção. Mas acontece.

No caso do Dota, a duração da partida é uma fonte de informação sobre sua
disputa. Uma partida que rapidamente é concluída indica que houve um desbalanceamento
entre equipes. Da mesma forma, uma partida em que o número de assassinatos é muito
grande em relação a outra equipe, normalmente impacta no vencedor. No entanto, foram
encontradas partidas em que o vencedor assassinou menos que o perdedor, de forma similar
ao que foi descrito sobre o futebol.

Uma vez que tenham sido definidos as métricas para se avaliar boas partidas, é
necessário analisar a formação das equipes nesses casos. Ao se analisar essa questão no
Dota 2, notou-se que quanto mais equilibrados eram os times, em termos das classes de
jogadores encontrados na mineração, melhor era a partida, no que se refere ao tempo de
duração e assassinatos por time.

3.6 Considerações Finais
Neste capítulo foi apresentada a metodologia empregada para se estudar a formação

de equipes. A metodologia foi baseada no processo de descoberta de conhecimento em
banco de dados e foi executada em uma série de etapas. Essas etapas incluíram a coleta
de dados, pré-processamento, transformação e a efetiva mineração, usando algoritmos de
inteligência artificial.

A partir dos resultados da mineração será possível identificar agrupamentos de
usuários mais significativos. Após a análise de um especialista, os grupos serão rotulados,
visando identificar as principais características ressaltadas nos agrupamentos.

De posse dos grupos de usuários identificados, serão realizadas análises das partidas,
especialmente aquelas com bons indicadores de competitividade, para tentar se inferir
como deveria ser a formação de times para maximizar o engajamento e diversão. Para isso,
será necessário definir que indicadores poderão ser usados para se avaliar uma partida
disputada.

A análise das partidas disputadas, especialmente abordando a composição das
equipes, baseadas nos grupos aqui identificados, poderão ressaltar critérios para formação
de equipes que maximizem a disputa entre times.

O próximo capítulo demonstra, passo a passo, a execução da abordagem descrita
neste capítulo, bem como as conclusões sobre a formação de equipes no Dota 2, além de
uma tentativa de generalização dessa abordagem, visando torná-la independente de jogo e
aplicável em qualquer disputa envolvendo times.



Parte III

Parte Final
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4 Resultados e Discussão

4.1 Coleta e Tratamento de Dados

Para a realização do presente estudo foram coletadas informações de cerca de 11
milhões de partidas do Dota 2, entre março e maio de 2014, na versão 6.80, alcançando
aproximadamente 140GB de dados de sumários de fim de partida. Foram descartadas as
partidas que possuíam uma quantidade diferente de 10 usuários presentes, medida tomada
para remover as partidas que já iniciavam desfalcadas. Da mesma forma, foram descartadas
as partidas com duração menor que 5 minutos, uma vez que esse é o tempo limite utilizado
pelo jogo para caracterizar uma deserção além de ser uma duração improvável para um
jogo envolvendo uma disputa real entre dois times.

O pré-processamento consistiu em fazer a estatística de desempenho de jogador
apenas para os que estiveram presentes em pelo menos 10 partidas, dentre as coletadas,
considerando os critérios anteriormente mencionados. Tal etapa permitiu calcular a média
móvel (SAID; DICKEY, 1984) (MCCONVILLE; MILOSEVIC, 2014) simples do desempe-
nho do jogador e minimizar desvios estatísticos que não representem o seu desempenho
frequente.

Em seguida foi criado o vetor de característica para cada usuário. Ele é composto
pelas médias de componentes de cada métrica aritmética dentro das partidas que cada
usuário participou. Este processo de seleção e tratamento resultou em cerca de 125 mil
descritores de usuários, ou vetores de características de desempenho de jogadores distintos.

Realizou-se a análise de correlação entre os atributos utilizando os coeficientes de
Pearson e de Spearman. Removeu-se aqueles que possuíam uma grande similaridade, que
são representados pelos valores com coeficiente de correlação acima de 0.8 em absoluto.
Os atributos removidos foram: PositiveVotes, NegativeVotes, LastHitsPercent, HeroDama-
gePercent, GoldSpentPerMinute e DeniesPercent.

A Figura 11 representa uma matriz quadrada de 27 linhas. Cada linha está associada
a um dos atributos utilizados na caracterização de um jogador. Os atributos mostram a
representação das tabelas das matrizes de correlação variando em escala de cores. A escala
de cores varia de vermelho (RGB 255, 0, 0) que representa valores de correlação próximos
a 0%, passa pela cor verde (RGB 0, 255, 0) para valores próximos a 50%, até o azul (RGB
0, 0, 255) para os próximos a 100%. As demais cores representam valores intermediários
dentro da escala. Os valores da tabela são representados no Apêndice A. Em sequência, os
atributos são: KillsDeath, KillsPercent, KillsBalance, AssistsDeaths, AssistsPercent, Deaths-
Percent, Denies, DeniesPercent, Duration, FirstBloodTime, GoldPerMin, GoldSpentPercent,
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(a) Representação da Matriz Coeficientes de Correla-
ção de Pearson

(b) Representação da Matriz Coeficientes de Correla-
ção de Spearman

Figura 11 – Matrizes de coeficientes de correlação

GoldSpentPerMinute, HeroDamagePerMin, HeroDamagePercent, HeroHealingPerMin, He-
roHealingPercent, LastHitsPerMin, LastHitsPercent, TowerDamage, TowerDamagePercent,
WinsPercent, XpPerMin, Leaver, Votes, PositiveVotes e NegativeVotes.

Para exemplificar a remoção dos atributos, destaca-se o exemplo dos dois últimos
atributos: PositiveVotes e NegativeVotes, ambos apresentam alta taxa de correlação com os
demais atributos, observada pela grande quantidade de elementos na cor de azul na Figura
11 alcançando extremos que ultrapassam o limiar estabelecido. No lugar de ambos, usou-se
a soma dos votos (Votes) pois a quantidade de positivos era bastante correlata com a de
negativos além de que poucas partidas recebiam votos. Logo, a somatória de votos positivos
e negativos é uma métrica que indica se a partida é popular entre os telespectadores
ou não. Outro exemplo é a remoção de algumas métricas compostas que relacionam
duas informações tais como HeroDamagePercent, GoldSpentPerMinute e DeniesPercent,
que possuem correlação com outros componentes. Ao se detectar a existência de dois
componentes correlacionados, o critério de escolha para a remoção de um em detrimento
do outro recaiu sobre o que apresentou maior correlação com os demais.

4.2 Treinamento e Classificação
Os valores de ajuste do algoritmo ESOM descritos na Seção 3.4 foram os que

permitiram que a estrutura de organização de neurônios conseguisse convergir e gerar
sempre a mesma topografia de localização dos neurônios, criando um mapa estável no qual
a vizinhança dos neurônios é a mais ajustada que o algoritmo encontrou. Este critério é
cientificamente aceito na literatura (ULTSCH; MÖRCHEN, 2005) (DRACHEN; CANOSSA;
YANNAKAKIS, 2009) para verificar se os parâmetros escolhidos estão adequados. Foram
testados diversos parâmetros, para observar o quanto a rede se modificava em relação
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a cada um deles, até que os mapas gerados consecutivamente apresentassem a mesma
topologia.

Neste sentido, o parâmetro de tamanho da rede foi testado com diferentes valores
visando encontrar o que gerasse mapas com a mesma topografia e com granularidade
suficiente para segmentar os agrupamentos e descobriu-se que este valor teria de ser
superior ao da referência. Além disso, O parâmetro épocas de treinamento também foi
modificado para dar mais oportunidade para os agrupamentos que se movem lentamente
poderem se ajustar melhor.

A Figura 12 mostra o resultado da classificação do mapa de neurônios, no qual
se pode notar uma riqueza de detalhes e contornos para separar os agrupamentos. A
seguir serão abordados com mais detalhes as etapas que levaram até este resultado e a
interpretação de cada classe.

Figura 12 – Mapa Final de Neurônios Classificados

4.2.1 Treinamento

A execução do algoritmo de treinamento do ESOM resultou em um mapa de
neurônios que podem ser visualizado pelas representações em U-Matrix e P-Matrix a
seguir. Eles mostram a topologia para cada neurônio exibido como um valor de altura
3D de uma paisagem de alta dimensionalidade reduzida a um espaço bidimensional. A
descrição do emprego da metodologia ESOM para agrupar e classificar os neurônios é
evidenciada na Seção (4.2.2).

A estrutura da rede neural adotada foi a toroidal, conforme descrito na Seção 3.4.1.
Dessa maneira, o SOM possui as características que podem ser observadas nos mapas
em P-Matrix e U-Matrix tais como a continuidade na topologia nos sentidos verticais e
horizontais.
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(a) Representação U-Matrix do SOM (b) Representação U-Matrix em Alto Contraste
do SOM

(c) Representação P-Matrix do SOM

Figura 13 – Representações U-Matrix e P-Matrix do SOM

A Figura 13a exibe a representação dos neurônios treinados do SOM como uma
matriz de distâncias U-Matrix e para melhorar a visualização e entendimento, a Figura
13b exibe-a em alto contraste. A Figura 13c exibe o mesmo mapa SOM porém, seguindo
os conceitos de densidade pareto (P-Matrix). Uma vez que ambas são geradas usando
o mesmo SOM, percebe-se que existe uma grande relação entre as duas formas de se
observar o mapa. Isso sugere que tanto a forma de visualização do mapa em P-Matrix e
U-Matrix possuem uma topologia bastante semelhante. Ao se comparar as duas, pode-se
notar que existem regiões e estruturas semelhantes, como por exemplo a porção do canto
inferior direito das duas representações e uma região bem definida, cercada por montanhas
próximo à região descrita. A limiarização exibida na Figura 13b permite uma observação
mais facilitada dos contornos das curvas de nível da topologia.

Nas figuras a seguir, são apresentadas as relações entre cada um dos componentes do
vetor de características, evidenciando como os neurônios se agrupam em função das métricas
para alcançar a organização final do mapa SOM. O apêndice B contém a compilação
de todas as influências individuais. A escala de cores destas imagens varia de vermelho
para azul. Quanto mais vermelho for um neurônio, mais positivo é o valor da influência,
quanto mais azul, mais negativo é o peso do neurônio para esse componente. A imagem é
importante para detectar as relações entre os componentes e, se a informação representada
por um componente possui ou não associações com os demais.

Uma quádrupla associação pode ser observada na Figura 14 e diz respeito à
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(a) Denies (b) HeroDamagePerMin

(c) Votes (d) Leaver

Figura 14 – Relação entre Denies, HeroDamagePerMin, Votes e Leaver

localização da região colorida de azul em Denies, representando a negação de creeps, com
o que está em azul na HeroDamagePerMinute, que representa o dano feito a heróis por
minuto, com o que está em azul escuro na Votes, que representa o quanto que uma partida
é assistida e, com o que está colorido de vermelho na Leaver, que representa a taxa de
abandono. A partir dessa associação pode-se afirmar que usuários que costumam abandonar
as partidas, são os mesmos que possuem baixo rendimento em negação de creeps, são
os que conseguem causar menos danos aos inimigos durante uma partida e são os que
participam de partidas nas quais a comunidade não gosta de assistir. Observando ainda
a Votes e HeroDamagePerMinute representado pelos valores em vermelho, percebe-ser
que a comunidade prefere assistir jogos com a presença de usuários com alta taxa de
dano a heróis. Nota-se que a maioria dos outros componentes se organizam respeitando o
formato do contorno da Leaver e, portanto, pode-se inferir que é uma métrica de grande
importância.

(a) KillsPercent (b) HeroDamagePercent (c) GoldSpentPercent

Figura 15 – Relação entre Kills, HeroDamagerPercent e GoldSpentPercent

A Figura 15 apresenta outra associação importante entre três componentes, Kills-
Percent, HeroDamagePercent e GoldSpentPercent. O formato geral da topografia do mapa
na KillsPercent representa o desempenho da finalização de inimigos em relação ao seu
time, e HeroDamagePercent mostra o quanto um usuário causa dano a inimigos, enquanto
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a GoldSpentPercent indica o quanto um usuário conseguiu gastar em relação aos demais
do seu time. Essa associação indica que o usuário que costuma ser efetivo na finalização
de inimigos, também é o usuário que mais gasta gold do seu time, e é o que mais causa
dano em inimigos.

(a) FirstBloodTime (b) Leaver

Figura 16 – Relação entre FirstBloodTime e Leaver

Ao observar na Figura 16 o componente FirsBloodTime que representa o momento
do primeiro assassinato e a Leaver que mostra a taxa de abandono, percebe-se que
usualmente os usuários desertores, são os mesmos que participam de partidas nas quais
ocorrem assassinatos logo no começo. Isso indica que um usuário que é assassinado
justamente no início da partida, é o mesmo que tende a abandoná-la.

(a) AssistsDeath (b) KillsDeath

Figura 17 – Relação entre AssistsDeaths e KillsDeaths

Existe uma semelhança na Figura 17 na região específica em vermelho do compo-
nente AssistsDeaths, e o componente KillsDeaths. O AssistsDeaths representa a relação
entre a quantidade de contribuições ou assistências em assassinatos de inimigos sobre o
número de vezes que o usuário morreu, enquanto que o componente KillsDeaths, representa
a taxa de assassinatos de inimigos sobre a quantidade de vezes que o usuário morreu.
A partir desta associação, pode-se afirmar que o mesmo usuário que costuma ter um
alto desempenho em assistências, também demonstra ter um desempenho semelhante
em assassinatos. Contudo, os demais dados divergem ou não possuem associação clara,
evidenciando que são jogadores que diferem uns dos outros por focar no desempenho maior
em assassinatos, logo devem ser classificados de maneira diferente.

Ao se comparar as topografias dos mapas da Figura 18, percebe-se que os compo-
nentes GoldPerMin e LastHitsPerMin são bastante semelhantes em seu formato, mudando
apenas a escala das cores. O GoldPerMin representa a taxa de acúmulo de gold por minuto,
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(a) GoldPerMin (b) LastHitsPerMin

Figura 18 – Relação entre GoldPerMin e LastHitsPerMin

que pode ser proveniente de assassinatos, finalizações de creeps ou outros meios, enquanto
que o LastHitsPerMin, representa apenas a quantidade de finalizações de creeps por minuto.
Isso indica que os usuários que possuem um determinado rendimento em um dos dois
componentes do vetor de características, também possuem um rendimento semelhante na
taxa do outro componente. Portanto, ambos os componentes mapeiam o mesmo padrão
semelhante de ação ou decisão de usuário e ambos se complementam.

4.2.2 Agrupamento e Classificação

(a) Mapa de Classes (b) Legenda

(c) Localização geográfica dos neurônios classificadores de cada
classe, mapa ESOM em mosaico

Figura 19 – Distribuição de classes ao longo do mapa ESOM.

Após o treinamento dos neurônios do SOM, a etapa seguinte consistiu no agrupa-
mento de neurônios utilizando os conceitos descritos na Seção 2.2.1 e Seção 2.2.2 para
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posterior classificação da base. O SOM foi segmentado considerando a representação
U-Matrix seguindo os quesitos de vales ou planícies, separados por cadeia de montanhas e
picos, e observando a representação P-Matrix seguindo o conceito de planaltos no mapa
de densidades.

Dentro da Figura 19, a Figura 19a mostra a silhueta das classes de usuários que
serão abordadas a seguir, e, de maneira análoga, a Figura 19c mostra-a em mosaico.
Como o objeto de estudo foca-se em melhorar a permanência do usuário na partida e
o balanceamento, pode-se observar a influência do componente LeaverStatus descrito
anteriormente na Figura 14 com a segregação dos neurônios em classes na Figura 19a, em
especial com as classes que mais apresentam usuários desertores frequentes.

De posse deste mapa, particionou-se os usuários em 12 classes diferentes. Usando a
base de dados de usuários classificados, buscou-se analisar e avaliar a formação de partidas
e cujo resultado foi condizente com o adotado pelo jogo Dota 2.

(a) Mapa SOM Classificado (b) Visualização do SOM como U-Matrix

(c) Visualização do SOM como U-Matrix
em Alto Contraste (d) Visualização do SOM como P-Matrix

Figura 20 – Visualizações de Classificação de Regiões com ESOM

A Figura 20 coloca lado a lado todas as visualizações do mesmo SOM usadas
no algoritmo do ESOM para agrupar os neurônios classificadores. A Figura 20a mostra
o mapa já classificado para ser usado como referência; a 20b, a visualização U-Matrix;
a 20c, a U-Matrix em alto contraste e a 20d, a P-Matrix. Uma forma de se entender o
funcionamento do agrupamento e classificação usando ESOM é observar a classe C2 (uma
das classes denominadas Common) vista na Legenda 19b representada pela região em cor
laranja na Figura 20a, formada a partir da separação por meio de cadeias de montanhas,
observáveis nas demais figuras. Ao se observar o agrupamento de neurônios feito na Figura
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Tabela 1 – Distribuição Percentual de Usuários por Classe

Classe de Usuários %

C1 - CommonA 32.52
C2 - CommonB 36.49
C3 - Leaver 4.40
C4 - Experience 0.35
C5 - Tactical 9.54
C6 - Supporter 10.29
C7 - Losers 1.05
C8 - SemiLeaver 1.56
C9 - Wealthy 0.38
C10 - TopPlayers 0.17
C11 - Speedy 0.80
C12 - FullLeaver 2.45
Total 100.00

20a e comparar com as outras formas de visualização, nota-se que obedece fielmente a
topografia exibida pelas visualizações em U-Matrix e P-Matrix.

Com as classes definidas, realizou-se a estatística que mostra a distribuição per-
centual de usuários em cada classe, conforme a Tabela 1. Pode-se notar que as classes
mais comuns são as Common (C1 e C2), Supporter (C6) e Tactical (C5). O significado
do nome de cada rótulo de classe é abordado na Seção 4.3.

A Figura 21a exibe o valor médio de cada uma das 22 métricas criadas este estudo
relativas a cada uma das 12 classes de usuários indicadas na Tabela 1, especificando o erro
padrão associado.

A Figura 21b mostra os dados utilizados para a geração da Figura 21a em escala
de cores variando de verde a vermelho. Quanto mais vermelho for uma determinada média,
melhor é a métrica em relação às demais classes, e de maneira oposta, quanto mais verde
for a média, pior é a métrica. A observância de quais valores eram melhores, piores e
intermediários de cada métrica levou a caracterização das classes. Por exemplo, ao observar
a Figura 21b, consegue-se perceber que a classe C10 possui diversas métricas com os
melhores valores em métricas bastante importantes, o que indica que são os usuários com
os melhor desempenho.

O significado das siglas encontram-se descritos na Seção 3.3.1. Para favorecer a
compreensão das tabelas a seguir, apresentam-se as siglas e os seus respectivos nomes: KD:
KillsDeaths; KP: KillsPercent; KB: KillsBalance; AD: AssistsDeaths; AP: AssistsPer-
cent; DP: DeathsPercent; Den: Denies; Dur: Duration; FBT: FirtstBloodTime; GPM:
GoldPerMinute; GSP: GoldSpentPercent; HDPM: HeroDamagePerMinute; HDP: Hero-
DamagePercent; HHPM: HeroHealingPerMinute; HHP: HeroHealingPercent; LHPM:
LastHitsPerMinute; TD: TowerDamage; TDP: TowerDamagePercent; WP: WinsPercent;
XpM: ExperiencePerMinute; Lea: LeaverStatus; Vot: Votes.
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Figura 22 – Normalização Relativa das Médias

A Figura 22 é uma variação das duas figuras anteriores e mostra a silhueta das
médias das métricas de cada classe. Para gerar esta silhueta executou-se uma normalização
dos valores seguindo a Equação 4.1. Essa normalização gerou como resultado a atribuição
do valor 1 ao grupo cujo componente apresentou a maior média para determinada métrica
dentre as classes observadas e, 0 ao menor valor da média, enquanto que aos demais, foi
aplicada uma função linear para ajustar ao intervalo entre 0 e 1. Em alguns casos, como
em DeathsPercent, que representa a quantidade de vezes que o jogador morreu em relação
ao total de vezes que os seus aliados morreram, essa normalização aconteceu de maneira
inversa para representar o sentido do quanto menor, melhor. Em seguida, os valores foram
escalados utilizando a Equação 4.2 para coincidirem e, portanto, permitir a comparação da
distribuição relativa entre cada componente. Este cálculo foi feito para ressaltar o quanto
que cada componente presente no vetor de características médio impacta relativamente em
relação a outras classes. Para maiores detalhes e aprofundamento, o Apêndice C contém
as demais tabelas e figuras intermediárias.

V alorCorrente− V alorM ínimo

V alorMáximo− V alorMinimo
(4.1)

V alorCorrente

SomatóriaDeTodosOsV aloresDaClasse
(4.2)
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4.3 Interpretação
As classes foram rotuladas considerando os valores médios de cada um dos com-

ponentes. O ESOM conseguiu diferenciar 12 classes de usuários. Para efeito didático, os
tipos de usuários foram agrupados em 3 superclasses com características comuns: Leavers,
TopPlayers e Common Users e, 4 outras independentes, descritas a seguir:

Leavers : jogadores cuja principal característica que os diferenciam é serem desertores
frequentes. Este agrupamento foi caracterizado observando a componente Leaver
na Figura 21 (valores em verde) e, principalmente, a Figura 22, na qual é possível
perceber que essa métrica se destaca em relação as de outras classes. Na base de
dados quando uma partida contava com a presença de um usuário desta classe,
em pelo menos 25% dos casos ela se tornava inválida (safe-to-leave). Cerca de 8%
dos usuários possuem estas características indesejáveis. Usualmente, em razão do
abandono e da baixa interação com o jogo, as partidas com usuários desta superclasse
tendem a demorar muito (Duration), devido ao baixo engajamento (deserção e AFK )
de ambos os lados, restando poucos usuários para destruir a base adversária.

FullLeaver (C12): possui quase todas as piores métricas, como por exemplo, a
maior taxa de abandono (cerca de 60%), conforme pode ser observado na Figura
21b pelos valores em verde. Além disso, apresenta o menor valor da métrica
FirstBloodTime, o que indica que jogadores dessa classe devam ser descuidados,
normalmente morrendo logo no início do jogo, fato esse que deve incentivá-los
a desistirem rapidamente;

Leaver (C3): subclasse bastante semelhante ao FullLeaver, contudo, a componente
FirstBloodTime é discrepantemente maior que os demais, o que indica que o
abandono é tão grande em ambos os lados que nem chega a ocorrer uma morte
na partida. Isto acontece quando um usuário abandona logo no começo e os
demais o acompanham. Isto pode ser observado mais facilmente na Figura 22
ao observar a componente FBT ;

SemiLeaver (C8): subclasse dos desertores que mais se destacam em destruir
torres e estruturas inimigas, fato destacado pela métrica TowerDamage. Cor-
respondem ao subgrupo dos Leavers que possui as melhores métricas, embora
ainda baixas, fato evidenciado na Figura 21b.

Losers (C7): jogadores cujas principais características são de possuírem a menor
taxa vitória (WinsPercent) e de dano a estruturas(TowerDamage), conforme
pode ser observado na Figura 21b.

TopPlayers jogadores que possuem as melhores médias de métricas de maneira geral,
com excelente desempenho em partidas. Evidenciado na Figura 21b pelas cores mais
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próximas ao vermelho.

TopPlayer (C10): são os melhores jogadores, de maneira geral, uma vez que
possuem as melhores métricas de cada atributo, destacando-se pela maior taxa
de vitórias (WinsPercent), observada na Figura 21b. Detectou-se na base de
dados que a equipe que possuía um usuário desta classe ganhou cerca de 64%
das partidas;

Tactical (C5): jogadores com bom desempenho nas métricas e, de maneira geral,
possuem características mais táticas, preferindo atuar estrategicamente em
estruturas (TowerDamage) do que em heróis. Também apresentam uma maior
duração de partida (Duration), o que indica que sabem defender bem. Estes
dados ficam mais claros ao se analisar essas métricas na Figura 21b;

Common Users: jogadores que formam a maior parcela de usuários, com desempenho
baixo em todas as métricas. A observação da diferença entre as duas subclasses desse
agrupamento é melhor observada na Figura 22.

CommonA (C1): Dentre os usuários comuns, são aqueles cuja principal diferença
para o outro grupo de usuários comuns (CommonB) está na realização de cura
(HeroHealingPerMinute e HeroHealingPercent) aos seus aliados e menos dano
aos seus adversários (HeroDamagePerMinute e HeroDamagePercent). Além
disso, são menos desertores (Leaver);

CommonB (C2): Dentre os usuários comuns, são aqueles cuja principal diferença
é fazerem menos cura à aliados (HeroHealingPerMinute e HeroHealingPercent),
mais dano a adversários (HeroDamagePerMinute e HeroDamagePercent) em
relação ao outro grupo comum (CommonsA) e serem mais desertores (Leaver);

Speedy (C11): Usuários que se destacam por proporcionarem que as partidas durem
pouco. São os que possuem a menor média na componente Duration observada na
Figura 21b;

Supporter (C6): Usuários que se destacam por possuirem os maiores valores nas taxas de
cura (HeroHealingPerMinute e HeroHealingPercent) e de assistências em assassinatos
(AssistsDeaths e AssistsPercent) observados na Figura 21b. O que indica que preferem
se distanciar mais das batalhas e focam em curar os demais ou, dar suporte para
que estes evoluam;

Wealthy (C9): Usuários que se destacam por possuírem elevados valores de arrecadação
de Gold (GoldPerMinute e GoldSpentPercent) dentre as classes não-desertoras. As
taxas não são tão elevadas, o que indica que possivelmente sejam usuários que passam
boa parte do tempo na floresta e são os que usualmente acumulam mais dinheiro
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dentro do seu time. Estes detalhes são melhor observados nas respectivas métricas
exibidas na Figura 21b;

Experience (C4): Usuários cuja principal característica é a aquisição de elevada taxa
de experiência (eXperiencePerMinute), perdendo apenas para a classe TopPlayers,
conforme pode ser visualizado na Figura 21b.

4.4 Interpretação da Formação de Equipes
Neste trabalho foi realizado um estudo sobre a formação de equipes no jogo DOTA

2. Esse estudo foi baseado na classificação dos jogadores, oriunda de métricas e na avaliação
de partidas observando a composição das equipes.

Uma vez tendo os diversos agrupamentos existentes entre jogadores, partimos para
o último passo da metodologia empregada: analisar métricas de boas partidas e avaliar
como essas partidas eram compostas em termos de jogadores.

Para se analisar quais métricas indicariam boas partidas, foi utilizado o conheci-
mento de um especialista no jogo, que indicou as métricas de duração e a diferença no
número de assassinatos como sendo decisivas para se entender o nível de disputa de uma
partida.

A duração é algo diretamente ligado a esse tipo de jogo. Quanto mais um jogo
durar, significa que houve mais disputa e nenhum dos times conseguiu sobrepujar de forma
fácil o adversário. A diferença entre assassinatos é importante pois foca em um aspecto
normalmente associado à definição do ganhador e que reflete a interação entre jogadores.
Ela representa uma forma de medir o quanto um usuário atua em outro. Neste sentido,
pode-se fazer uma analogia com a métrica de chutes a gol de um jogo de futebol. Embora
essa métrica reflita diretamente quem mais atuou no jogo e que teve mais chances, nem
sempre quem ganha é quem mais cria chances de gol, contudo é uma boa métrica para
indicar se a partida está disputada.

A partir da definição das métricas de boas partidas a serem usadas foram analisadas
como essas partidas eram compostas em termos de jogadores, usando as classes encontradas
neste trabalho e como isso influenciava nas métricas que indicavam partidas equilibradas.

Percebeu-se que a existência de um desbalanceamento das classes levava a um
desequilíbrio no jogo, ou seja, quanto mais balanceadas eram as equipes, seguindo as
classes aqui identificadas, mais equilibrada era a partida. A Tabela 2 mostra o impacto do
quanto uma formação de times desbalanceada implica na qualidade de entretenimento de
uma partida.

Foi definida a métrica grau de desbalanço, visando com isso encontrar seu impacto
nas métricas associadas a partidas disputadas. O grau de desbalanço é uma métrica de
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Tabela 2 – Impacto do Balanço de Equipes no Jogo Dota 2

Grau de Duração Média Média de Assassinatos Proporção
Desbalanço da Partida do time do Vencedor de Partidas

0− 1 42m55s± 14m21s 61.87%± 9.95% 32,24%
2 42m01s± 13m06s 62.24%± 8.92% 39,66%
3 37m49s± 12m36s 63.42%± 8.38% 22,72%
4 31m06s± 10m24s 66.07%± 8, 31% 4,85%
5 21m26s± 7m40s 68.49%± 10.80% 0,53%

partida que mede a diferença entre o quanto um perfil de classes de um time difere do
outro. A Equação 4.3 mostra como essa métrica é calculada.

Grau de Desbalanço =

n∑
i=1
|T1i − T2i|

2 (4.3)

Onde:

i : Identificador da i-ésima classe
n : Número de classes

T1i : Quantidade de usuários da classe i presentes no Time 1
T2i : Quantidade de usuários da classe i presentes no Time 2

Para exemplificar o funcionamento da Equação 4.3, considere uma partida for-
mada por dois times, com a seguinte composição: Time 1 - [A, A, B, B, C] e, Time 2 -
[A, A, A, B, C]. A classe “A” tem a diferença de proporção entre os times de uma unidade, e,
da mesma forma, a classe “B”. Entretanto, a classe “C” possui diferença nula apresentando
a mesma quantidade de usuários em cada time, resultando no grau de desbalanço 1. De
maneira análoga, caso os times fossem compostos por [A, B, B, E, F ] e [B, C, G, H, H]
ter-se-ia o valor de desbalanço 4, uma vez que existe apenas 1 usuário de cada time em
equilíbrio de classes.

A Tabela 2 mostra que quanto maior é o grau de desbalanço entre os times, algumas
métricas diretamente relacionadas ao nível de entretenimento são afetadas. Uma partida
equilibrada, com desbalanço de 0 a 3 tende a demorar mais tempo, considerando que
há um desafio maior em sobrepujar o oponente. Pode-se notar também que a proporção
de assassinatos do time vencedor pelo total de assassinatos é tanto maior quanto é o
desbalanço. Isso indica que um lado sobrepuja o outro mais facilmente, levando a um
estado de pouco desafio para a equipe vencedora e também o sentimento de impossibilidade
de reverter a situação, por parte do lado perdedor.
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A análise relativa à proporção de partidas pelo nível de desbalanço nos indica
que o jogo já possui um mecanismo de formação de equipes equilibradas, uma vez que
a maioria das partidas se concentra nos menores níveis de desbalanço. Mais de 70% das
partidas possuem um grau de desbalanço de até dois elementos. Apenas 5% das partidas
possuem grau de desbalanço maior ou igual a quatro, o que indica que o jogo já faz algum
algoritmo inteligente de matchmaking. No entanto, as conclusões obtidas aqui podem
ajudar a melhorar ainda mais a competitividade das partidas.

É interessante registrar que para iniciar um jogo, os pretensos jogadores ficam em
uma fila de espera, até a formação da partida. Isso deve ser feito de forma rápida, para
não causar desistências. Dessa forma, o jogo deve ter um mecanismo fácil de formação.
Com base nos resultados aqui obtidos, seria fácil criar um algoritmo de otimização para
formar a maior quantidade de partidas com o mínimo de desbalanço entre elas.

Figura 23 – Histograma da Duração da Partida em Segundos

A Figura 23 mostra o histograma de distribuição da duração da partida. Pode-
se perceber que há uma considerável quantidade de partidas que duram pouco, muitas
delas devem-se ao fato de que no início da partida o usuário sofre uma morte e se sente
injustiçado ou envergonhado e abandona, e isto encoraja os demais a desistirem. Este tipo
de assassinato geralmente ocorre quando usuários experientes enfrentam novatos.

Depois do alto valor local inicial de partidas com baixíssima duração (barra inicial
do histograma), observa-se que poucas partidas terminam com uma duração baixa, o que
é de se esperar, uma vez que o jogo não possui meios para uma equipe sobrepujar a outra
em tão pouco tempo a ponto de causar uma vitória. Em seguida os valores de duração
de partida passam a seguir uma distribuição semelhante a uma curva lognormal uma vez
que representa a capacidade dos jogadores de um time de acumular suficientemente uma
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diferença de vantagens em relação ao outro. O valor aberrante da curva deve-se a algum
mecanismo de proteção dentro do jogo que envolve uma desconexão forçada pelo sistema.
Este tipo de observação deixa claro o quanto é importante formar partidas com usuários
com características semelhantes.

Tabela 3 – Duração por Desbalanço

Duração Desbalanço Número de
(minutos) Médio Partidas

5 2.1885 2960
10 2.1209 1059
15 2.0507 2010
20 2.1271 5491
25 2.0742 9631
30 1.8990 8261
35 1.8622 8630
40 1.8310 7029
45 1.8539 5360
50 1.8185 4258
55 1.8531 4233
60 1.8593 2303
65 1.8199 1066
70 1.7920 697
75 1.7820 500
80 1.7382 424

Os dados contidos na Tabela 3 detalham a Figura 24 e mostram a relação entre a
duração da partida e o desbalanço. Ao se observar as partidas ordenando-as segundo a
duração de maneira crescente, nota-se que há uma tendência mostrando que quanto mais
a partida dura, menor é o desbalanço ou seja, maior equilíbrio entre os times. Ou seja, o
balanceamento das equipes, em termos das classes aqui descobertas, favorece a criação de
partidas mais equilibradas.
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Figura 24 – Duração por Desbalanço

DeltaMortes = AssassinatosDoT imeV encedor − AssassinatosDoT imePerdedor

TotalDeAssassinatos
(4.4)

Para complementar a analise da utilidade do Grau de Desbalanço, foi observada a
relação com a métrica Delta Mortes a ser definida pela Equação 4.4. Esta métrica mostra
o quanto que um time vencedor é efetivo em fazer assassinatos sobre o time perdedor.

Tabela 4 – Delta Mortes por Grau de Desbalanço

Delta Desbalanço Número de
Mortes(%) Médio Partidas

-40 1,9713 349
-30 1,9716 739
-20 2,0299 937
-10 2,0735 1061
0 2,1462 14990
10 2,1326 4222
20 2,1566 5446
30 2,1752 5074
40 2,2690 3907
50 2,2791 7365
60 2,2546 2123

Foi possível observar, na Tabela 4 e evidenciada pela Figura 25, uma certa tendência
de crescimento. Quanto mais positivo for o Delta Mortes, maior é a indicação de que
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Figura 25 – Delta Mortes por Grau de Desbalanço

os times foram formados de maneira desbalanceada (grau de desbalanço elevado). Ao
contrário, quanto mais negativo for o Delta Mortes, ou seja, o time vencedor foi o que
causou menos assassinatos, tem-se partidas equilibradas, evidenciado pelo baixo Grau de
Desbalanço. Ainda neste sentido, pode-se interpretar que quanto maior é o desbalanço,
maior é a diferença entre assassinatos do time vencedor em relação ao perdedor, ou que
um time sobrepuja o outro com mais facilidade.

Figura 26 – Histograma de Delta Mortes

Para concluir a interpretação do Delta Mortes, a Figura 26 mostra com mais
granularidade o histograma dessa métrica. Percebe-se que o time vencedor tende a possuir
uma maior taxa de assassinatos em relação ao time adversário, que pode ser observado
como a concentração maior das frequências no lado direito. Este comportamento era de
se esperar, contudo existem partidas nas quais os vencedores são os que menos fizeram
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assassinatos e esses dados estão relacionados com o grau de desbalanço como foi mostrado
anteriormente.

Todas as métricas auxiliares aqui descritas foram desenvolvidas com o intuito de se
comprovar a coerência da métrica Grau de Desbalanço e como ela pode ser usada para
avaliar a formação de equipes.
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5 Conclusão

Este trabalho apresentou um estudo sobre a formação de equipes em jogos virtuais.
A formação de equipes é um problema pouco abordado pela literatura e também um tema
constante em fóruns da comunidade de jogadores, uma vez que existem muitas reclamações
sobre o tema.

Neste trabalho foi utilizada uma metodologia para abordar o tema, baseada no
processo de descoberta de conhecimento em banco de dados. Essa metodologia é dividida
em várias etapas, incluindo a coleta de dados, pré-processamento, transformação e a
efetiva mineração, usando algoritmos de inteligência artificial. A partir dos resultados
da mineração foi possível identificar agrupamentos de usuários bem significativos. Após
a análise de um especialista, os grupos foram rotulados, visando refletir as principais
características associadas a cada grupo.

Foram identificados 12 agrupamentos de usuários. Esses agrupamentos foram ainda
organizados em 3 superclasses com características comuns: Leavers, TopPlayers e Common
Users, além de serem identificados 4 outras classes. Cada uma das classes refletia um grupo
de usuários com características em comum.

De posse dos grupos de usuários identificados, foi possível analisar dados das parti-
das, especialmente aquelas com bons indicadores de competitividade, para tentar se inferir
como deveria ser a formação de times para maximizar o engajamento e diversão. Foram
utilizadas duas métricas para se avaliar as partidas: duração e diferença de assassinatos.
Essas métricas foram sugeridas por um especialista no jogo por refletirem bem o nível de
disputa de uma partida.

Foi possível descobrir que as partidas com maior equilíbrio entre os grupos de
usuários identificados na mineração eram partidas com maior duração e menor diferença
de assassinatos entre vencedor e perdedor. Por conta dessa descoberta, notou-se que um
bom critério para formação de times no Dota 2 seria equilibrar a quantidade de jogadores
de cada uma das 12 classes encontradas na mineração realizada, uma vez que isso favorece
a disputa em uma partida.

O estudo realizado permitiu a identificação de uma macro abordagem para se tratar
com a formação de equipes em qualquer jogo, que é uma outra contribuição deste trabalho.
Essa macro abordagem é dividida em etapas, tais quais as etapas realizadas neste trabalho:

1. Coleta de dados de partidas. Nessa etapa deve-se coletar os dados de partidas, tais
como a duração, equipe vencedora, quantidade de pontos, jogadores participantes,
etc.
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2. Obtenção de métricas de jogadores. Nessa etapa deve-se gerar métricas para cada
jogador presente nas partidas coletadas na etapa anterior. A definição de métricas
para caracterizar os jogadores deve ser feita em conjunto com um especialista no
jogo, de forma a gerar dados que sejam muito relevantes para a classificação dos
jogadores.

3. Identificação de agrupamentos de jogadores. Nessa etapa devem ser identificados
agrupamentos de usuários, utilizando como base as métricas geradas na etapa anterior.
O principal objetivo é identificar jogadores com características em comum.

4. Identificação de métricas de disputa de partidas. Nessa etapa devem ser identificadas
as métricas que melhor exprimem uma partida equilibrada. Essa etapa também exige
a participação de um especialista no jogo em questão.

5. Avaliacão da composição das equipes nas partidas. Nessa etapa deve ser realizada
uma avaliação da composição das equipes nas partidas, analisando em especial as
métricas identificadas na etapa anterior. Essa avaliação deve identificar padrões de
equipe associados a certos indicadores de partidas.

6. Sugestão de uma diretriz para composição de times. Com base na avaliação realizada
na etapa anterior, será possível gerar uma diretriz para a formação de equipes. Essa
sugestão pode ser incorporada em algum mecanismo automático de formação ou ser
usada de forma manual.

É importante ressaltar que este trabalho é inovador na área de pesquisa em Game
Metrics, Analytics e Telemetry, uma vez que que poucos estudos analisam o perfil de
usuários visando prever desconexões (MAHLMANN et al., 2010) ou formar equipes
(POBIEDINA et al., 2013a) (POBIEDINA et al., 2013b). Trata-se de conhecimento que
as empresas não costumam compartilhar.

5.1 Trabalhos Futuros
A realização deste trabalho mostrou que ainda existe muito a ser feito na indústria

de jogos naquilo que se refere à formação de equipes. Por conta disso, uma linha de
continuidade direta desta pesquisa é a aplicação da proposta aqui identificada a outros
jogos que envolvam disputas entre times. Uma sugestão de jogo a ser abordado é o League
of Legends, desenvolvido pela Riot Games, e que é um concorrente direto do Dota 2. A
principal ideia associada a esse trabalho é tentar validar a macro abordagem proposta
aqui em um outro contexto.

A exploração de outros dados para o agrupamento de usuários também poderia ser
uma outra vertente a ser explorada. Neste trabalho foram utilizados dados relacionados
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à visão estática obtida ao final da partida, mas não foi considerado nada relativo à
forma como um jogador joga uma partida. Diversos jogos fornecem essa informação. Ela
contém aspectos não contemplados no sumário de uma partida e pode gerar uma visão
completamente diferente daquela usada aqui.

Um outro trabalho bastante interessante seria embutir a diretriz de formação de
equipes aqui identificada no Dota 2. Dessa forma, a formação de equipes utilizaria a
sugestão identificada neste trabalho. Isso permitiria avaliar se essa diretriz gera melhores
resultados, permitindo ainda uma comparação da estratégia utilizada pela Valve e a
estratégia aqui proposta. No entanto, isso exige a participação direta da Valve, que é a
responsável pelo jogo.
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APÊNDICE A – Matrizes de Coeficientes de
Correlação entre Atributos
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APÊNDICE B – Todos os Componentes do
Mapa ESOM

Figura 29 – Todos os Componentes do Mapa ESOM, Antes da Eliminação de Atributos



82 APÊNDICE B. Todos os Componentes do Mapa ESOM

(a) KillsDeath (b) KillsPercent (c) KillsBalance (d) AssistsDeath

(e) AssistsPercent (f) DeathsPercent (g) Denies (h) Duration

(i) FirstBloodTime (j) GoldPerMin (k) GoldSpentPercent (l) HeroDamagePerMin

(m) HeroDamagePer-
cent (n) HeroHealingPerMin (o) HeroHealingPercent (p) LastHitsPerMin

(q) TowerDamage (r) TowerDamagePer-
cent (s) WinsPercent (t) XpPerMin

(u) Leaver (v) Votes

Figura 30 – Influência dos Pesos dos Neurônios para cada Componente do Vetor de
Características de Usuário na Composição final do SOM
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Figura 31 – Relação de Assassinatos sobre Mortes (KillsDeaths)

Figura 32 – Relação de Assassinatos em Relação ao Time (KillsPercent)

Figura 33 – Relação de Total de Assassinatos em Relação ao outro (KillsBalance)



84 APÊNDICE B. Todos os Componentes do Mapa ESOM

Figura 34 – Relação de Assistências sobre Mortes (AssistsDeath)

Figura 35 – Relação de Assistências sobre Total de Assistências do Time (AssistsPercent)

Figura 36 – Relação de Mortes sobre Total de Mortes do Time (DeathsPercent)
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Figura 37 – Quantidade de Negações (Denies)

Figura 38 – Duração da Partida (Duration)

Figura 39 – Horario do Evento do Primeiro Assassinato (FirstBloodTime)



86 APÊNDICE B. Todos os Componentes do Mapa ESOM

Figura 40 – Relação de Ganho de Gold por Minuto (GoldPerMinut)

Figura 41 – Relação entre o Gold gasto em Relação ao Total da Equipe (GoldSpentPercent)

Figura 42 – Quantidade da Dano causado a Opoententes por Minuto (HeroDamagePer-
Min)
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Figura 43 – Quantidade da Dano causado a Oponentes sobre o Total feito pela Equipe
(HeroDamagePercent)

Figura 44 – Quantidade de Cura a Aliados por Minuto (HeroHealingPerMin)

Figura 45 – Quantidade entre a Quantidade de Cura a Aliados Sobre o Total feito pela
Equipe (HeroHealingPercent)



88 APÊNDICE B. Todos os Componentes do Mapa ESOM

Figura 46 – Quantidade de Eliminação de Creeps por Minuto (LastHitsPerMin)

Figura 47 – Quantidade de Dano feito a Estruturas (TowerDamage)

Figura 48 – Quantidade de Dano feito a Estruturas em relação ao Total feito pela Equipe
(TowerDamagePercent)
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Figura 49 – Relação entre Vitórias e Derrotas (WinsPercent)

Figura 50 – Quantidade de Experiência Ganha por Minuto (XpPerMin)

Figura 51 – Abandono de Partidas (Leaver)



90 APÊNDICE B. Todos os Componentes do Mapa ESOM

Figura 52 – Votos recebidos, positos e negativos (Votes)



91

APÊNDICE C – Matrizes e Tabelas das
Características Médias de Agrupamentos de

Usuários

Figura 53 – Distribuição Relativa de Métricas por Classes

Figura 54 – Normalização das Médias



92 APÊNDICE C. Matrizes e Tabelas das Características Médias de Agrupamentos de Usuários
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