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Método do ponto proximal para um problema de

otimização multiobjetivo não-convexo

Ray Victor Guimarães Serra
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Régia (In memoriam) pela amizade desde sempre. Aos amigos de graduação, com ênfase

aos parceiros Maciel Santos e Julliette Araújo pela enorme amizade. Por fim, agradeço

algumas pessoas que tive o privilégio de ter em minha vida e que serei eternamente grato

por isso, são elas Renata Brito, George Santos, Fernando Santos e em especial Carla Brito

a quem agradeço por toda a confiança depositada em mim, meu muito obrigado pela ami-

ii



iii

zade e companheirismo incondicional, apesar da distância.
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Resumo

Neste trabalho, apresentamos uma generalização do Método do Ponto Proximal para

minimizar uma função vetorial, não necessariamente convexa, no contexto de espaços

euclidianos. No problema estudado, as coordenadas da função vetorial são definidas como

o máximo de funções continuamente diferenciáveis. Iniciamos estudando o Método do

Ponto Proximal clássico para o Problema de Otimização Multiobjetivo e ferramentas de

derivação generalizada no sentido de Clarke. Como resultados, temos que qualquer ponto

de acumulação da sequência gerada pelo método é um ponto cŕıtico Pareto-Clarke. Além

disso apresentamos a convergência do Método do Ponto Proximal para um ponto cŕıtico

Pareto fraco.
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Abstract

In this work, we present a generalized proximal point method for minimizing a vectorial

function, not necessarily convex, in the setting of Euclidean Spaces. In the problem

studied, the coordinates functions of the vectorial function are defined by the maximum

of continuously differentiable functions. For this, we started studying of the Classical

Proximal Point Method for the Multiobjective Optimization Problem and tools of Clarke’s

generalized derivate. As results, we have that any cluster point of the sequence generated

by the method is a Pareto-Clarke stationary point. Moreover, we present a convergence

of the Proximal Point Method for a weak Pareto stationary point.
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2.1 Método do ponto proximal clássico . . . . . . . . . . . . . . . . . . . . . . 30

2.2 Análise de convergência . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

3 Otimização multiobjetivo 34

3.1 Ordem parcial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34

3.2 Problema de Otimização Multiobjetivo . . . . . . . . . . . . . . . . . . . . 36

3.2.1 Escalarização . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40

4 Derivada Generalizada 43

4.1 Derivada direcional generalizada . . . . . . . . . . . . . . . . . . . . . . . . 43

5 Método do ponto proximal para otimização multiobjetivo não-convexo 49

5.1 Método do ponto proximal para otimização multiobjetivo não-convexo . . . 49

5.2 Análise de convergência . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

5.2.1 Exemplo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

6 Considerações Finais 65

vii



Sumário viii

Referências Bibliográficas 66



Introdução

Em nosso cotidiano temos várias tomadas de decisões, onde é natural querer que as esco-

lhas sejam as melhores posśıveis, em outras palavras, desejamos sempre tomar a decisão

ideal para cada problema. A dificuldade na maioria dos casos está no conflito existente

entre nossos objetivos e metas. Por isso nas situações do cotidiano acabamos escolhendo

nossas decisões baseadas na intuição, sem ter uma precisão de que tal escolha é a melhor

posśıvel. Porém em alguns casos a intuição não é o bastante para garantir um resul-

tado satisfatório. O presente trabalho busca fazer um breve estudo desses problemas com

múltiplos objetivos. Dáı, fala-se de Otimização Multiobjetivo, onde buscamos otimizar

simultaneamente duas ou mais funções, as quais chamamos de funções objetivos. Em

geral, não há um único ponto que irá minimizar ou maximizar todas as funções objetivos

ao mesmo tempo. Nesses casos estamos interessados em buscar um ponto que chama-

mos de ótimo Pareto, ou ainda como iremos ver, ponto cŕıtico Pareto-Clarke, ver [6]. Os

problemas de Otimização Multiobjetivo têm inúmeras aplicações, entre elas na biologia,

estat́ıstica e engenharia como pode ser visto em [15], [2] e [9] respectivamente.

Nosso objetivo aqui será o de apresentar o que é um problema de Otimização Multiobje-

tivo e além disso abordar um método para resolver tal problema. A solução em questão

será uma generalização do chamado Método do Ponto Proximal clássico, onde trabalha-

mos com uma função objetivo escalar e convexa. O Método do Ponto Proximal para

problemas de Otimização Multiobjetivo é introduzido por Bonnel em [5], onde trabalha-

se com uma certa classe de funções não-convexas. Esta dissertação tem como inspiração

os trabalhos feitos por Bonnel, Iusem e Svaiter em [5], G. Bento, O. Ferreira e V. L. Sousa

Junior em [4], G. Bento, J. X. Cruz Neto e P. R. Oliveira em [12]. É importante ressaltar

que outros métodos, associados à otimização escalar, já foram estendidos a Otimização

Multiobjetivo, entre eles [10], [11], [13] e [14].

Para entendermos tal generalização do Método do Ponto Proximal Clássico o presente
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Sumário 2

trabalho apresenta no Caṕıtulo 1 alguns resultados preliminares vistos em [17] a cerca

de Análise convexa, em especial a noção de subdiferencial de uma função convexa, entre

outros resultados que serão utilizados no decorrer deste trabalho.

No Caṕıtulo 2, baseado em [16] recordamos o Método do Ponto Proximal clássico, bem

como a noção de Féjer convergência que será também de grande importância para o re-

sultado principal deste trabalho.

No Caṕıtulo 3 abordaremos alguns tópicos de Otimização Multiobjetivo. Entre eles iremos

definir um problema de Otimização Multiobjetivo e caracterizar a solução desse problema.

Além disso, com o objetivo de facilitar a demonstrção do resultado principal deste traba-

lho iremos introduzir também a noção de Escalarização. Tal técnica tem como objetivo

substituir um problema de Otimização Multiobjetivo, onde não temos uma relação de or-

dem total, por um problema de Otimização Escalar ou uma série de problemas escalares,

onde podemos aplicar alguns dos resultados clássicos da literatura abordados no Caṕıtulo

1.

No Caṕıtulo 4 baseado em [6] buscamos generalizar alguns dos resultados vistos no

Caṕıtulo 1, em especial o conceito de subdiferencial de uma função convexa. Generaliza-

mos a derivada usual do Rn, abordando a derivada generalizada no sentindo de Clarke,

buscando fazer um comparativo de ambas.

No Caṕıtulo 5 apresentamos a generalização do Método do Ponto Proximal clássico para

um problema de Otimização Multiobjetivo não-convexo abordado em [4]. Inicialmente

mostramos que qualquer ponto de acumulação da sequência gerada pelo método é um

ponto cŕıtico Pareto-Clarke. Por fim, adaptando alguns resultados de [5] fazemos a análise

da convergência do método, provando que tal método converge para uma solução fraca,

isto é, um ponto cŕıtico Pareto fraco.



Caṕıtulo 1

Preliminares

Neste caṕıtulo estudaremos alguns fatos básicos que serão necessários ao longo deste

trabalho. Iremos abordar resultados que garantem a existência de soluções do seguinte

problema:

min f(x)

s.a x ∈ Rn,
(1.1)

onde f : Rn → R. Veremos sob quais hipóteses nosso problema tem solução. Além

disso, estudaremos as condições necessárias e suficientes de otimalidade para o Problema

(1.1). Por fim, abordaremos alguns tópicos de Análise convexa, procurando esclarecer a

importância da convexidade na otimização. Maiores detalhes dos resultados abordados

neste Caṕıtulo poderão ser encontrados em [17], [21], [22] e [4].

1.1 Definições e alguns fatos básicos

Definição 1.1.1. ([17]) Dizemos que um ponto x̄ ∈ Rn é

1. Minimizador global de (1.1) se

f(x̄) 6 f(y) ∀y ∈ Rn;

2. Minimizador local de (1.1) se existe uma vizinhança U de x̄ tal que

f(x̄) 6 f(y) ∀y ∈ U ∩ Rn.

Se x̄ é minimizador global então f(x̄) é chamado valor ótimo global.

3



Caṕıtulo 1. Preliminares 4

Definição 1.1.2. ([17]) Dizemos que v̄ ∈ [−∞,+∞) definido por

v̄ = infx∈Rnf(x),

é o valor ótimo do Problema (1.1).

Uma função pode admitir vários minimizadores globais, mas o valor ótimo (global) do

problema é único. Apresentamos a seguir uma condição necessária de primeira ordem

para caracterizar um minimizador para o Problema (1.1).

Teorema 1.1.1. ([17]) (Condição necessária de primeira ordem) Seja f : Rn → R

diferenciável no ponto x̄ ∈ Rn. Se x̄ é um minimizador local de f, então

f ′(x̄) = 0. (1.2)

Demonstração. Seja d ∈ Rn arbitrário, pela definição de minimizador local, temos que

existe ε > 0 tal que

f(x̄) 6 f(x̄+ td), ∀t ∈ (0, ε].

Dáı, pela diferenciabilidade de f em x̄,

f(x̄+ td) = f(x̄) + t〈f ′(x̄),d〉+ θ(t),

onde θ(t) segue da definição de função diferenciável e é tal que limt→0+
θ(t)

t
= 0.

0 6 t〈f ′(x̄),d〉+ θ(t).

Dividindo por t > 0, obtemos

0 6 〈f ′(x̄),d〉+ θ(t)

t
,

passando o limite quando t −→ 0+, temos que

0 6 〈f ′(x̄),d〉.

Como d ∈ Rn é fixo, porém arbitrário, podemos escolher d = −f
′
(x̄), o que resulta na

condição 0 6 〈f ′(x̄),d〉 = −||f
′
(x̄)||2. Com isso, segue que f

′
(x̄) = 0.

Definição 1.1.3. Um ponto x̄ ∈ Rn que satisfaz a condição (1.2) é chamado de ponto

cŕıtico ou estacionário da função f.
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A partir do Teorema 1.1.1. e Definição 1.1.3., temos que se f é diferenciável então as

soluções locais do problema de minimização (1.1) são pontos estacionários. O mesmo

valendo para problemas de maximização.

Abordaremos a seguir um resultado que é conhecido na literatura como Fórmula de Taylor,

onde a prova poderá ser encontrada em ([21]).

Teorema 1.1.2. Seja f : U −→ Rn de classe C2 no aberto U ⊂ Rn. Fixado a ∈ U, para

todo v = (α1, ...,αn) ∈ Rn tal que a+ v ∈ U, escrevamos

f(a+ v) − f(a) =

n∑
i=1

∂f

∂xi
αi +

1

2

n∑
i,j=1

∂2f

∂xi∂xj
αiαj + θ(v),

as derivadas sendo calculadas no ponto a. Então lim
v→0

θ(v)

|v|2
= 0.

Teorema 1.1.3. ([17]) (Condição necessária de segunda ordem) Suponhamos que

f : Rn → R seja duas vezes diferenciável em x̄ ∈ Rn. Se x̄ é um minimizador local

irrestrito de f, então vale (1.2) e a matriz hessiana de f em x̄ é semidefinida positiva, ou

seja,

〈f ′′(x̄)d,d〉 > 0, ∀d ∈ Rn. (1.3)

Demonstração. A condição (1.2) é satisfeita pelo Teorema 1.1.1.. Agora, seja d ∈ Rn

qualquer, porém fixo. Se x̄ é minimizador local do Problema (1.1), então para todo t

estritamente positivo e suficientemente pequeno temos que

0 6 f(x̄+ td) − f(x̄)

= 〈f ′(x̄), td〉+ 1

2
〈f ′′(x̄)td, td〉+ θ(t2)

=
t2

2
〈f ′′(x̄)d,d〉+ θ(t2),

onde acima usamos a expansão da função em série de Taylor (Ver [17]) e novamente o

Teorema 1.1.1. Dáı, dividindo ambos os lados por t2 > 0, temos que

0 6
1

2
〈f ′′(x̄)d,d〉+ θ(t2)

t2
.

Por fim, passando o limite quando t→ 0+ e usando o Teorema 1.1.2. citado acima temos

que 〈f ′′(x̄)d,d)〉 > 0,∀d ∈ Rn.

A rećıproca do teorema anterior é verdadeira sob uma condição mais forte sobre a matriz

hessiana de f, como enunciaremos abaixo.
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Teorema 1.1.4. ([17]) (Condição suficiente de segunda ordem)

Suponhamos que f : Rn → R seja duas vezes diferenciáveis em x̄ ∈ Rn. Se x̄ é um

ponto estacionário e se a matriz hessiana de f em x̄ é definida positiva então existem

uma vizinhança U de x̄ e β > 0 tais que

f(x) − f(x̄) > β||x− x̄||2, ∀x ∈ U. (1.4)

Em particular, x̄ é um minimizador local estrito do Problema (1.1). Reciprocamente, se

vale (1.4), então x̄ é um ponto estacionário do Problema (1.1) e tem matriz hessiana

definida positiva.

Demonstração. Seja x̄ ponto estacionário do Problema (1.1) e que a hessiana seja definida

positiva, i.e.,

〈f ′′(x)d,d〉 > 0, ∀d ∈ Rn \ {0}.

Suponha por absurdo que não ocorra (1.4). Então, existe {xk} ⊂ Rn \ {xk} tal que xk → x̄

e

f(xk) − f(x̄) <
1

k
||xk − x̄||2, ∀k.

Dáı, como

{
xk − x̄

||xk − x̄||

}
é limitada, ela possui pontos de acumulação. Portanto, a menos de

subsequência, podemos supor sem perda de generalidade que

{
xk − x̄

||xk − x̄||

}
→ d ∈ Rn\{0}.

Logo, temos que

1

k
||xk − x̄||2 > f(xk) − f(x̄)

= 〈f ′(x̄), xk − x̄〉+ 1

2
〈f ′′(x̄)(xk − x̄), xk − x̄〉+ θ(||xk − x̄||2)

=
1

2
〈f ′′(x̄)(xk − x̄), xk − x̄〉+ θ(||xk − x̄||2),

onde acima usamos que f ′(x̄) = 0. Dividindo ambos os membros desta desigualdade por

||xk − x̄||2 e tomando o limite quando k→ +∞, obtemos

0 > 〈f ′′(x̄)d,d〉,

o que gera uma contradição, pois temos por hipótese que a hessiana é definida positiva.

Portanto, temos que vale (1.4). Em particular,

f(x) > f(x̄), ∀x ∈ U,
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ou seja, x̄ é um minimizador local.

Reciprocamente, suponha que valha (1.4), então como tal condição implica que x̄ é mini-

mizador local de f então obtemos que tal ponto é estacionário (vide Teorema 1.1.1.). Seja

d ∈ Rn arbitrário porém fixo, então para todo t ∈ R suficientemente pequeno x̄+ td ∈ U.

Logo, usando (1.4) e o fato de x̄ ser ponto estacionário obtemos que

βt2||d||2 = β||(x̄+ td) − x̄||2

6 f(x̄+ td) − f(x̄)

= t〈f ′(x̄),d〉+ t2

2
〈f ′′(x̄)d,d〉+ θ(t2)

=
t2

2
〈f ′′(x̄)d,d〉+ θ(t2).

.

Dividindo ambos os lados por t2 e fazendo t→ 0, temos que

β||d||2 6
1

2
〈f ′′(x̄)d,d〉.

Portanto, como d é arbitrário temos que a hessiana é definida positiva.

Note que as condições (1.2) e (1.3) não são suficientes para garantir que um ponto x̄

é minimizador. Por exemplo, a função f : R −→ R dada por f(x) = x3, satisfaz tais

condições em x̄ = 0, mas tal ponto não é minimizador local do Problema (1.1). Por outro

lado, (1.2) e o fato da hessiana ser definida positiva não são condições necessárias para

que um ponto x̄ seja minimizador. Como exemplo, podemos tomar f : R −→ R dada por

f(x) = x6. Note que x̄ = 0 é ponto minimizador de (1.1). Mas essa função não possui

hessiana definida positiva nesse ponto.

1.2 Existência de soluções

No caso em que f é ilimitada inferiormente na Definição 1.1.2, temos que v̄ = −∞, e o

problema de minimização não possui solução global. Porém, mesmo quando v̄ é finito o

minimizador pode não existir, como é o caso de f(x) = ex em R . Nesta seção teremos por

objetivo estudar alguns resultados básicos, porém indispensáveis para garantir a existência

de soluções para nosso Problema (1.1). Por exemplo, a continuidade da função estudada

e a compacidade do conjunto em questão garantem a existência de um minimizador em

tal conjunto, como veremos a seguir. Alguns desses resultados são bem conhecidos na

literatura e por isso algumas demonstrações serão omitidas.
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O primeiro resultado desta seção traz a importância da compacidade do domı́nio e con-

tinuidade da função estudada para garantirmos a existência de solução do problema de

maximização e minimização. Tal resultado é bem conhecido na literatura, em especial

na Análise Matemática, como Teorema de Weierstrass, onde sua demonstração pode ser

encontrada em ([17]).

Teorema 1.2.1. ([17]) Sejam D ⊂ Rn um conjunto compacto não-vazio e f : D → Rn

uma função cont́ınua. Então, os problemas de minimização e maximização de f em D

têm soluções globais.

Como explica o autor em [17] o exemplo da função f(x) = ex mencionada acima reforça

a importância do conjunto(viável) em questão ser compacto. Dáı, tal hipótese só poderá

ser retirada e ainda assim garantirmos a existência de soluções se reforçamos as hipóteses

com respeito a função objetivo em questão. Dáı, surge a importância da seguinte definição:

Definição 1.2.1. ([17]) O conjunto de ńıvel da função f : D → R associado a c ∈ R, é

o conjunto dado por

Lf,D(c) = {x ∈ D | f(x) 6 c}.

Corolário 1.2.1. ([17]) Sejam D ⊂ Rn e f : D→ R cont́ınua no conjunto D. Suponhamos

que existe c ∈ R tal que o conjunto de ńıvel Lf,D(c) seja não-vazio e compacto. Então o

problema de minimização f em D possui uma solução global.

Demonstração. Pelo Teorema 1.2.1 o Problema (1.1) tem solução global em Lf,D(c),

digamos x̄, isto é, f(x̄) 6 f(x),∀x ∈ Lf,D(c). Agora seja x ∈ D \ Lf,D(c) qualquer, temos

que f(x) > c > f(x̄), em outras palavras x̄ é um minimizador global de f em todo conjunto

D.

Definição 1.2.2. Dizemos que f : D → R é coerciva no conjunto D, quando para cada

sequência {xk} ⊂ D tal que ou ‖ xk ‖→ ∞ ou {xk} → x ∈ D̄ \ D(k → ∞),tem-se

limk→∞ sup f(xk) = +∞.

Corolário 1.2.2. ([17]) Sejam D ⊂ Rn e f : D → R uma função cont́ınua coerciva em

D 6= ∅. Então, o problema de minimizar f em D posui uma solução global.
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Demonstração. Com x ∈ D arbitrário, definimos c = f(x). Dáı, obtemos que Lf,D(c) 6=

∅. Iremos mostrar que tal conjunto é compacto. Suponhamos inicialmente que exista

{xk} ⊂ Lf,D(c) tal que {xk} −→ x, onde x 6∈ Lf,D(c). Usando que

Lf,D(c) = D ∩ {x ∈ Rn | f(x) 6 c},

onde o segundo conjunto é fechado pelo fato de f ser cont́ınua por hipótese. Isto nos

diz que {xk} −→ x ∈ D̄ \ D. Com isso, devido a coercividade de f em D temos que

limk→∞ supf(xk) = +∞. Mas isso contradiz o fato de {xk} ⊂ Lf,D(c). Portanto, obtemos

que Lf,D(c) é fechado.

Agora suponha Lf,D(c) ilimitado, isto é, podemos tomar uma sequência {xk} ⊂ Lf,D(c) tal

que {xk} −→ +∞. Então pela fato de f ser coerciva em D e {xk} ⊂ D, limk→∞ supf(xk) =
+∞. Mas f(xk) 6 c, ∀ k ∈ N. Portanto, Lf,D(c) é limitado.

1.3 Elementos de Análise convexa

Nesta seção apresentamos tópicos de Análise Convexa, abordando alguns fatos básicos

sobre conjuntos convexos e funções convexas que serão importantes para o desenvolvi-

mento deste trabalho. É grande a importância da convexidade na otimização, pois com

tal hipótese, as condições necessárias de otimalidade se tornam suficientes . Isto é, todo

ponto estacionário é solução do problema de minimização. Além disso, o estudo de alguns

resultados de análise convexa são de grande valia para termos um maior entendimento do

teorema principal deste trabalho.

Definição 1.3.1. ([17]) Um conjunto C ⊂ Rn é convexo se, para quaisquer elementos

x, y ∈ C, temos

tx+ (1 − t)y ∈ C para todo 0 6 t 6 1.

Em outras palavras, se x e y são pontos quaisquer do conjunto C então o segmento de

reta com extremos x e y pertence à C. É chamado de combinação convexa de x e y o

ponto tx+ (1 − t)y. Exemplos triviais de conjunto convexo é o conjunto vazio, o espaço

n-dimensional Rn, um conjunto que contém só um ponto.

Exemplo 1.3.1. Todo semi-espaço em Rn, isto é,

C = {x ∈ Rn : 〈a, x〉 6 c},

onde a ∈ Rn e c ∈ R é convexo.
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Demonstração. De fato, sejam x,y ∈ C, logo 〈a, x〉 6 c e 〈a,y〉 6 c. Então, para

tx+ (1 − t)y, com t ∈ [0, 1], temos:

〈a, tx+ (1 − t)y〉 6 tc+ (1 − t)c = c.

Portanto, tx+ (1 − t)y ∈ C e, assim, C é um conjunto convexo.

Definição 1.3.2. ([17]) Uma função f : Rn → R é dita convexa quando para todos

x,y ∈ Rn tivermos

f((1 − t)x+ ty) 6 (1 − t)f(x) + tf(y), (1.5)

para todo t ∈ [0, 1]. A função f diz-se estritamente convexa quando a desigualdade acima

é estrita para qualquer x 6= y e t ∈ (0, 1).

Observação 1.3.1. Note que a condição (1.5) é equivalente a f(x + t(y − x)) 6 f(x) +

t (f(y) − f(x)).

Definição 1.3.3. ([17]) Uma função f : Rn → R é dita fortemente convexa com

módulo L > 0 quando para todos x,y ∈ Rn tivermos

f((1 − t)x+ ty) 6 (1 − t)f(x) + tf(y) − Lt(1 − t)‖ x− y ‖2, (1.6)

para todo t ∈ [0, 1].

Observação 1.3.2. Note que se f é fortemente convexa então é estritamente convexa,

em particular também é convexa.

Exemplo 1.3.2. A função f : R→ R dada por f(x) = x2 é convexa.

Demonstração. De fato,

f(x+ t(y− x)) = x2 + 2tx(y− x) + t2(y− x)2

6 x2 + 2tx(y− x) + t(y− x)2

= x2 + t(y− x)2 ∀ t ∈ [0, 1].

Exemplo 1.3.3. ([17]) Seja f : Rn −→ R uma função convexa e sejam x ∈ Rn e d ∈ Rn

quaisquer. Então a função ψ : R −→ R, ψ(α) = f(x+ αd), é convexa.
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Demonstração. De fato, sejam α1, α2 ∈ R e λ ∈ [0, 1], temos que

ψ(λα1 + (1 − λ)α2) = f(x+ (λα1 + (1 − λ)α2)d)

= f(x+ λα1d+ (1 − λ)α2d)

= f(λ(x+ α1d) + (1 − λ)(x+ α2d))

6 λf(x+ α1d) + (1 − λ)f(x+ α2d)

= λψ(α1) + (1 − λ)ψ(α2).

Portanto, ψ é convexa.

Exemplo 1.3.4. A função f : Rn → R dada por f(x) =‖ x ‖2 é fortemente convexa com

módulo L = 1.

Demonstração. Dados x,y ∈ Rn e t ∈ [0, 1] temos que,

f(tx+ (1 − t)y) = t2 ‖ x ‖2 +2t(1 − t)〈x,y〉+ (1 − t)2 ‖ y ‖2

6 t2 ‖ x ‖2 +2t(1 − t) ‖ x ‖‖ y ‖ +(1 − t)2 ‖ y ‖2

= t2 ‖ x ‖2 +2t(1 − t) ‖ x ‖‖ y ‖ + ‖ y ‖2 −2t ‖ y ‖2 +t2 ‖ y ‖2

+ (1 − t) ‖ y ‖2 +(t− 1) ‖ y ‖2 +t ‖ x ‖2 −t ‖ x ‖2

= tf(x) + (1 − t)f(y) + t ‖ y ‖2 (t− 1) + t ‖ x ‖2 (t− 1) + 2t(1 − t) ‖ x ‖‖ y ‖

= tf(x) + (1 − t)f(y) − t ‖ y ‖2 (1 − t) − t ‖ x ‖2 (1 − t) + 2t(1 − t) ‖ x ‖‖ y ‖

= tf(x) + (1 − t)f(y) − t(1 − t)(‖ x ‖ − ‖ y ‖)2

6 tf(x) + (1 − t)f(y) − t(1 − t)‖ x− y ‖2

Proposição 1.3.1. ([4]) Seja hi : Rn −→ R uma função fortemente convexa com cons-

tante Li para i ∈ I = {1, ...,p}. Então h : Rn −→ R definida por h(x) = maxi∈Ih(x)

é fortemente convexa com constante L := mini∈Li. Em particular, se hi é convexa para

cada i ∈ I, h é convexa em Ω.

Demonstração. Temos por hipótese que

hi(αx+ (1 − α)y) 6 αhi(x) + (1 − α)hi(y) −
Li

2
α(1 − α)||x− y||2.

Dáı, como

h(αx+ (1 − α)y) = maxi∈Ihi(αx+ (1 − α)y), (1.7)
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suponha que o máximo seja atingido em algum j ∈ I. Por (1.5),

h((αx+ (1 − α)y) = hj((αx+ (1 − α)y)

6 αhj(x) + (1 − α)hj(y) −
Lj

2
α(1 − α)||x− y||2

6 αh(x) + (1 − α)h(y) −
L

2
α(1 − α)||x− y||2

onde L := mini∈ILi, i.e., L 6 Lj, ∀j ∈ I, então −Lj 6 −L. Concluimos então que h é

fortemente convexa.

Definição 1.3.4. ([17]) O eṕıgrafo da função f : D→ R é o conjunto

Ef = {(x, c) ∈ D× R | f(x) 6 c}.

Teorema 1.3.1. ([17]) Seja D ∈ Rn um conjunto convexo. Uma função f : D → R é

convexa em D se, e somente se, o eṕıgrafo de f é um conjunto convexo em Rn × R.

Demonstração. Seja f uma função convexa e (x, c1) e (y, c2) pontos de Ef. Como pela

definição 1.3.4., f(x) 6 c1 e f(y) 6 c2 temos pela convexidade de f que para todo α ∈ [0, 1]

ocorre o seguinte:

f(αx+ (1 − α)y) 6 αf(x) + (1 − α)f(y) 6 αc1 + (1 − α)c2

logo,

α(x, c1) + (1 − α)(y, c2) = (αx+ (1 − α)y,αc1 + (1 − α)c2) ∈ Ef.

Em outras palavras, temos que Ef é convexo.

Reciprocamente, suponha Ef convexo. Dáı, dados x,y ∈ D, como (x, f(x)), (y, f(y)) ∈ Ef
temos que para todo α ∈ [0, 1]

(αx+ (1 − α)y,αf(x) + (1 − α)f(y)) = α(x, f(x)) + (1 − α)(y, f(y)) ∈ Ef.

Logo, pela definição anterior temos que

f(αx+ (1 − α)y) 6 αf(x) + (1 − α)f(y),

ou seja, f é convexa.

Levando em conta que estamos interessados em resolver o Problema (1.1), a seguinte

definição que envolve o comportamento da função objetivo se torna essencial.
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Definição 1.3.5. Dizemos que d ∈ Rn é uma direção de descida de f : Rn −→ R no

ponto x̄ ∈ Rn, se existir ε > 0 tal que

f(x̄+ td) < f(x̄) ∀t ∈ (0, ε].

Ou ainda,

〈grad f(x̄),d〉 < 0.

Denotamos por Df(x̄) o conjunto de todas as direções de descidas da função f no ponto

x̄.

Em geral, Df(x̄) pode ser vazio. Por exemplo, quando x̄ é um minimizador de f.

Definição 1.3.6. ([17]) Um conjunto K ⊂ Rn chama-se cone quando ele contem todos

os múltiplos não-negativos de seus elementos, i.e.,

d ∈ K⇒ td ∈ K,∀t ∈ R+.

Note que se K é um cone não-vazio, podemos concluir que 0 ∈ K e que de certa maneira,

podemos interpretar um cone como um conjunto de direções. Dáı, temos que quando

Df(x̄) é não-vazio, ele não é um cone, pois 0 6∈ Df(x̄). No entanto, Df(x̄) ∪ {0} é um

cone não-vazio, no caso em que Df(x̄) 6= ∅. Vejamos agora um exemplo de cone que será

utilizado no decorrer deste trabalho.

Exemplo 1.3.5. O ortante não-negativo Rn+ é um cone.

Demonstração. De fato, tome y = (y1, ...,yn) ∈ Rn+, logo temos que yi ∈ R+ para todo

i = 1, ...,n. Dáı, dado t ∈ R+ então

tyi ∈ R+,

para todo i = 1, ...,n. Portanto, ty ∈ Rn+.

Definição 1.3.7. ([17]) Sejam D ⊂ Rn um conjunto convexo e x̄ ∈ D. O cone normal

no ponto x̄ em relação ao conjunto D é dado por:

ℵD(x̄) = {d ∈ Rn | 〈d, x− x̄〉 6 0,∀x ∈ D}.

Outros dois tipos espećıficos de cone bastante usados na literatura, os quais iremos nos

utilizar ao decorrer deste caṕıtulo são os chamados cone tangente e cone de Bouligand,

abordados abaixo.
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Definição 1.3.8. ([17]) Dado D ⊂ Rn e ponto x̄ ∈ D, chama-se de cone tangente no

ponto x̄ o conjunto de todas as direções tangentes ao conjunto D no ponto x̄ definido por

TD(x̄) =

d ∈ Rn
∣∣∣∣∣

∀{tk} ⊂ R+, {tk}→ 0+,

∃{dk} ⊂ Rn, {dk}→ d, tal que

x̄+ tkd
k ∈ D para todo k ∈ N

 .

Outra noção útil é a de cone (tangente) de Bouligand ou contigent cone, dado por:

BD(x̄) =

d ∈ Rn
∣∣∣∣∣

∃{tk} ⊂ R+, {tk}→ 0+,

∃{dk} ⊂ Rn, {dk}→ d, tal que

x̄+ tkd
k ∈ D para todo k ∈ N

 .

Note que pela Definição 1.3.8. temos que τD(x̄) ⊂ BD(x̄). Ou seja, a noção de cone

(tangente) de Bouligand é mais geral que a de cone tangente.

Teorema 1.3.2. ([17]) Se f : Rn → R é convexa então todo minimizador local é global.

Além disso, o conjunto dos minimizadores é convexo.

Demonstração. Suponhamos que x∗ ∈ Rn seja mı́nimo local, e suponha por contradição

que este não é global, então existe algum y ∈ Rn tal que f(y) < f(x∗). Como f é convexa,

temos:

f((1 − t)x∗ + ty) 6 (1 − t)f(x∗) + tf(y)

< (1 − t)f(y) + tf(x∗)

= f(x∗), ∀t ∈ [0, 1].

Tomando t suficientemente pequeno temos que (1 − t)x∗ + ty é arbitrariamente próximo

de x∗ com f((1−t)x∗+ty) < f(x∗). Isso contradiz o fato de x∗ ser mı́nimo local. Portanto,

se f é convexa todo mı́nimo local é global.

Agora, seja S ⊂ Rn o conjunto dos minimizadores e v̄ ∈ R o valor ótimo do nosso

Problema (1.1), isto é, f(x) = v̄,∀x ∈ S. Tomando x,y ∈ S e α ∈ [0, 1], pela convexidade

de f obtemos

f(αx+ (1 − t)y) 6 αf(x) + (1 − α)f(y)

= αv̄+ (1 − α)v̄

= v̄.
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Como v̄ é valor ótimo temos que

f(αx+ (1 − t)y) = v̄.

Em outras palavras αx+ (1 − t)y ∈ S.

Teorema 1.3.3. ([17]) Se f : Rn → R é estritamente convexa. Então não pode haver

mais de um minimizador.

Demonstração. Seja S ⊂ Rn o conjunto dos minimizadores de f. Suponha por contradição

que exista x ∈ S e x̄ ∈ S, com x 6= x̄. Dáı, seja α ∈ (0, 1) pela fato de f ser estritamente

convexa temos que

f(αx+ (1 − t)x̄) < αf(x) + (1 − α)f(x̄)

= αv̄+ (1 − α)v̄

= v̄.

Como S é convexo (pelo teorema anterior) temos que αx + (1 − αx̄) é uma solução para

nosso problema com valor menor do que v̄. Mas isso gera uma contradição. Portanto, o

minimizador deve ser único.

O próximo resultado nos diz que toda função convexa é cont́ınua em qualquer subconjunto

aberto do seu domı́nio. Além disso, ainda podemos garantir que tal função será também

localmente Lipschitz-cont́ınua no interior do seu domı́nio como pode ser visto em [17].

Teorema 1.3.4. (Continuidade de funções convexas) Sejam Ω ⊂ Rn um conjunto

convexo e aberto e f : Ω −→ R função convexa em Ω. Então f é localmente Lipschitz-

cont́ınua em Ω. Em particular, segue que f é cont́ınua em Ω.

No caso em que a função estudada é diferenciável, a convexidade admite algumas caracte-

rizações que são utéis para se saber se uma função é convexa ou não. Tais caracterizações

também serão essenciais no prosseguimento deste trabalho.

Teorema 1.3.5. ([17]) Seja f : Rn → R uma função diferenciável. Então as seguintes

propriedades são equivalentes:

(i) A função f é convexa;

(ii) Para todo x,y ∈ Rn,

f(y) > f(x) + 〈f ′(x), y− x〉.
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Quando f é duas vezes diferenciável, as propriedades acima também são equivalentes a

(iii) A matriz hessiana de f é semi-definida positiva em todo x ∈ Rn,

〈H(x)d,d〉 > 0, ∀ d ∈ Rn.

Demonstração. Suponha f convexa, então para x,y ∈ Rn, α ∈ (0, 1] quaisquer, definindo

d = y− x, temos que

f(x+ αd) = f(αy+ (1 − α)x)

6 αf(y) + (1 − α)f(x),

donde

α(f(y) − f(x)) > f(x+ αd) − f(x).

Dividindo ambos os membros por α > 0,e passando o limite com α→ 0+, obtemos

f(y) − f(x) > limα→0+
f(x+ αd) − f(x)

α

= 〈f ′(x),d〉 = 〈f ′(x),y− x〉.

Logo,

f(y) > f(x) + 〈f ′(x),y− x〉.

Reciprocamente, fazendo novamente d = y− x e usando b) para os pontos x e x+ αd; y

e x+ αd temos que

f(x) > f(x+ αd) − α〈f ′(x+ αd),d〉

e

f(y) > f(x+ αd) − (1 − α)〈f ′(x+ αd),d〉.

Multiplicando a primeira desigualdade por 1 − α > 0 e a segunda por α > 0 e somando

ambas, obtemos

(1 − α)f(x) + αf(y) > (1 − α)(f(x+ αd) − α〈f ′(x+ αd),d〉)

+ α(f(x+ αd) + (1 − α)〈f ′(x+ αd),d〉)

= f(x+ αd)

= f((1 − α)x+ αy),

ou seja, f é convexa.

No caso em que f é duas vezes diferenciável é suficiente mostrar que (ii)⇔ (iii). De fato,

fixemos x,d ∈ Rn quaisquer, dáı por (ii),

f(x+ αd) − f(x) > α〈f ′(x),d〉.
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Usando ainda o fato de que f é duas vezes diferenciável,

0 > f(x+ αd) − f(x) − α〈f ′(x),d〉

=
α2

2
〈f ′′(x)d,d〉+ θ(α2).

Dividindo por α2 > 0 e fazendo α→ 0+, obtemos (iii). Supondo agora que ocorre (iii),

sejam x,y ∈ Rn, pelo Teorema do Valor Médio existe α ∈ (0, 1) tal que

f(y) − f(x) − 〈f ′(x),y− x〉 = 1

2
〈f ′′(x+ α(y− x))(y− x),y− x〉 > 0.

Logo, segue (ii).

Exemplo 1.3.6. Considere a seguinte função, f(x1, x2) = 2x2
1 + 3x1x2 + 5x2

2 − 2x1 + 6x2.

Note que

yT 52 f(x)y = (y1 y2)

 4 3

3 10

 y1

y2

 = 4y2
1 + 6y1y2 + 10y2

2 > 0.

Então, pelo resultado anterior, a função f é convexa.

Teorema 1.3.6. ([17]) (Derivada direcional de uma função convexa) Seja f :

Rn → R convexa. Então para todo x ∈ Rn, f é diferenciável em cada direção d ∈ Rn.

Além disso,

f(x+ αd) > f(x) + αf ′(x;d),∀α ∈ R+.

Demonstração. Fixamos x ∈ Rn e d ∈ Rn arbitrários. Defina,

ψ : R −→ R, ψ(α) = f(x+ αd).

Dáı, precisamos mostrar a existência do seguinte limite

f(x;d) = limα→0+

f(x+ αd) − f(x)

α

= limα→0+

ψ(α) −ψ(0)

α
.

(1.8)

Como f é localmente lipschitz, pelo Teorema 1.3.4., existem L > 0 e ᾱ > 0 tais que

|f(x+ αd) − f(x)| 6 Lα||d|| ∀α ∈ [0, ᾱ].

Portanto,
|ψ(α) −ψ(0)|

α
6 L||d||,
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ou seja, a função α−1(ψ(α) − ψ(0)) é limitada no conjunto [0, ᾱ]. Iremos mostrar agora

que essa mesma função também é não-decrescente em [0, ᾱ]. De fato, sejam β > α > 0,

então existe t ∈ (0, 1] tal que α = tβ = (1 − t)0 + tβ. Dáı, devido a convexidade de ψ,

Exemplo 1.3.3., temos que

ψ(α) 6 (1 − t)ψ(0) + tψ(β).

Portanto,
|ψ(α) −ψ(0)|

α
6

(1 − t)ψ(0) + tψ(β) −ψ(0)

α

=
t(ψ(β) −ψ(0))

tβ

=
ψ(β) −ψ(0)

β
.

Isso nos diz que a função α−1(ψ(α) − ψ(0)) é não-decrescente quando α → 0+. Como

já vimos que ela é limitada, em particular inferiormente, segue que o limite (1.7) existe.

Além disso,

α−1(ψ(α) −ψ(0)) > f
′
(x;d),

ou seja,

f(x+ αd) > f(x) + αf
′
(x;d).

Definição 1.3.9. ([17]) Seja f : Rn −→ R uma função convexa. Dizemos que y ∈ Rn é

um subgradiente de f no ponto x ∈ Rn se

f(z) > f(x) + 〈y, z− x〉 ∀z ∈ Rn. (1.9)

O conjunto de todos os subgradientes de f em x se chama o subdiferencial de f em x,

o denotamos por ∂f(x).

Considere agora z = x + αd, onde d ∈ Rn, α > 0, a definição acima de subgradiente

pode ser escrita da seguinte forma,

y ∈ ∂f(x)⇔ f(x+ αd) − f(x)

α
> 〈y,d〉, ∀d ∈ Rn,∀α > 0. (1.10)

Dáı, pelo que foi visto na demonstração do Teorema 1.3.6, α−1(f(x+ αd) − f(x)) é uma

função não-decrescente; além disso, ela possui um limite quando fazemos α→ 0+. Logo,

(1.9) é equivalente à:

f
′
(x;d) = lim

α→0+

f(x+ αd) − f(x)

α
> 〈y,d〉,∀d ∈ Rn.
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Em resumo temos que a definição de subgradiente pode também ser vista de uma forma

mais prática, que é a seguinte:

∂f(x) = {y ∈ Rn | f
′
(x;d) > 〈y,d〉, ∀d ∈ Rn}. (1.11)

Proposição 1.3.2. ([4]) Seja Ω ⊂ Rn não-vazio e convexo. Dada f : Rn −→ R, temos

que f é fortemente convexa com constante L > 0 se, e somente se,

〈u− v, x− y〉 > L||x− y||2, u ∈ ∂f(x), v ∈ ∂f(y) (1.12)

para quaisquer x,y ∈ Ω.

Demonstração. Sabendo que f é fortemente convexa, i.e.,

f(α(x− y) + y) − f(y) 6 αf(x) − αf(y) − Lα(1 − α)||x− y||2,

dividindo ambos os lados por α(1 − α) obtemos,

f(α(x− y) + y) − f(y)

α(1 − α)
6

f(x)

(1 − α)
−

f(y)

(1 − α)
− L||x− y||2.

Agora, fazendo α→ 0:

f
′
(y,d) 6 f(x) − f(y) − L||x− y||2; d = x− y.

Portanto,

L||x− y||2 6 −f
′
(y,d) + f(x) − f(y).

Trocando x por y e vice-versa, conseguimos

L||x− y||2 6 −f
′
(x,d

′
) − f(x) + f(y); d

′
= y− x.

Somando as duas desigualdades acima temos que

L||x− y||2 6 −f
′
(x.d) − f

′
(y,d). (1.13)

Por outro lado, como  f(z) > f(x) + 〈u, z− x〉

f(z) > f(y) + 〈v, z− y〉
(1.14)

∀z ∈ Rn, logo tomando z = αy + (1 − α)x = x + α(y − x) na primeira desigualdade de

(1.14), obtemos

f(x+ αd
′
) − f(x) > 〈u, x+ αd

′
− x〉.
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Dividindo por α e fazendo α→ 0 obtemos que

f
′
(x,d

′
) > 〈u,y− x〉. (1.15)

De forma análoga fazendo z = αx+ (1 − α)y = y+ α(x− y)

f
′
(y,d) > 〈v, x− y〉. (1.16)

Logo, multiplicando (1.15) e (1.16) por (−1) e somando

−f
′
(x,d

′
) − f

′
(y,d) 6 〈u− v, x− y〉. (1.17)

Então combinando (1.17) com (1.13) segue que

L||x− y||2 6 〈u− v, x− y〉.

Reciprocamente, como u ∈ ∂f(x), v ∈ ∂f(y) então f(z) > f(x) + 〈u, z− x〉

f(z) > f(y) + 〈v, z− y〉
(1.18)

Fazendo z = x = αx+(1−α)y na primeira desigualdade de (1.18) e z = y = αx+(1−α)y

na segunda desigualdade, f(x) > f(αx+ (1 − α)y) + 〈u, x− αx− (1 − α)y〉

f(y) > f(αx+ (1 − α)y) + 〈−v,−y+ αx+ (1 − α)y〉
(1.19)

Dáı, multiplicando a primeira desigualdade de (1.19) por α e a segunda por (1 − α) e

somando obtemos que

αf(x) + (1 − α)f(y) > f(αx+ (1 − α)y) + α(1 − α)〈u− v, x− y〉,

logo,

f(αx+ (1 − α)y) 6 αf(x) + (1 − α)f(y) − Lα(1 − α)||x− y||2.

Ou seja, valendo (1.12) implica que f é fortemente convexa.

Os próximos dois resultados nos dizem que dois conjuntos convexos sem pontos em comum

são separáveis. Tais resultados serão utilizados em algumas demonstrações no decorrer

deste caṕıtulo, mas omitiremos suas demonstrações, que poderão ser encontrada em [17].
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Teorema 1.3.7. (Separação) Sejam D1 ⊂ Rn e D2 ⊂ Rn conjuntos convexos não-

vazios tais que D1 ∩D2 = ∅. Então existem a ∈ Rn \ {0} e c ∈ R tais que

〈a, x1〉 6 c 6 〈a, x2〉 ∀x1 ∈ D1, ∀x2 ∈ D2.

Teorema 1.3.8. (Separação Estrita) Sejam D1 ⊂ Rn e D2 ⊂ Rn conjuntos convexos,

fechados e não-vazios. Suponhamos que um deles também seja limitado (logo, compacto).

Então D1 ∩D2 = ∅ se, e somente se,existem a ∈ Rn \ {0} e c ∈ R tais que

〈a, x1〉 < c < 〈a, x2〉 ∀x1 ∈ D1, ∀x2 ∈ D2.

Teorema 1.3.9. ([17]) Seja f : Rn −→ R uma função convexa. Então para todo x ∈ Rn,

o conjunto ∂f(x) é convexo, compacto e não-vazio. Além disso, para todo d ∈ Rn, tem-se

f
′
(x;d) = maxy∈∂f(x)〈y,d〉. (1.20)

Demonstração. Por (1.11), temos que

∂f(x) = {y ∈ Rn | 〈y,d〉 6 f ′(x,d), ∀d ∈ Rn}

= ∩d∈Rn{y ∈ Rn | 〈y,d〉 6 f ′(x,d)}.

Como a intersecção de semi-espaços fechados é convexa e fechada, obtemos que ∂f(x) é

convexo e fechado. Resta mostrarmos que ∂f(x) é limitado. Até então, ainda não sabemos

que ∂f(x) 6= ∅, dáı caso ∂f(x) = ∅, o subdiferencial é limitado. Suponhamos que exista

uma sequência {yk} ⊂ ∂f(x) tal que ||yk||→∞. Dáı, considere para todo k, dk =
yk

||yk||
,

onde podemos supor, a menos de subsequência que {dk}→ d, pois dk é limitada. Então

por (1.11),

||yk|| = 〈yk,dk〉 6 f ′(x;dk).

Portanto,

lim
k→∞ sup||yk|| 6 lim

k→∞ sup f ′(x;dk) 6 f ′(x;d) <∞,

onde a segunda desigualdade segue de [17, pag 173]. Isto contradiz o fato de ||yk||→∞.

Portanto, segue que ∂f(x) é limitado.

Por fim provemos que ∂f(x) 6= ∅. Para isso, mostremos (1.20) e ao mesmo tempo verifi-

quemos que ∂f(x) 6= ∅. De fato, fixemos d ∈ Rn arbitrário, então pelos cálculos acima

f ′(x;d) > max
y∈∂f(x)

〈y,d〉,
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onde a existência do máximo acima segue pelo fato de ∂f(x) ser compacto, junto com o

Teorema 1.2.1.. Defina os seguintes dois conjuntos:

D1 = {(z, c) ∈ Rn × R | c > f(z)}

e

D2 =
{
(z, c) ∈ Rn × R

∣∣ c = f(x) + αf ′(x;d), z = x+ αd, α ∈ R+

}
.

Note que ambos os conjuntos são convexos, onde D1 é o eṕıgrafo de f sem a sua fronteira,

logo é convexo, pois f é convexa.

Se D1 ∩D2 6= ∅, teŕıamos que

f(x+ αd) < f(x) + αf ′(x;d),

para algum α ∈ R+, mas isso gera uma contradição com o Teorema 1.3.6. Portanto, temos

que D1 ∩D2 = ∅. Então, pelo Teorema 1.3.7., existe (u,β) ∈ Rn × R \ {0} tal que

〈u, z〉+ βc 6 〈u, x+ αd〉+ β(f(x) + αf ′(x;d)), (1.21)

∀z ∈ Rn, ∀α ∈ R+, ∀c > f(x). Se β = 0, então

〈u, z〉 6 〈u, x+ αd〉, ∀d ∈ Rn,

mas isso só pode acontecer quando u = 0. Como (u,β) 6= 0, logo β 6= 0.

Suponha β > 0, então escolhendo z = x e α = 0 em (1.21), temos que βc 6 βf(x) para

todos os c tais que c > f(x), o que gera uma contradição. Portanto, obtemos que β < 0.

Dividindo ambos os lados em (1.21) por β < 0, temos que

c+ 〈u
β

, z− x〉 > f(x) + αf ′(x;d) + α〈u
β

,d〉, (1.22)

∀z ∈ Rn, ∀α ∈ R+, ∀c > f(z). Tomando os limites quando α → 0+ e c → f(z)+,

obtemos que

f(z) > f(x) − 〈u
β

, z− x〉, ∀z ∈ Rn,

ou seja,
−u

β
∈ ∂f(x). Em outras palavras, segue que ∂f(x) 6= ∅.

Tomando ainda α = 1 e z = x em (1.22) e passando o limite com c→ f(z)+, obtemos

0 > f ′(x;d) + 〈u
β

,d〉.
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Logo,

−〈u
β

,d〉 > f ′(x;d), −u

β
∈ ∂f(x).

Dáı, como já sabemos que f ′(x;d) > maxy∈∂f(x)〈y,d〉, então

f ′(x;d) = max
y∈∂f(x)

〈y,d〉.

Segue o resultado.

Proposição 1.3.3. ([17]) Uma função convexa f : Rn −→ R é diferenciável no ponto

x ∈ Rn se, e somente se, o conjunto ∂f(x) contém um elemento só. Neste caso, ∂f(x) =

{f
′
(x)} (onde f

′
(x) denota o gradiente de f em x).

Demonstração. Considere f diferenciável no ponto x ∈ Rn. Então, pelo Teorema 1.3.5.

f(z) > f(x) + 〈f ′(z), z− x〉,∀z ∈ Rn,

ou seja, f ′(x) ∈ ∂f(x). Seja agora y ∈ ∂f(x), então para todo d ∈ Rn, fazendo z = x+ d

na Definição 1.3.8. temos

f(x) + 〈y,d〉 6 f(x+ d)

= f(x) + 〈f ′(x),d〉+ θ(||d||).

Portanto,

〈y− f ′(x),d〉 6 θ(||d||).

Tomando,

dk =
y− f ′(x)

k||y− f ′(x)||
,

temos que dk → 0 e
||y− f ′(x)||

k
6 θ(

1

k
),

mas isso implica que y− f ′(x) = 0. Conclúımos então que ∂f(x) = {f ′(x)}.

Seja ∂f(x) = {y}, pelo Teorema 1.3.7.,

f ′(x;d) = 〈y,d〉, ∀d ∈ Rn.

Escolhendo como d os elementos da base canônica do Rn, temos que yi =
∂f(x)

∂xi
, i =

1, ...,n. Temos que f ′(x;d) é uma função linear em d de forma 〈f ′(x),d〉, o que implica a

diferenciabilidade de f em x.
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A importância do estudo do subdiferencial e suas propriedades na teoria de otimização

pode ser vista no seguinte resultado, onde iremos nos utilizar da Definição 1.3.7.. Como

foi visto anteriormente temos que sempre vale a inclusão τD(x̄) ⊂ BD(x̄). Mas ainda, se o

conjunto D em questão for convexo temos por [17] que vale a igualdade τD(x̄) = BD(x̄).

Usando este fato, vejamos o próximo resultado.

Teorema 1.3.10. ([17]) (Condição de otimalidade para minimização de uma

função convexa num conjunto convexo) Sejam f : Rn −→ R uma função convexa e

D ⊂ Rn um conjunto convexo. Então x̄ ∈ Rn é um minimizador de f em D se, e somente

se,

∃y ∈ ∂f(x̄) tal que 〈y, x− x̄〉 > 0 ∀x ∈ D, (1.23)

ou equivalentemente,

0 ∈ ∂f(x̄) +ℵD(x̄). (1.24)

Em particular, x̄ é minimizador de f em Rn se, e somente se, 0 ∈ ∂f(x̄).

Demonstração. Suponha inicialmente que 〈y, x − x̄〉 > 0 para todo x ∈ D, então temos

que −y ∈ ℵD(x̄). Pela definição de subgradiente, segue que

f(x) > f(x̄) + 〈y, x− x̄〉 > f(x̄), ∀x ∈ D,

isto é, x̄ é minimizador de f em D.

Reciprocamente, suponhamos que x̄ é um minimizador de f em D. Escolhemos qualquer

d ∈ τD(x̄) = BD(x̄), d 6= 0. Logo, existem sequências {tk} ⊂ R+ \ {0} e {dk} ⊂ Rn tais

que {dk}→ d, {tk}→ 0+, x+ tkd
k ∈ D para todo k. Dáı, para todo k temos que

0 6 f(x̄+ tkd
k) − f(x̄) = tkf

′(x̄,dk) + θ(tk).

Dividindo ambos os lados por tk > 0 e passando o limite com k→ +∞ conclúımos que

f ′(x̄,d) > 0, ∀d ∈ τD(x̄). (1.25)

Suponhamos que não ocorra (1.22), logo não existe y ∈ Rn tal que −y ∈ ∂f(x̄) e y ∈

ℵD(x̄). Logo,

(−∂f(x̄)) ∩ℵD(x̄) = ∅.

Como ∂f(x̄) é convexo, compacto e não-vazio e ℵd(x̄) é convexo, fechado e não vazio pelo

Teorema 1.3.8., existem a ∈ Rn \ {0} e c ∈ R tais que

−〈a,y〉 > c > 〈a,d〉, ∀y ∈ ∂f(x̄), ∀d ∈ ℵD(x̄). (1.26)
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Como 0 ∈ ℵD(x̄), temos que c > 0. Portanto, 〈a,y〉 < c < 0 para todo y ∈ ∂f(x̄). Dáı,

pelo Teorema 1.3.7., obtemos que

f ′(x̄,a) = maxy∈∂f(x̄)〈a,y〉 < 0. (1.27)

Suponhamos que 〈a,d〉 > 0 para algum d ∈ ℵD(x̄). Tomando td ∈ ℵD(x̄), t > 0 e

fazendo t→ +∞, temos uma contradição em (1.24), pois c ∈ R é fixo. Então, 〈a,d〉 6 0

para todo d ∈ ℵD(x̄). Portanto,

a ∈ (ℵD(x̄))
∗ = ((τD(x̄))

∗)∗ = τD(x̄), (1.28)

onde as desigualdades seguem de ([17], pag 118).

Dáı, temos que (1.27) e (1.28) contradizem (1.25). Por fim, se x̄ é um minimizador de f

em Rn então

f(x̄) 6 f(x), ∀x ∈ Rn.

Logo,

f(x) > f(x̄) + 〈0, x− x̄〉,

isto é, 0 ∈ ∂f(x̄). Reciprocamente, se 0 ∈ ∂f(x̄) segue que x̄ é minimizador de f em

Rn.

Ainda no que diz respeito ao subdiferencial de uma função convexa, e usando os resultados

abordados acima, nosso objetivo agora será provar o seguinte resultado:

Proposição 1.3.4. ([25]) Seja f : Rn −→ R uma função convexa. Então vale que

∂(λf)(x) = λ∂f(x), ∀x, ∀λ > 0. (1.29)

Demonstração. É imediato o caso λ = 0. Agora, seja λ > 0 e α ∈ ∂(λf)(x), i.e.,

λf(z) > λf(x) + 〈α, z− x〉, ∀z ∈ Rn. (1.30)

Nosso objetivo inicialmente será escrever α = λy; y ∈ ∂f(x). Dáı, como estamos supondo

λ > 0 por (1.19) temos que

f(z) > f(x) + 〈α
λ

, z− x〉, ∀z ∈ Rn,

isto implica que
α

λ
∈ ∂f(x). Por outro lado, veja que α = λ

α

λ
, logo α ∈ λ∂f(x).

Reciprocamente, dado β ∈ λ∂f(x) então β = λy com y ∈ ∂f(x), i.e.,

f(z) > f(x) + 〈y, z− x〉, ∀z ∈ Rn.
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Multiplicando por λ > 0 obtemos que,

λf(z) > λf(x) + 〈β, z− x〉,

para todo z ∈ Rn. Portanto, β ∈ ∂(λf)(x).

Com o objetivo de facilitar algumas contas feitas neste trabalho mais adiante, veremos a

seguinte propriedade em relação ao subdiferencial de funções convexas não-diferenciáveis.

∂(λ1f1 + λ2f2)(x) ⊂ λ1∂f1(x) + λ2∂f2(x), ∀x ∈ Ω, (1.31)

onde λ > 0 e fi : Rn −→ R, (i = 1, 2) é uma função convexa emΩ ⊂ Rn comΩ não-vazio

e convexo. Note que devido a Proposição 1.3.4. basta mostrarmos que ∂(f1 + f2)(x) ⊂

∂f1(x) + ∂f2(x), ∀x ∈ Ω. De fato, suponha por contradição que não vale a inclusão

dada, i.e., existe y ∈ ∂f(x), com f(x) = f1(x) + f2(x) tal que y 6∈ ∂f1(x) + ∂f2(x).

Os conjuntos ∂f1(x) e ∂f2(x) são convexos, compactos e não-vazios (Teorema 1.3.6.).

Portanto, ∂f1(x) + ∂f2(x) é convexo, compacto e não-vazio. Como y 6∈ ∂f1(x) + ∂f2(x),

pelo Teorema 1.3.8., existem a ∈ Rn \ {0} e c ∈ R tais que

〈a,y1 + y2〉 < c < 〈a,y〉, ∀yi ∈ ∂fi(x), i = 1, 2.

Dáı,

〈y,a〉 < supyi∈∂fi(x),i=1,2〈y1 + y2,a〉

= supy1∈∂f1(x)〈y1,a〉+ supy2∈∂f2(x)〈y2,a〉

= maxy1∈∂f1(x)〈y1,a〉+ smaxy2∈∂f2(x)〈y2,a〉

= f
′
1(x;a) + f

′
2(x;a)

= f
′
(x;a).

Porém, esta desigualdade gera uma contradição pelo fato de y ∈ ∂f(x) (vide (1.8)). Ve-

jamos agora um resultado de uma função convexa não-diferenciável, que é de grande im-

portância para o desenvolvimento deste trabalho. Tal resultado é fornecido pelo máximo

de funções convexas (mesmo no caso em que elas sejam diferenciáveis).

Teorema 1.3.11. ([17]) (Derivada direcional e o subdiferencial do máximo de

funções convexas)
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Considere Z um conjunto compacto qualquer. Suponhamos que ψ : Rn × Z −→ R seja

uma função cont́ınua tal que ψ(., z) : Rn −→ R seja convexa para todo z ∈ Z. Seja

f : Rn −→ R, f(x) = maxz∈Zψ(x, z).

Então:

(a) A função f é convexa no Rn, e para todo x ∈ Rn, tem-se

f
′
(x;d) = maxz̄∈Z(x)ψ

′
(x, z̄;d), ∀d ∈ Rn,

onde

Z(x) = {z̄ ∈ Z | f(x) = ψ(x.z̄) = maxz∈Zψ(x, z)}.

Em particular, se Z(x) = {z̄} e ψ(., z̄) é diferenciável no ponto x ∈ Rn, então f é dife-

renciável em x e

grad f(x) = grad ψx(x, z̄).

(b) Se ψ(., z) é diferenciável para todo z ∈ Z e ψ
′
x(x, .) é cont́ınua em Z para todo x ∈ Rn,

então

∂f(x) = conv {grad ψx(x, z̄) | z̄ ∈ Z(x)}, x ∈ Rn.

Demonstração. Por Weierstrass, temos que Z(x) 6= ∅ e f(x) é finito para todo x ∈ Rn.

Dáı, como Z é compacto temos que f é convexa, (ver [17],pag 142). Pela definição de

f, ∀z̄ ∈ Z(x)

 f(x) = ψ(x, z̄)

f(x+ αd) > ψ(x+ αd, z̄)

Note que a segunda equação acima seria uma igualdade se z̄ ∈ Z(x+ αd), mas z̄ ∈ Z(x).

Então, temos que

f(x+ αd) − f(x)

α
>
ψ(x+ αd, z̄) −ψ(x, z̄)

α
, ∀d ∈ Rn, ∀α > 0.

Fazendo α→ 0+, temos que

f ′(x,d) > ψ ′(x, z̄,d), ∀z̄ ∈ Z(x), ∀d ∈ Rn.

Portanto,
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f ′(x,d) > supz̄∈Z(x) ψ
′(x, z̄,d), ∀d ∈ Rn. (1.32)

Agora, seja d ∈ Rn qualquer e {αk} → 0+. Para todo k ∈ N definimos xk = x + αkd e

z̄k ∈ Z(xk). Como {z̄k} ⊂ Z(xk) e Z é compacto, podemos supor que {z̄k}→ z ∈ Z. Dáı,

ψ(xk, z̄k) = max
z∈Z

ψ(xk, z) > ψ(xk, z), ∀z ∈ Z.

Portanto, pelo fato de ψ ser continua, ψ(x, z̄) > ψ(x, z), ∀z ∈ Z. Logo,

z̄ ∈ Z(x). (1.33)

Pelo Teorema 1.3.6. e usando a definição de f e (1.27) obtemos que

f ′(x,d) 6
f(x+ αkd) − f(x)

αk

=
ψ(x+ αkd, z̄k) −ψ(x, z̄)

αk

=
ψ(x+ αk, z̄k) −ψ(x, z̄k)

αk
.

Fazendo k→ +∞,

f ′(x,d) 6 ψ ′(x, z̄,d),

ou seja,

f ′(x,d) 6 supz̄∈Z(x)ψ
′(x, z̄,d). (1.34)

Portanto de (1.26) e (1.28), segue o item a).

Agora o item b). Para todo u ∈ Rn e z̄ ∈ Z(x) temos

f(u) = maxz∈Zψ(u, z) > ψ(u, z̄)

> ψ(x, z̄) + 〈ψ ′x(x, z̄),u− x〉

= f(x) + 〈ψ ′x(x, z̄),u− x〉.

Logo, ψ ′x(x, z̄) ∈ ∂f(x), ∀z̄ ∈ Z(x). Como ∂f(x) é convexo temos que

conv{ψ ′x(x, z̄) / z̄ ∈ Z(x)} ⊂ conv∂f(x) = ∂f(x),

isto é, conv{ψ ′x(x, z̄) / z̄ ∈ Z(x)} ⊂ ∂f(x). Note agora, que Z(x) = Z∩{z / ψ(x, z) = f(x)}.

Como Z é compacto e o segundo é fechado, pela continuidade de ψ, temos que Z(x)
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é compacto. Agora, pela continuidade de ψ ′z(., z̄) temos que {ψ ′x(x, z̄) / z̄ ∈ Z(x)} é

compacto, então por ([17], pag 92), obtemos que conv {ψ ′x(x, z̄) / z̄ ∈ Z(x)} é compacto.

Suponha então que exista y ∈ ∂f(x) \ conv {ψ ′x(x, z̄) / z̄ ∈ Z(x)}. Então pelo Teorema

1.3.8., existem α ∈ Rn \ {0} e c ∈ R tal que

〈a,y〉 > c > 〈a,ψ ′x(x, z̄)〉, ∀z̄ ∈ Z(x).

Logo,

〈y,a〉 > maxz∈Z(x)〈ψ ′x(x, z̄),a〉

= maxz̄∈Z(x)ψ
′(x, z̄),a)

= f ′(x,a),

onde acima usamos o item a) e o fato de ψ(., z̄) ser diferenciável. Mas isso gera uma

contradição pelo fato de y ∈ ∂f(x) e pelo Teorema 1.3.7.. Portanto,

∂f(x) ⊂ conv{ψ ′x(x, z̄) / z̄ ∈ Z(x)}.

Logo, segue o resultado.

Como aplicação imediata do teorema anterior apresentamos o seguinte exemplo:

Exemplo 1.3.7. ([17]) Sejam fi : Rn −→ R funções convexas diferenciáveis, i = 1, ...,p

e

f : Rn −→ R, f(x) := maxi=1,...,pfi(x).

Para x ∈ Rn, definimos o conjunto de ı́ndices ativos em x por

I(x) := {i = 1, ...,p | f(x) = fi(x)}.

Pelo Teorema 1.3.11, temos que

∂f(x) =

y ∈ Rn
∣∣∣∣ y =

∑
i∈I(x)

αi grad fi(x) :
∑
i∈I(x)

αi = 1,αi > 0, i ∈ I(x)

 .

Em particular, pelo Teorema 1.3.10, x̄ é um minimizador de f no Rn se, e somente se,

existem ᾱi ∈ I(x̄), tais que

0 =
∑
i∈I(x̄)

ᾱigrad fi(x̄),
∑
i∈I(x̄)

ᾱi = 1.



Caṕıtulo 2

Método do ponto proximal para

otimização escalar

Neste caṕıtulo iremos abordar o chamado Método do Ponto Proximal clássico. Tal método

busca resolver o problema de minimização de uma função f : Rn → R convexa. Na

literatura existem diversas variações do método do ponto proximal, de acordo com a

função distância adotada. Por exemplo, em [16] além do caso clássico, que iremos abordar,

onde adota-se a distância euclidiana, é posśıvel encontrar quando adota-se a função de

Bregman, como é trabalhado [7].

Nosso objetivo aqui será além de definir o método clássico, mostrar que o mesmo está

bem definido e analisar a sua convergência. Em outras palavras, estamos interessados em

saber sob quais hipóteses o método do ponto proximal clássico converge para uma solução

do Problema (1.1). Para maiores informações veja [16].

2.1 Método do ponto proximal clássico

Seja f : Rn → R uma função convexa. Considere a sequência {xk} ⊂ Rn dada por:

x0 ∈ Rn

xk+1 := argminx∈Rn{f(x) + λk ‖ x− xk ‖2}
(2.1)

onde λk ∈ R; 0 < λk 6 λ̃, para algum λ̃ > 0. Acima ‖ . ‖ denota a norma euclidiana.

Proposição 2.1.1. O método do ponto proximal definido em (2.1) está bem definido.

30
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Demonstração. Por indução, considere fk(x) = f(x) + λk ‖ x − xk ‖2. Como estamos

supondo que f atinge o mı́nimo, temos que f é limitada inferiormente, logo lim
j→∞ fk(yj) =

+∞, onde {yj} ⊂ Rn com ‖ yj ‖−→ +∞. De fato, como

‖ yj ‖6‖ yj − xk ‖ + ‖ xk ‖ .

Então, ‖ yj − xk ‖−→ +∞, quando j −→ +∞. Como sabemos que {f(yj)} é limitada

inferiormente, usando a definição de fk temos que lim
j→∞ fk(yj) = +∞. Em outras palavras,

fk é coerciva. Portanto, como fk(x) é claramente cont́ınua atinge o mı́nimo e é único,

pois pelo Teorema 1.3.3 , fk é estritamente convexa, logo xk+1 é único.

2.2 Análise de convergência

A seguir mostraremos que sob algumas hipóteses a sequência gerada por (2.1) converge

para o minimizador de f. Para isso iremos precisar da seguinte definição e proposição.

Definição 2.2.1. ([16]) Uma sequência {yk} ⊂ Rn é dita Fejér convergente para o con-

junto U ⊂ Rn, com respeito a norma euclidiana se,

‖ yk+1 − u ‖6‖ yk − u ‖ ∀k > 0,∀u ∈ U. (2.2)

Proposição 2.2.1. ([16]) Se {yk} é Fejér convergente para U 6= ∅ então {yk} é limitada.

Se um ponto de acumulação y de {yk},com y ∈ U então lim
k→∞yk = y.

Demonstração. De (2.2) temos que,

‖ yk+1 − u ‖6‖ y0 − u ‖,

∀u ∈ U, isto é, {yk} ∈ B[u, r], para cada k ∈ N, com r =‖ y0 − u ‖. Onde B[u, r] denota

a bola fechada de centro em u e raio r, isto é, {yk} é limitada.

Agora seja y ∈ U um ponto de acumulação de {yk}, logo ∃{ykj} tal que ykj −→ y. Por

(2.2) temos que a sequência {‖ yk−y ‖} é decrescente e não-negativa (aqui fazemos u = y

em (2.2), já que por hipótese y ∈ U), logo temos que tal sequência converge com

lim
k→∞ ‖ yk − y ‖= 0.
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Portanto, lim
k→∞yk = y.

Teorema 2.2.1. ([16]) Seja f : Rn → R convexa e continuamente diferenciável. Suponha

que o conjunto U dos minimizadores de f em Rn é não-vazio. Então a sequência {xk}

gerada por (2.1) converge para algum ponto x∗ ∈ U.

Demonstração. Sendo {xk} a sequência gerada em (2.1), dividiremos a demonstração em

três etapas. Primeiramente iremos mostrar que a sequência é Fejér convergente para U, na

segunda etapa mostraremos que lim
k→∞ ‖ xk+1 −xk ‖= 0 e na terceira etapa iremos mostrar

que qualquer ponto de acumulação da sequência em (2.1) é solução do nosso problema e

a sequência converge para tal ponto.

1◦Etapa :

Afirmação: ‖ xk+1 − x̄ ‖26‖ xk − x̄ ‖2 − ‖ xk+1 − xk ‖,∀k > 0,∀x̄ ∈ U.

Note que,

‖ xk − x̄ ‖26‖ xk − xk+1 ‖2 + ‖ xk+1 − x̄ ‖2 +2〈xk − xk+1, xk+1 − x̄〉. (2.3)

Como já sabemos, xk+1 é solução de (2.1) logo,

0 = gradfk(x
k+1) = gradf(xk+1) + 2λk(x

k+1 − xk) (2.4)

De (2.3), (2.4) e pela convexidade de f

‖ xk − x̄ ‖2 − ‖ xk+1 − xk ‖2 − ‖ xk+1 − x̄ ‖2 = 2〈xk − xk+1, xk+1 − x̄〉

= 1
λk
〈grad f(xk+1), xk+1 − x̄〉

> 0,

onde a última desigualdade é devido ao Teorema 1.3.4 e pelo fato de x̄ ser minimizador.

Com isso obtemos que,

‖ xk+1 − x̄ ‖2 6 ‖ xk − x̄ ‖2 − ‖ xk+1 − xk ‖2

6 ‖ xk − x̄ ‖2 .

Então, ‖ xk+1 − x̄ ‖6‖ xk − x̄ ‖, ∀x̄ ∈ U. Portanto, {xk} é Fejér convergente para U.

2◦Etapa: Da etapa 1 temos que

0 6‖ xk+1 − xk ‖26‖ xk − x̄ ‖2 − ‖ xk+1 − x̄ ‖2 . (2.5)
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Pelo fato de {xk} ser Fejér convergente temos que {‖ xk − x̄ ‖} é não-crescente e não-

negativa, logo convergente, isto é,

‖ xk − x̄ ‖−→ 0. (2.6)

Dáı, por (2.5)

lim
k→∞(xk+1 − xk) = 0. (2.7)

3◦Etapa : A existência de pontos de acumulação de {xk} segue da etapa 1, onde mostramos

que {xk} é Fejer convergente e da Proposição 2.1.1. Agora, seja x̄ um ponto de acumulação

de {xk} , então xkj −→ x̄ para alguma subsequência xkj . Dáı, por (2.4)

grad f(xkj+1) = 2λkj(x
kj − xkj+1).

Fazendo j −→ +∞ e usando (2.6) e (2.7) temos que

grad f(x̄) = 0.

Como f ∈ C1 e é convexa, pelo Teorema 1.3.5 temos que x̄ ∈ U. Portanto, pela Proposição

2.1.1

lim
k→∞ xk = x̄.



Caṕıtulo 3

Otimização multiobjetivo

Neste caṕıtulo abordaremos algumas informações que serão de grande importância na

sequência desse trabalho. Apresentaremos conceitos relacionados à Otimização Multiob-

jetivo, iniciando com definições sobre ordenação de conjuntos.

3.1 Ordem parcial

Nesta seção apresentaremos uma noção de ordem parcial no espaço Rn que será útil

quando definirmos o problema de Otimização Multiobjetivo. Tal noção de ordem também

se faz necessário quando falamos de convexidade de uma função F : Rm −→ Rn. Os

resultados e definições aqui abordados serão de grande valia quando formos estudar o

resultado principal de [4], abordado mais adiante no Caṕıtulo 5.

Definição 3.1.1. Um conjunto C é dito ordenado com relação de ordem � se dados

quaisquer elementos x,y e z ∈ C sempre vale x � y ou y � x e as seguintes propriedades

são satisfeitas:

x � x (reflexividade)

x � y,y � z⇒ x � z (transitividade)

x � y,y � x⇒ x = y (antisimetria).

Segue abaixo uma definição importante quando estudamos otimização multiobjetivo.

Definição 3.1.2. Dizemos que C é parcialmente ordenado quando valem as propriedades

acima porém, nem sempre dois elementos x,y ∈ C são comparáveis, isto é, x � y ou

y � x.
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As operações de comparação entre vetores pertencentes ao Rn serão definidas da seguinte

forma:

x � y ⇒ {xi 6 yi , i = 1, 2, ...,n}

x ≺ y ⇒ {xi < yi , i = 1, 2, ...,n}

x = y ⇒ {xi = yi , i = 1, 2, ...,n}.

O operador 6= é dado por:

x 6= y⇒ {∃i | xi 6= yi},

isto é,

x 6= y 6⇒ {xi 6= yi , i = 1, 2, ...,n}.

Note então que o espaço Rn é parcialmente ordenado com a ordem definida acima.

Exemplo 3.1.1. Considere os vetores x,y, z ∈ R3. Temos:

x = (4, 6, 8),y = (3, 5, 7), z = (4, 5, 6)

y ≺ x⇒ y � x

z ≺ x⇒ z � x

Porém, os vetores z e y não podem ser comparados.

Seguindo esse racioćınio, neste trabalho iremos adotar os cones:

Rm+ := {x ∈ Rm|xi > 0, j ∈ I},

e

Rm++ := {x ∈ Rm|xi > 0, j ∈ I}, I := {1, ...,m}.

Dáı, para y, z ∈ Rm, escrevemos z � y (ou y � z) para significar z − y ∈ Rm+ e z � y

(ou y ≺ z) para z− y ∈ Rm++.

Definição 3.1.3. (Dominância) Diz-se que o ponto x1 ∈ Rn domina outro ponto x2 ∈

Rn se F(x1) � F(x2) e F(x1) 6= F(x2).

A figura abaixo ilustra o conceito de dominância.
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Sejam xA, xB, xC, xD e xE, pontos de modo que F(xA) = yA, F(xB) = yB, F(xC) =

yC, F(xD) = yD e F(xE) = yE. Note que xC é dominado por xA, enquanto xB, xA e

xE não são dominados por nenhuma outra solução.

3.2 Problema de Otimização Multiobjetivo

Nessa seção apresentaremos algumas propriedades e notações em otimização multiobje-

tivo. Iniciamos com o problema de Otimização Multiobjetivo, objeto de estudo deste

trabalho, definido por:

min F(x)

s.a x ∈ Rn,
(3.1)

onde F : Rn → Rm.

Podemos dizer que a otimização multiobjetivo é um processo que busca otimizar simul-

taneamente duas ou mais funções-objetivo de várias variáveis em valores reais. Como

é mencionado em [1], no que diz respeito as soluções de um problema de otimização

multiobjetivo, há dois posśıveis tipos:

(i) Soluções que, quando comparadas às demais apresentam pior desempenho sob todos

os objetivos simultaneamente considerados.

(ii) Soluções que, quando comparadas às demais, são melhores em um ou mais objetivos.

Obviamente, as soluções do primeiro grupo não nos interessa, enquanto as soluções do

segundo grupo são as que possivelmente irão otimizar as funções objetivos estudadas.

As primeiras definições estudadas no ambiente de Otimização Multiobjetivo são dadas

abaixo.
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Definição 3.2.1. Um ponto x̄ ∈ Rn é dito cŕıtico Pareto quando

Im(JF(x̄)) ∩ (−R++)
m = ∅, (3.2)

onde Im(JF(x̄)) é a imagem da transformação linear JF(x̄) : Rn → Rm. Ou seja, sendo

x̄ ∈ Rn um ponto cŕıtico Pareto e F = (F1, ..., Fm) então para todo v ∈ Rn, ∃ i ∈ {1, ...,m}

tal que

〈grad Fi(x̄), v〉 > 0.

Uma importante observação que segue da definição anterior é a seguinte: se um ponto

x ∈ Rn não é cŕıtico Pareto, então existe uma direção v ∈ Rn tal que

JF(x)v ∈ (−R++)
m,

isto é, v é uma direção de descida para a função objetivo F. Em outras palavras temos

que

〈grad Fi(x), v〉 < 0, ∀i ∈ {1, ...,m}.

Definição 3.2.2. Um ponto x ∈ Rn é dito ótimo Pareto se não existe um ponto y ∈ Rn

com F(y) � F(x) e F(y) 6= F(x).

De forma análoga, x ∈ Rn chama-se ótimo Pareto fraco ou Pareto fraco se não existe um

ponto y ∈ Rn com F(y) ≺ F(x).

Denotaremos por argmin{F(x) : x ∈ Rn} o conjunto dos pontos ótimo Pareto e

argminw{F(x) : x ∈ Rn} o conjunto dos pontos ótimo Pareto fracos para o Problema

(3.1).

Note que a Definição 3.3.2 nos diz que se um ponto x ∈ Rn é ótimo Pareto significa dizer

que x não é dominado por nenhum outro ponto.

A próxima figura ilustra o conceito de ótimo Pareto,
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onde Y∗ é o conjunto Pareto-ótimo representado em linha cont́ınua.

Exemplo 3.2.1. Seja F : R2 → R2 dada por

F(x,y) = (x2 + 2,y2 + 2),

então o ponto (0, 0) é ótimo Pareto.

Demonstração. De fato, caso contrário existiria (x,y) ∈ R2;

F(x,y) � F(0, 0) ; F(x,y) 6= (2, 2)

Logo, x2 + 2 < 2 e y2 + 2 < 2. Isto implicaria em

x2 + 2 < 2⇒ x2 < 0

e

y2 + 2 < 2⇒ y2 < 0,

ou seja, um absurdo.

Observe que vale a seguinte inclusão:

argmin{F(x) : x ∈ Rn} ⊂ argminw{F(x) : x ∈ Rn}.

De fato, dado x ∈ argmin{F(x) : x ∈ Rn} então não existe y ∈ Rn tal que F(y) � F(x),

com F(x) 6= F(y). Em particular, não existe y ∈ Rn tal que F(y) ≺ F(x). Ou seja, x é um

ponto Pareto fraco.

Definição 3.2.3. Seja C ⊂ Rn um conjunto não-vazio e convexo.

i) F é dita convexa em C (ou C-convexa) se, e somente se, para todo x,y ∈ C ocorrer o

seguinte:

F((1 − t)x+ ty) � (1 − t)F(x) + tF(y), t ∈ [0, 1].

ii) F é chamada fortemente convexa com constante ν ∈ Rm++ em C se, e somente se, para

cada x,y ∈ C, ocorrer o seguinte:

F((1 − t)x+ ty) � (1 − t)F(x) + tF(y) − t(1 − t) ‖ x− y ‖2 ν, t ∈ [0, 1].
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Observação 3.2.1. Note que F é convexa (resp. fortemente convexa) se, e somente

se, cada função coordenada de F é convexa (resp. fortemente convexa). Isso decorre da

definição de ordem parcial � introduzida anteriormente, e pela Definição 3.2.3..

Dáı, lembrando que se f : Rn −→ R é fortemente convexa em particular é também

convexa, logo temos que se F : Rn −→ Rm é fortemente convexa então também é convexa,

pois cada função coordenada o será. Mas a rećıproca é falsa como foi visto no Caṕıtulo 1.

O próximo resultado nos dá uma condição necessária de otimalidade de primeira ordem

para o Problema (3.1) de um ponto x∗ ∈ Rn.

Lema 3.2.1. Seja F : Rn −→ Rm, uma aplicação continuamente diferenciável e x∗ um

ponto ótimo Pareto para (3.1), então

Im(JF(x∗)) ∩ (−R++)
m = ∅.

Demonstração. Temos por hipótese que x∗ é um ponto ótimo Pareto para o problema

(3.1). Dáı, temos que não existe x̄ ∈ Rn tal que Fi(x̄) 6 Fi(x∗), para todo i ∈ {1, 2, ...,m}

e Fj(x̄) 6 Fj(x
∗) para algum ı́ndice j ∈ {1, 2, ...,m}. Agora, suponha por contradição que

d ∈ Im(JF(x∗)) ∩ (−R++)
m, então existe v ∈ Rn tal que 〈grad Fi(x∗), v〉 < 0, para todo

i ∈ {1, 2, ...,m}. Como G é continuamente diferenciável temos que,

lim
t→0

Fi(x
∗ + tv) − Fi(x

∗)

t
= 〈grad Fi(x∗), v〉 < 0, ∀i ∈ {1, 2, ...,m}.

Mas assim, v é uma direção de descida, para cada função componente Fi, isto é, existe

t0 > 0 tal que

Fi(x
∗ + tv) < Fi(x

∗), ∀t ∈ (0, t0], ∀i ∈ {1, 2, ...,m}.

Em outras palavras,

F(x∗ + tv) ≺ F(x∗), ∀t ∈ (0, t0].

Mas isso contradiz o fato de x∗ ser um ponto ótimo Pareto de (3.1).

O Lema 3.3.1. nos diz que todo ponto ótimo Pareto é um ponto cŕıtico Pareto.

Observação 3.2.2. Note que o lema anterior continua sendo válido para o caso em que

x∗ é um ponto Pareto fraco do Problema (3.1). Em geral, a expressão (3.2) é uma condição

necessária, mas não suficiente para otimalidade. Por exemplo:
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Exemplo 3.2.2. Considere F : R2 −→ R2, tal que F(x1, x2) = (x3
1, x3

2). Dáı,

JF(x1, x2) =

 3x2
1 0

0 3x2
2


e

Im(JF(x1, x2)) = {(〈(3x2
1, 0), v〉, 〈(0, 3x2

2), v〉), ∀v ∈ Rn}.

Agora, note que para x∗ = (0, 0) temos que Im(JF(x∗) ∩ (−Rm++)) = ∅, ∀v ∈ Rn. Porém,

se considerarmos x̄ = (−1,−1) obtemos que F(x̄) ≺ F(x∗). Portanto, x∗ não é um ponto

Pareto fraco.

3.2.1 Escalarização

Anteriormente definimos uma relação de ordem parcial denotada por �. Pelo fato de

tal ordem não ser total, encontramos algumas dificuldades e para tentar contornar tais

dificuldades apresentamos agora um racioćınio bastante útil quando se está estudando

Otimização Multiobjetivo, a chamada Escalarização. Tal técnica tem como objetivo subs-

tituir o problema de Otimização Multiobjetivo, onde não temos uma relação de ordem

total, por um problema de otimização escalar, ou em uma série de problemas escalares.

Com essa técnica nós podemos usar não só a relação de ordem total que temos quando

trabalhamos com uma função escalar, mas também nos permite usar os resultados exis-

tentes na literatura para otimização escalar. Para esta subseção procuramos adaptar para

o Rn, foco principal deste trabalho, os resultados obtidos em [23] onde adota-se um espaço

vetorial qualquer.

Definição 3.2.4. Uma função f : Rn −→ R é dita uma representação escalar estrita de

uma função vetorial F : Rn −→ Rm quando dados x, x̄ ∈ Rn :

F(x) � F(x̄) =⇒ f(x) 6 f(x̄) e F(x) ≺ F(x̄) =⇒ f(x) < f(x̄).

Além disso, dizemos que f é uma representação escalar fraca de F se

F(x) ≺ F(x̄) =⇒ f(x) < f(x̄).

Note que toda representação escalar estrita é também uma representação escalar fraca.

O próximo resultado é de grande importância no prosseguimento deste trabalho, pois ele



Caṕıtulo 3. Otimização multiobjetivo 41

propõe uma maneira de obter uma representação escalar estrita para funções F : Rn −→

Rm.

Proposição 3.2.1. Seja f : Rn −→ R. Temos que f é uma representação escalar es-

trita de F : Rn −→ Rm se, e somente se, existe uma função estritamente crescente

g : F(Rn) −→ R tal que f = g ◦ F.

Demonstração. Seja g : F(Rn) −→ R uma função crescente. Então, para todo x,y ∈ Rn

temos que,

F(x) � F(y) =⇒ (g ◦ F)(x) > (g ◦ F)(y)

e

F(x) � F(y) =⇒ (g ◦ F)(x) > (g ◦ F)(y).

Em outras palavras, f = g ◦ F é representação escalar estrita de F.

Reciprocamente, seja f uma representação escalar estrita de F. Defina a seguinte função

crescente g em F(Rn) dada por

g(a) = f(x),

onde a ∈ F(Rn), i.e., a = F(x), para algum x ∈ Rn. Observe que escrevendo dessa

maneira temos f = g ◦ F. Além disso, tal função está bem definida. De fato, seja y ∈ Rn

outro ponto tal que F(y) = a, então F(x) = F(y) = a. Dáı, pela definição 3.2.4, temos

que f(x) 6 f(y) e f(y) 6 f(x), i.e., f(x) = f(y). Concluimos então que g(a) não depende

do ponto x tal que F(x) = a. Provemos agora que g é uma função crescente. De fato,

pois se a,b ∈ F(Rn), i.e., a = F(x), b = F(y) para algum x,y ∈ Rn e a � b então,

g(a) = f(x) > f(y) = g(b).

Exemplo 3.2.3. Seja F : Rn −→ Rm, então f : Rn −→ R definida por f(x) = 〈F(x), z〉,

com z ∈ Rm \ {0} fixo é uma representação escalar estrita de F.

Demonstração. De fato, sejam x, x̄ ∈ Rn. Se F(x) � F(x̄), então F(x̄) − F(x) ∈ Rm+ , ou

seja, Fi(x̄) − Fi(x) > 0 para todo i ∈ {1, 2, ...,m}. Dáı, para todo z ∈ Rm+ \ {0},

|Fi(x̄) − Fi(x)|zi > 0, ∀i ∈ {1, 2, ...,m}.

Logo, 〈F(x̄) − F(x), z〉 > 0, ∀i ∈ {1, 2, ...,m}, ou de forma equivalente,

〈F(x), z〉 6 〈F(x̄), z〉.



Caṕıtulo 3. Otimização multiobjetivo 42

De maneira análoga, se F(x) ≺ F(x̄), então F(x̄)−F(x) ∈ Rm++. Portanto, Fi(x̄)−Fi(x) > 0

para todo i ∈ {1, 2, ...,m}. Isto é, para todo z ∈ Rm+ \ {0},

〈F(x̄) − F(x), z〉 > 0 =⇒ 〈F(x), z〉 < 〈F(x̄), z〉.

Ou seja, f(x) = 〈F(x), z〉, com z ∈ Rm \ {0} fixo é uma representação escalar estrita de

F.

Proposição 3.2.2. Seja F : Rn −→ Rm uma função convexa, então⋃
z∈Rm+ \{0}

argmin{〈F(x), z〉 | x ∈ Rn} = argminw{F(x) | x ∈ Rn}.

Demonstração. Seja x̄ ∈
⋃

z∈Rm+ \{0}

argmin{〈F(x), z〉 | x ∈ Rn}, logo existe z ∈ Rm+ \ {0} tal

que,

〈F(x̄), z〉 6 〈F(x), z〉, ∀x ∈ Rn. (3.3)

Dáı, suponha por absurdo que x̄ 6∈ argminw{F(x) | x ∈ Rn}, então existe x∗ ∈ Rn tal

que F(x∗) ≺ F(x̄). Usando o fato de que 〈F(.), z〉 é uma representação escalar estrita de F

(vide Exemplo 3.2.3.) temos que,

〈F(x∗), z〉 < 〈F(x̄), z〉.

Mas isso é uma contradição com (3.3). Portanto, x̄ ∈ argminw{F(x) | x ∈ Rn}.

Reciprocamente, seja x̄ ∈ argminw{F(x) | x ∈ Rn} temos que não existe y ∈ Rn tal que

F(y) ≺ F(x̄). Agora, suponha por absurdo que x̄ 6∈
⋃

z∈Rm+ \{0}

argmin{〈F(x), z〉 | x ∈ Rn}.

Então para todo z ∈ Rm+ \ {0}, existe xz ∈ Rm tal que

〈F(xz), z〉 < 〈F(x̄), z〉.

Em particular, se tormarmos os vetores da base canônica do Rm temos que,

Fi(xz) < Fi(x̄), ∀i ∈ {1, 2, ...,m}.

Mas isso gera uma contradição, pois assim teŕıamos que F(xz) ≺ F(x̄).



Caṕıtulo 4

Derivada Generalizada

Neste caṕıtulo iremos generalizar alguns conceitos vistos no Caṕıtulo 1, considerando

funções localmente Lipschitz. Mais precisamente neste caṕıtulo iremos generalizar o con-

ceito usual de derivada direcional no espaço Rn, bem como o de subdiferencial de uma

função vista no Caṕıtulo 1. Os resultados aqui apresentados são baseados em [6], [20] e

[24].

4.1 Derivada direcional generalizada

Definição 4.1.1. ([6]) Seja f : Rn −→ R uma função localmente lipschitz, x ∈ Rn e

d ∈ Rn. A derivada direcional de Clarke em x na direção d, denotada por f◦(x;d), é

definida por

f◦(x;d) := lim
t↓0

sup
y→x

f(y+ td) − f(y)

t
. (4.1)

O subdiferencial de Clarke de f em x, denotado por ∂◦f(x), é definido por

∂◦f(x) := {w ∈ Rn : 〈w,d〉 6 f◦(x,d), ∀d ∈ Rn}.

Proposição 4.1.1. ([6]) Seja f : Rn −→ R localmente lipschitz, x ∈ Rn e Kx a constante

de lipschitz para uma vizinhança V de x. Então,

|f◦(x,d)| 6 Kx||d||, ∀d ∈ Rn.

43
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Demonstração. Considere d ∈ Rn e t > 0 tal que y+ td,y ∈ V . Dáı, temos

|f◦(x,d)| =
∣∣∣ lim
t↓0

sup
y→x

f(y+ td) − f(y)

t

∣∣∣
6 limt↓0 supy→x

|f(y+ td) − f(y)|

t

6 limt↓0 supy→x
Kx‖td‖
t

6 Kx‖d‖.

Exemplo 4.1.1. ([6]) Considere f : R −→ R, dada por f(x) = |x|. Então,

i)Para x > 0 :

f◦(x;d) := lim
t↓0

sup
y→x

y+ td− y

t
= d.

Dáı, ∂◦f(x) := {w ∈ Rn : d > wd, ∀d ∈ R}. Logo, se d > dw então w 6 1. Agora

fazendo para d = −1, tem-se que w > 1. Portanto, ∂◦f(x) := {1}.

ii)Para x < 0 :

f◦(x;d) := lim
t↓0

sup
y→x

−(y+ td) − (−y)

t
= −d.

De forma análoga chegamos que ∂◦f(x) := {−1}.

iii)Para x = 0 :

f◦(x;d) :=

 d, d > 0

−d, d < 0

i.e., f◦(x;d) := |d|. Agora note que ∂0f(0) = [−1, 1]. De fato, dado w ∈ ∂0f(0) então

|d| > wd, ∀d ∈ R. Suponha que |w| > 1, i.e., w > 1 ou w < −1

•w > 1 : Então, para d > 0, temos que dw > d = |d| =⇒ dw > |d|.

•w < −1 : Então, para d < 0, temos que dw > −d = |d| =⇒ dw > |d|.

Mas em ambos os casos temos uma contradição. Agora, dado w ∈ [−1, 1] temos que

wd 6 |wd| = |w||d| 6 |d|, logo |d| > wd.

Portanto, w ∈ ∂0f(0).

Proposição 4.1.2. ([6]) Se f é uma função convexa, então f◦(x,d) = f
′
(x,d), onde

f
′
(x,d) é a derivada direcional usual de f em x na direção d. Portanto, ∂◦f(x) =



Caṕıtulo 4. Derivada Generalizada 45

∂f(x), ∀x ∈ Rn, i.e., o subdiferencial de Clarke generaliza o subdiferencial usual para

funções convexas.

Demonstração. Inicialmente temos pelo Teorema 1.3.4. que f é localmente lipschitz, em

particular cont́ınua. Por outro lado, de (4.1) obtemos

f◦(x;d) := lim
t↓0

sup
y→x

f(y+ td) − f(y)

t
> lim
t↓0

f(y+ td) − f(y)

t
= f

′
(x,d),

Agora, dado δ > 0 como φ(t) = t−1(f(y + td) − f(y)) é não-decrescente então φ(t) =

sup φ(s)0<s<t. Então,

f◦(x,d) = lim
t→0

[
sup

‖y−x‖<tδ

f(y+ td) − f(y)

t

]
= lim

t→0

[
sup

‖y−x‖<tδ
sup

0<s<t

f(y+ sd) − f(y)

s

]

= lim
ε→0

[
sup

‖y−x‖<εδ
sup

0<s<ε

f(y+ sd) − f(y)

s

]

= lim
ε↓0

sup
||y−x||<εδ

f(y+ εd) − f(y)

ε
.

Como f é localmente lipschitz em x, então para ε suficientemente pequeno,

|f(y+ εd) − f(y) − f(x+ εd) + f(x)| 6 |f(y+ εd) − f(x+ εd)|+ |f(y) − f(x)| 6 2Kx|y− x|.

Então, ∣∣∣∣f(y+ εd) − f(y)

ε
−
f(x+ εd) − f(x)

ε

∣∣∣∣ 6 2Kx
ε

|y− x| 6 2Kxδ.

Dáı,

f◦(x,d) = lim
ε↓0

[
sup

||y−x||<εδ

[
f(y+ εd) − f(y)

ε
+
f(x+ εd) − f(x)

ε
−
f(x+ εd) − f(x)

ε

]]

6 lim
ε↓0

sup
||y−x||<εδ

[
f(y+ εd) − f(y)

ε
−
f(x+ εd) − f(x)

ε

]
+ lim
ε↓0

f(x+ εd) − f(x)

ε
.

Portanto, f◦(x,d) 6 lim
ε↓0

sup
||y−x||<εδ

(2Kxδ) + f
′
(x,d), i.e.,

f◦(x,d) 6 2Kxδ+ f
′
(x,d), ∀δ > 0.

Logo, f◦(x,d) 6 f
′
(x,d). Provando que f◦(x,d) = f

′
(x,d).
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Lema 4.1.1. ([6]) Seja Ω ⊂ Rn aberto e convexo. Se f : Rn −→ R é localmente lipschitz

em Ω e g : Rn −→ R é convexa em Ω, então (f+g)◦(x,d) = f◦(x,d)+g
′
(x,d), para cada

x ∈ Ω e d ∈ Rn. Como consequência, se g : Rn −→ R é continuamente diferenciável em

Ω, ∂◦(f+ g)(x) = ∂◦f(x) + grad g(x), para cada x ∈ Ω.

Demonstração. Pela Definição 4.1.1. temos que

(f+ g)◦(x,d) = limt↓0 supy→x
f(y+ td) + g(y+ td) − f(y) − g(y)

t

6 limt↓0 supy→x
f(y+ td) − f(y)

t
+ limt↓0 supy→x

g(y+ td) − g(y)

t

= f◦(x,d) + g
′
(x,d).

onde acima usamos a proposição anterior e uma propriedade de supremo. Por outro lado,

note que f◦(x,d) = (f+ g+ (−g))◦(x,d), logo usando novamente a proposição anterior e

a desigualdade acima temos que

f◦(x,d) 6 (f+ g)◦ + (−g)
′
(x,d),

isto é, (f+ g)◦(x,d) = f◦(x,d) + g
′
(x,d).

Lema 4.1.2. ([3])Seja Ω ⊂ Rn um conjunto aberto e convexo e I = {1, ...,m}. Seja

fi : Rn −→ R uma função continuamente diferenciável em Ω para todo i ∈ I. Definindo

f : Rn −→ R por f(x) := maxi∈Ifi(x), e I(x) = {i ∈ I : fi(x) = f(x)}. Então, f é

localmente lipschitz em Ω e conv{grad fi(x) : i ∈ I(x)} ⊂ ∂◦f(x), para cada x ∈ Ω.

Demonstração. Como fi ∈ C1 por hipótese, então fi é localmente lipschitz em Ω,∀i ∈ I,

[21]. Portanto, dado p̄ ∈ Ω e i ∈ I, ∃δi,Li > 0;

|fi(p) − fi(q)| 6 Li|p− q|,∀p,q ∈ B(δi, p̄). (4.2)

Como vale que,

|maxi∈I fi(p) − maxi∈I fi(q)| 6 maxi∈I |fi(p) − fi(q)|. (4.3)

Por (4.2) e (4.3) temos que

|f(p) − f(q)| 6 L|p− q|,∀p,q ∈ B(δ, p̄),

onde δ = minδi e L = maxLi. Logo, f é localmente lipschitz. Agora, dado x ∈ Ω tome

u ∈ conv{grad fi(x), i ∈ I(x)} e v ∈ Rn. Logo, existem αi > 0;
∑m
i=1 αi = 1 e i ∈ I(x);

u =
∑
i∈I(x)

αigrad fi(x).
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Então,

〈u, v〉 =
∑
i∈I(x) αi〈grad fi(x), v〉 = f

′

i(x, v) =⇒ 〈u, v〉 = f ′i(x, v), (4.4)

onde acima usamos o fato de f ser C1, em particular diferenciável, logo usando que

f
′

i(x, v) 6 f
◦(x, v), temos por (4.4) que

〈u, v〉 6 f◦(x, v).

Logo, u ∈ ∂◦f(x).

No caṕıtulo anterior, introduzimos a idéia de ponto cŕıtico Pareto no caso de aplicações

continuamente diferenciáveis. A partir de agora, com a teoria abordada neste caṕıtulo

sobre o subdiferencial de Clarke, iremos abordar a definição de cŕıtico Pareto-Clarke para

aplicações localmente Lipschitz em Rn, que será de grande importância neste trabalho.

Definição 4.1.2. Seja F : Rn −→ Rm localmente lipschitz em Rn. Dizemos que x∗ ∈ Rn

é ponto cŕıtico Pareto-Clarke de F se, para todas as direções d ∈ Rn, existe i0 = i0(d) ∈

{1, ...,m} tal que f◦i0(x
∗,d) > 0.

Observação 4.1.1. Note que a Definição 4.1.2 generaliza a Definição 3.2.1 vista no

caṕıtulo anterior. Pela definição de ponto cŕıtico Pareto-Clarke temos que não existe

d ∈ Rn que seja direção de descida para todas as funções objetivo. Observe também que

se um ponto é Pareto ótimo, então é necessariamente um ponto cŕıtico Pareto-Clarke.

Segue da definição acima que se x não é um ponto cŕıtico Pareto-Clarke, então existe uma

direção d ∈ Rn tal que

f◦i (x;d) < 0, ∀i ∈ {1, 2, ...,m}..

Dáı, como visto na demonstração da Proposição 4.1.2., f
′
(x;d) 6 f◦(x;d), logo d é uma

direção de descida para cada função coordenada de F, isto é, existe ε > 0 tal que Dáı,

como visto na demonstração da Proposição 4.1.2., f
′
(x;d) 6 f◦(x;d), logo d é uma direção

de descida para cada função coordenada de F, isto é, existe ε > 0 tal que

F(x+ td) < F(x), ∀t ∈ (0, ε].

Veremos agora, um resultado apresentado em [24] sobre o subdiferencial de Clarke de uma

função definida pela diferença entre funções convexas.
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Teorema 4.1.1. Seja fi : Rn −→ R, com i = 1, 2 funções convexas e diferenciáveis.

Considere f : Rn −→ R dada por f = f1 − f2. Então, ∂◦f(x) = ∂f1(x) − ∂f2(x).

Exemplo 4.1.2. Considere f,g : R++ −→ R dadas por f(x) = ln (x)+
1

x
, g(x) = 2

√
x+

1

x
. Dáı, temos que ∂◦f(x) e ∂◦g(x) se reduzem as derivadas de f e g respectivamente. Note

que f(x) =
1

x
−(−ln (x)) e g(x) =

1

x
−(−2

√
x), ou seja, f e g são diferenças entre funções

convexas e diferenciáveis. Dáı, pelo Teorema 4.1.1. temos que ∂◦f(x) =

{
1

x
−

1

x2

}
e

∂◦g(x) =

{
1√
x
−

1

x2

}
.

O exemplo anterior é de grande relevância para ilustrar que o conjunto das funções que

satisfazem as hipóteses do teorema principal deste trabalho é não-vazio.



Caṕıtulo 5

Método do ponto proximal para

otimização multiobjetivo

não-convexo

Neste caṕıtulo abordaremos o resultado principal deste trabalho, motivado por [4]. Apre-

sentamos uma generalização do método do ponto proximal para minimizar uma função

F : Rn −→ Rm, não necessariamente convexa, onde as funções coordenadas de F são

obtidas pelo máximo de uma certa classe de funções continuamente diferenciáveis. Ini-

cialmente iremos abordar o método do ponto proximal apresentado em [4], em seguida

mostraremos que qualquer ponto de acumulação da sequência gerada pelo método é um

ponto cŕıtico Pareto-Clarke. Por fim, adaptando alguns resultados obtidos em [5] para o

espaço n-dimensional Rn iremos mostrar que a sequência gerada pelo método converge

para um ponto cŕıtico Pareto fraco.

5.1 Método do ponto proximal para otimização mul-

tiobjetivo não-convexo

Nesta seção apresentamos o método do ponto proximal para otimização multiobjetivo no

caso não-convexo, onde o objetivo principal será provar o seguinte teorema:

Teorema 5.1.1. ([4]) Seja Ω ⊂ Rn um conjunto aberto e convexo, y ∈ Rn, Î :=

{1, 2, ...,m} e Ij := {1, 2, ..., lj}, com lj ∈ Z+. Seja F : Rn −→ Rm definida por F(x) :=

49
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(f1(x), ..., fm(x)) onde

fj(x) := maxi∈Ijfij(x), j ∈ Î,

e fij : Rn −→ R é uma função continuamente diferenciável em Ω e cont́ınua em Ω̄, para

todo i ∈ Ij. Assumimos ainda que para todo j ∈ Î, −∞ < infx∈Rnfj(x),gradfij é lipschitz

em Ω com constante Lij para cada i ∈ Ij e

SF(F(ȳ)) := {x ∈ Rn : F(x) � F(ȳ)} ⊂ Ω.

Seja λ̄ > 0 e µ̄ > 0 tal que µ̄ < 1. Tome as sequências {ek} ⊂ Rm++ e {λk} ⊂ R++

satisfazendo

||ek|| = 1, µ̄ < ekj ,
1

µ̄
maxi∈IjLij < λk 6 λ̄, j ∈ Î, k = 0, 1, 2, ... (5.1)

Seja x̂ ∈ SFF(ȳ). Se Ωk := {x ∈ Rn : F(x) � F(xk)}, então o método do ponto proximal

xk+1 ∈ argminw {F(x) +
λk

2
||x− xk||2ek : x ∈ Ωk}, k = 0, 1, 2, ... (5.2)

com ponto inicial x0 = x̂ está bem definido, a sequêcia gerada {xk} está contida em

SF(F(ȳ)) e qualquer ponto de acumulação de {xk} é um ponto cŕıtico Pareto-Clarke de

F, contanto que Ωk seja convexo, para cada k.

Denotaremos o método definido acima de Método do Ponto Proximal para Otimização

multiobjetivo (MPPOM). Inicialmente, nosso objetivo será investigar a boa definição e se

tal método é realmente útil para resolver (POM) que satisfaça as hipóteses do Teorema

5.1.1.. Antes disso, vejamos o seguinte lema.

Lema 5.1.1. ([4]) Para todo x̃ ∈ Rn, v := (v1, ...vm) ∈ Rm++, j ∈ Î e λ satisfazendo

supi∈IjLij < λvj, a função fij +
λ

2
vj||. − x̃||

2 é fortemente convexa em Ω com constante

λvj − supi∈IjLij. Consequentemente, a função fj +
λ

2
vj||. − x̃||

2 é fortemente convexa em

Ω com constante λvj−supi∈IjLij e F+
λ

2
||.− x̃||2v é fortemente convexa em Ω. Portanto,

〈F(.), z〉+ λ

2
〈v, z〉||. − x̃||2 é fortemente convexa em Ω para cada z ∈ Rm+ \ {0}.

Demonstração. Dados j ∈ Î, i ∈ Ij, x̃ ∈ Rn, vj ∈ R++, defina

hij = fij +
λ

2
vj||. − x̃||

2.
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Logo,

grad hij(x) = grad fij(x) + λ vj (x− x̃),

temos então que,

〈grad hij (x) − grad hij(y), x− y〉 = 〈grad fij(x) − grad fij(y), x− y〉+ λ vj ||x− y||2.

Dáı, por Cauchy-Schwarz

〈gradhij(x) − gradhij(y), x− y〉 > −||gradfij(x) − gradfij(y)|| ||x− y||+ λ vj ||x− y||
2

> (λ vj − Lij)||x− y||
2

> (λ vj − supi∈Ij Lij)||x− y||
2

onde na última desigualdade acima se deve ao fato de grad fij ser Lipschitz em Ω e a

hipótese que λ vj > supi∈Ij Lij. Portanto, concluimos que hij é fortemente convexa (vide

Proposição 1.3.2). A prova restante resulta da Proposição 1.3.1. e Observação 3.2.1..

Observe que as hipóteses do Teorema (5.1.1.), implicam na condição supi∈IjLij < λvj,

com λk = λ e ekj = vj. Mostraremos agora a boa definição do (MPPOM):

Proposição 5.1.1. ([4]) O método do ponto proximal definido em (5.2) aplicado a função

F com ponto inicial x0 = x̂ está bem definido.

Demonstração. A prova será feita por indução em k. O objetivo aqui será mostrar a

existência de cada iteração e que {xk} ⊂ SF(F(ȳ)). Dáı, seja {xk} a sequência definida em

(5.2), por hipótese temos que x̂ := x0 ∈ SF(F(ȳ)). Agora, suponha que xk ∈ SF(F(ȳ))

para algum k. Tomando z ∈ Rm+ \ {0}, defina φk : Rn −→ R dada por

φk(x) = 〈F(x), z〉+
λk

2
〈ek, z〉||x− xk||2.

Dáı, como temos que −∞ < infx∈Rn fj(x), ∀j ∈ Î, a função 〈F(.), z〉 é limitada inferior-

mente; além disso 〈ek, z〉 > 0 (pois {ek} ⊂ Rm++ e z ∈ Rm+ \ {0}). Segue de forma análoga

ao caso escalar que φk é coerciva e que existe x̃ ∈ Rn tal que

x̃ = argmin φk(x) (5.3)

Pois, φk é fortemente convexa, pelo Lema (5.1.1.), em paricular, estritamente convexa.

Mas, como Ωk é fechado temos que x̃ ∈ Ωk, logo podemos reescrever (5.3) como

x̃ = argminx∈Ωk φk(x) (5.4)

Portanto, usando a Proposição 3.3.2. podemos tomar xk+1 := x̃. Note que a hipótese de

indução foi usada para garantir que xk+1 ∈ SF(F(ŷ)).
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Note que, seja {xk} a sequência gerada em (5.2), então pela Proposição 3.3.2. existe uma

sequência {zk} ⊂ Rm+ \ {0} tal que

xk+1 = argminx∈Ωkψk(x), (5.5)

onde ψk : Rn −→ R é dada por

ψk(x) := 〈F(x), zk〉+
λk

2
〈ek, zk〉||x− xk||2. (5.6)

Como a solução do problema (5.5) não se altera com a multiplicação de zk escalares po-

sitivos, então podemos assumir que ||zk|| = 1, (multiplicando por zk

||zk||
) para k = 0, 1, ....

Agora, com base nos resultados vistos anteriormente, em especial a Proposição 5.1.1.

que mostra a boa definição do método, estamos em condições de provar o Teorema 5.1.1.

Demonstração do Teorema 5.1.1. : Seja {xk} a sequência gerada pelo método. Como

x0 = x̂ ∈ SF(F(ŷ)) ⊂ Ω, então por (5.2) temos que F(xk+1) � F(xk), logo {xk} ⊂ SF(F(ŷ)).

Agora, seja x̄ um ponto de acumulação de {xk}, assumimos que Ωk é um conjunto convexo

e que x̄ não seja um ponto cŕıtico Pareto-Clarke em Rn. Então, existe d ∈ Rn tal que

f◦i (x̄,d) < 0, i ∈ {1, ...,m} (5.7)

Logo, d é uma direção de descida para função multiobjetivo F em x̄, i.e., existe δ > 0 tal

que F(x̄+ td) ≺ F(x̄) para todo t ∈ (0, δ]. Dáı, x̄+ td ∈ Ωk para k = 0, 1, ....

Seja {zk} uma sequência satisfazendo (5.5), então usando o Lema 5.1.1. e Teorema 1.3.10

obtemos

0 ∈ ∂
(
〈F(.), zk〉+ λk

2
〈ek, zk〉||. − xk||2

)
(xk+1) +NΩk(x

k+1), k = 0, 1, ...

Escrevendo zk = (zk1 , ...., zkm), e
k = (ek1 , ...., ekm), por (1.31) obtemos que,

0 ∈
m∑
j=1

zkj ∂

(
fj +

λk

2
ekj ||. − x

k||2
)
(xk+1) +NΩk(x

k+1), k = 0, 1, ...

Então, existe vk+1 ∈ NΩk(xk+1) tal que

0 =

m∑
j=1

zkj ∂

(
fj +

λk

2
ekj ||. − x

k||2
)
(xk+1) + vk+1, k = 0, 1, ...
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Lembrando que por hipótese temos que µ̄ < ekj e
1

µ̄
maxi∈IjLij < λk, então maxi∈IjLij <

λke
k
j . Dáı, pelo Lema 5.1.1 temos que fij+

λk

2
ekj ||.−x

k||2 e fj+
λk

2
ekj ||.−x

k||2 são funções

fortemente convexas, para todo j ∈ Î e k = 0, 1, .... Então para cada j ∈ Î, usando o

Exemplo 1.3.7 existem constantes αk+1
ij > 0 com i ∈ Ij(xk+1) tal que

0 =

m∑
j=1

zkj

 ∑
i∈Ij(xk+1)

αk+1
ij grad

(
fij +

λke
k
j

2
||. − xk||2

)
(xk+1)

+vk+1,
∑

i∈Ij(xk+1)

αk+1
ij = 1,

para todo k = 0, 1, .... Isso nos diz que

0 =

m∑
j=1

zkj

 ∑
i∈Ij(xk+1)

αk+1
ij

(
grad fij(x

k+1) + λke
k
j (x

k+1 − xk)
)+ vk+1 (5.8)

com
∑

i∈Ij(xk+1)

αk+1
ij = 1, para todo k = 0, 1, .... Agora, para cada j ∈ Î, seja {αk+1

ij } ⊂ R a

sequência definida por

αk+1
j = (αk+1

1j ,αk+1
2j , ...,αk+1

mj ), α
k+1
ij = 0, i ∈ Ij \ Ij(xk+1), k = 0, 1, ....

Como
∑

i∈Ij(xk+1)

αk+1
ij = 1 e αk+1

ij > 0, temos que ||αk+1
ij ||1 = 1 para todo k, onde ||.||1

denota a norma da soma em Rn. Logo, {αk+1
j } é limitada. Dáı, por hipótese e por

estarmos supondo que x̄ é ponto de acumulação e ||zk|| = 1, existem subsequências,

{zks+1}, {xks+1}, {eks+1
j }, {λks+1} e {αks+1

j } de {zk+1}, {xk+1}, {ek+1
j }, {λk+1} e {αk+1

j },

respectivamente, tais que

lim
s→∞ zks+1 = z̄, lim

s→∞ xks+1 = x̄, lim
s→∞ eks+1

j = ēj,

lim
s→∞ λks+1 = λ̄, lim

s→∞αks+1
j = ᾱj

(5.9)

Como ja foi visto {xk} ⊂ SF(F(ȳ)), então pelo fato de F ser cont́ınua em Ω, concluimos que

x̄ ∈ SF(F(ȳ)). Agora, desde que Ij seja finito, podemos assumir sem perda de generalidade

que

Ij(x
k1+1) = Ij(x

k2+1) = ... =: Īj, (5.10)
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e (5.8) se reescreve como

0 =

m∑
j=1

zksj

 ∑
i∈Īj(xk+1)

αks+1
ij

(
grad fij(x

ks+1) + λkse
ks
j (xks+1 − xks)

)+ vks+1

(5.11)

com
∑
i∈Īj

αks+1
ij = 1, s = 0, 1, .... Como F é cont́ınua, segue que Ωk é fechado. Dáı,

levando em conta que xks ∈ Ωks ,Ωks é um conjunto convexo e que Ωks+1 ⊂ Ωks , para

s = 0, 1, ..., obtemos que

Ω̃ :=

+∞⋂
s=0

Ωks , (5.12)

é um conjunto não-vazio fechado e convexo. Como vks+1 ∈ NΩks (x
ks+1) e Ω̃ ⊂ Ωks ,

então pela Definição 1.3.7

〈vks+1, x− xks+1〉 6 0, ∀x ∈ Ω̃, s = 0, 1, .... (5.13)

Agora, a partir de (5.9) e (5.11), podemos supor que lim
s→+∞ vks+1 = v̄. Dáı, fazendo

s→ +∞ de (5.13) concluimos que v̄ ∈ NΩ̄(x̄). Finalmente, por (5.11),

0 =

m∑
j=1

z̄j
∑
i∈Īj

ᾱij grad fij(x̄) + v̄,
∑
i∈Īj

ᾱij = 1.

Dáı, x ∈ Ω̃ e tomando uj =
∑
i∈Īj ᾱij grad fij(x̄) a igualdade acima se torna

0 =

m∑
j=1

z̄j〈uj, x− x̄〉+ 〈v̄, x− x̄〉. (5.14)

Agora, como x̄+td ∈ Ωk, para todo k = 0, 1, ..., (5.12) implica que x̄+td ∈ Ω̃, t ∈ (0, δ].

Desde que uj =
∑
i∈Īj ᾱij grad fij(x̄) e

∑
i∈Īj

ᾱij = 1, temos pelo Exemplo 1.3.7 e Lema

4.1.2, uj ∈ ∂◦fj(x̄). Portanto, usando que v̄ ∈ NΩ̄(x̄), a Definição 4.1.1. temos por (5.14)

com x = x̄+ td que

0 6
m∑
j=1

z̄j〈uj, td〉 6
m∑
j=1

z̄j〈uj,d〉

6
m∑
j=1

z̄jf
◦
j (x̄,d)

.

onde acima usamos que t ∈ (0, δ]. Então, existe j ∈ {1, ...,m} tal que f◦j (x̄,d) > 0, que é

uma contradição por (5.7). Concluimos então que x̄ é um ponto cŕıtico Pareto-Clarke e o

teorema está provado.
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5.2 Análise de convergência

Iremos agora para mais uma importante etapa neste trabalho, que será a análise da con-

vergência do método definido em (5.2). Como foi dito anteriormente os resultados aqui

apresentados foram obtidos através da adaptação para o Rn do trabalho feito em [5], onde

a prova será baseada em quatro afirmações que veremos adiante. Para isso vamos intro-

duzir algumas hipóteses no Teorema 5.1.1., a fim de garantir a convergência da sequência

gerada em (5.2) para um ponto Pareto fraco. Suponha que

(H1) U = {y ∈ Rn | F(y) � F(xk), k = 0, 1, ...} 6= ∅

(H2) Existe c ∈ R satisfazendo as seguintes condições:

(a) SF(c) := {x ∈ Rn | F(x) � ce} 6= ∅ e SF(c) ( SF(F(ȳ));

(b) SF(c) é convexo e F é convexa em SF(c), onde e := (1, ..., 1) ∈ Rm;

(H3) Existe δ > 0 tal que, para todo z ∈ Rm+ \ {0}, x ∈ SF(F(ȳ)) \ SF(c) e wz(x) ∈

∂◦
(
〈F(.), z〉

)
(x) +NΩk(x), ocorre ||wz(x)|| > δ > 0.

Note que em geral o conjunto U definido acima pode ser vazio. De fato, podemos ilustrar

tal afirmação com o seguinte exemplo.

Exemplo 5.2.1. Considere f(x) = x, λk ≡ 1 e o método do ponto proximal clássico

para o problema de minimizar f em R. A sequência gerada satisfaz xk+1 = xk − 1 e

limk→∞ f(xk) = −∞. Mas isso resulta em U = ∅.

No caso em que U é não-vazio, provaremos agora que (H1) implica em dizer que {xk}

possui ponto de acumulação. Temos então a seguinte afirmação:

Afirmação 1: A sequência {xk} definida em (5.2) é Fejér convergente em relação ao

conjunto U.

De fato, note que por (5.2) temos que F(xk+1) � F(xk), ∀k ∈ N. Agora, como

xk+1 ∈ argminw{F(x) +
λk

2
||x− xk||2ek : x ∈ Ωk},
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então pela Proposição 3.2.2., existe zk ∈ Rn+ \ {0} tal que xk+1 é solução do problema

min ηk(x)

x s.a. Ωk
(5.15)

onde ηk : Rn −→ R ∪ {∞} é dada por

ηk(x) = 〈F(x), zk〉+
λk

2
〈ek, zk〉||x− xk||2.

Desde que a solução de (5.15) não seja alterada pela multiplicação de zk por escalares

positivos, nós assumimos que ||zk|| = 1,∀n ∈ N (multiplicando por zk

||zk||
). Note que por

definição

Ωk ⊂ dom(ηk) = dom(F).

Segue que xk+1 satisfaz a condição de otimalidade de 1◦ ordem, i.e., ∃uk ∈ Rn tal que

uk ∈ ∂ηk(xk+1) (5.16)

0 6 〈uk, x− xk+1〉, ∀x ∈ Ωk (5.17)

De fato, temos que 0 ∈ ∂ηk(xk+1)+NΩk(x
k+1), i.e., ∃uk ∈ ∂ηk(xk+1) e wk ∈ NΩk(xk+1)

tal que,

0 = uk +wk (5.18)

Como wk ∈ NΩk(xk+1) então temos que

〈wk, x− xk+1〉 6 0, ∀x ∈ Ωk,

logo, 〈−wk, x− xk+1〉 > 0. Portanto, por (5.18)

〈uk, x− xk+1〉 > 0, ∀x ∈ Ωk.

Agora, definimos ψk : Rn −→ R ∪ {+∞} como

ψk(x) = 〈F(x), zk〉. (5.19)

Dáı, por definição de ηk e ψk temos que

uk = vk + λk〈ek, zk〉(xk+1 − xk), (5.20)
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para algum vk ∈ ∂ψk(xk+1). Agora, como U 6= ∅ por hipótese, tomando x∗ ∈ U, temos

que x∗ ∈ Ωk, ∀k ∈ N. Dáı, fazendo x = x∗ em (5.17) e fazendo interno com x∗ − xk+1

em (5.20), obtemos

0 6 〈uk, x∗ − xk+1〉 = 〈vk, x∗ − xk+1〉+ λk〈ek, zk〉〈xk+1 − xk, x∗ − xk+1〉

6 〈F(x∗) − F(xk+1), zk〉+ λk〈ek, zk〉〈xk+1 − xk, x∗ − xk+1〉

6 λk〈ek, zk〉〈xk+1 − xk, x∗ − xk+1〉

Onde acima usamos que, vk ∈ ∂ψk(xk+1). Além disso, usamos que x∗ ∈ U, zk ∈ Rn+ \ {0},

pois F(x∗) − F(xk+1) � 0 (já que x∗ ∈ U), logo 〈F(x∗) − F(xk+1), zk〉 6 0. Fazendo

δk = λk〈ek, zk〉, pelo que já vimos temos que δk > 0, logo

0 6 δn〈xk+1 − xk, x∗ − xk+1〉 = δk(||xk − x∗||2 − ||xk+1 − x∗||2 − ||xk − xk+1||2).

Dáı,

||xk+1 − x∗||2 6 ||xk − x∗||2 − ||xk − xk+1||2. (5.21)

Portanto, ||xk+1 − x∗|| 6 ||xk − x∗||, ∀x∗ ∈ U. Provando assim, a Fejér convergência em

relação ao conjunto U.

Em particular, em virtude da Proposição 2.1.1., obtemos que {xk} é limitada, isto é,

possui ponto de acumulação. Dáı, segue a seguinte observação:

Observação 5.2.1. Se x̄ é ponto de acumulação da sequência {xk} definida em (5.2),

então x̄ ∈ U. De fato, como x̄ é ponto de acumulação de {xk}, existe {xkj}, tal que {xkj} −→

x̄. Como F é cont́ınua, temos que F(x̄) é um ponto de acumulação da sequência {F(xk)}.

Dáı, relembrando que {F(xk)} é uma sequência decrescente concluimos que {F(xk)} −→

F(x̄). Portanto, x̄ ∈ U.

De forma análoga ao caso escalar visto no Caṕıtulo 2, é posśıvel provar que duas iterações

consecutivas de (5.2) são tão próximas quanto se queira. Dáı, segue a segunda afirmação:

Afirmação 2 : limk→∞ ||xk+1 − xk|| = 0.

Segue de (5.21) que para todo x∗ ∈ U, a sequência
{
‖xk − x∗‖2

}
é não-crescente e limi-

tada, logo convergente. Agora, reescrevendo (5.21) segue que

||xk − xk+1||2 6 ||xk − x∗||2 − ||xk+1 − x∗||2
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e observando que o lado direito da desigualdade anterior converge para zero (vide Pro-

posição 2.1.1. ). Portanto,

lim
k→∞ ||xk+1 − xk|| = 0.

Provaremos agora que qualquer ponto de acumulação de {xk} é um ponto Pareto fraco.

Para isso, segue a terceira afirmação:

Afirmação 3 : Optimalidade fraca dos pontos de acumulação de {xk}.

De fato, como já foi visto temos que {xk} é limitada logo possui pelo menos um ponto de

acumulação. Dáı, seja x̄ tal que existe subsequência {xkj}→ x̄. Considere, ψz : Rn −→ R

dada por ψz(x) = 〈F(x), z〉. Segue que,

ψz(x̄) 6 ψz(xk), (5.22)

para todo z ∈ Rm+ e para todo k ∈ N. Pois,

ψz(x̄) = lim
j→+∞ψz(xkj) = inf {ψz(x

k)} 6 ψz(x
k),

logo ψz(x̄) 6 ψz(xk). Dáı, tomando z como sendo a base canônica do Rm, segue de (5.22)

que

F(x̄) � F(xk), (5.23)

para todo k ∈ N. Agora, suponha que x̄ não seja ponto Pareto fraco, isto é, existe x̂ ∈ Rn

tal que F(x̂) ≺ F(x̄). Tomando {zk} satisfazendo (5.15) com ‖zk‖ = 1, ∀k ∈ N, segue que

zk é limitada. Portanto, existe zkj → z̄, para algum z̄ ∈ Rm. Dáı, temos que

〈F(x̂) − F(x̄), zkj〉 > 〈F(x̂) − F(xkj+1), zkj〉 = ψkj(x̂) −ψkj(xkj+1)

> ψkj(x
kj+1) + 〈vkj , x̂− xkj+1〉−ψkj(xkj+1)

= 〈vkj , x̂− xkj+1〉 = 〈ukj , x̂− xkj+1〉− δk〈xkj+1 − xkj , x̂− xkj+1〉

> −δk〈xkj+1 − xkj , x̂− xkj+1〉

> −δk‖xkj+1 − xkj‖‖x̂− xkj+1‖,

.

usando (5.22) na primeira desigualdade, (5.20) na segunda, (5.17) na terceira. Além disso,

usamos que

F(x̂) ≺ F(x̄) � F(xk), ∀k ∈ N.

Portanto,
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〈F(x̂) − F(x̄), zkj〉 > −δk‖xkj+1 − xkj‖‖x̂− xkj+1‖. (5.24)

Mas como ‖zk‖ = ‖ek‖ = 1, temos que {δk} é limitada. Além disso, como {xk} é limitada

então {‖x̂− xkj+1‖} é limitada. Então, fazendo j→ +∞ em (5.24) obtemos que

〈F(x̂) − F(x̄), z̄〉 > 0. (5.25)

Mas isso gera uma contradição com o fato de F(x̂) ≺ F(x̄) e z̄ ∈ Rm+ . Portanto, x̄ é ponto

Pareto fraco.

Afirmação 4: Unicidade do ponto de acumulação de {xk}.

Suponha que x̄ e x̂ sejam pontos de acumulação de {xk}. Como F(x̄) � F(xk), ∀k ∈ N,

segue de maneira análoga que F(x̂) � F(xk), ∀k ∈ N. Ou seja, x̄ e x̂ pertencem a U. Além

disso, pelo comentário feito no ińıcio da Afirmação 2, segue que {‖x̄ − xk‖} e {‖x̂ − xk‖}

convergem. Logo, existem β̄, β̂ ∈ R tais que

limk→+∞ ‖x̄− xk‖ = β̄ limk→+∞ ‖x̂− xk‖ = β̂. (5.26)

Como,

‖xk − x̄‖2 = ‖xk − x̂‖2 + 2〈xk − x̂, x̂− x̄〉+ ‖x̂− x̄‖2.

Concluimos de (5.26) que

limk→+∞〈xk − x̂, x̂− x̄〉 = 1

2

(
β̄2 − β̂2 − ‖x̂− x̄‖2

)
. (5.27)

Como x̂ é ponto de acumulação de {xk} temos de (5.27) que

β̄2 − β̂2 = ‖x̂− x̄‖2. (5.28)

De forma análoga, trocando x̄ por x̂ obtemos que β̂2 − β̄2 = ‖x̂− x̄‖2. Então, ‖x̄− x̂‖ = 0,

ou seja, x̄ = x̂. Provando assim a unicidade do ponto de acumulação de {xk}.

Segue das afirmações acima que assumindo as hipóteses (H1), (H2) e (H3), a sequência

gerada em (5.2) converge para um ponto Pareto fraco.

Lema 5.2.1. ([4])Assumindo que as hipóteses (H1), (a) em (H2) e (H3) acontecem e

λk satisfaz (5.1). Então, depois de um número finito de passos as iterações do método

do ponto proximal para otimização multiobjetivo (5.2), pertence ao conjunto SF(c). Em

outras palavras, existe k0 tal que {xk} ⊂ SF(c), para todo k > k0.
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Demonstração. Tendo por hipótese que SF(c) 6= ∅, suponha por contradição que xk ∈

SF(F(ȳ)) \ SF(c) para todo k. Seja {zk} a sequência definida em (5.15), combinando os

Lemas 5.1.1., 4.1.1. e o Teorema 1.3.7 obtemos

0 ∈ ∂◦
(
〈F(.), zk〉

)
(xk+1) +

λk

2
〈ek, zk〉(xk+1 − xk) +NΩk(x

k+1), k > 0.

Então,

−
λk

2
〈ek, zk〉(xk+1 − xk) ∈ ∂◦

(
〈F(.), zk〉

)
(xk+1) +NΩk(x

k+1), k > 0.

Agora, como estamos supondo que xk ∈ SF(F(ȳ)) \ SF(c), então pela (H3)

λk

2
〈ek, zk〉||xk+1 − xk|| > δ, k > 0. (5.29)

Por outro lado, como xk+1 = argminx∈Rnψk(x) (vide (5.15)) e ||zk|| = 1, entãoψk(x
k+1) 6

ψk(x), ∀x ∈ Rn. Em particular para x = xk, logo

λk

2
〈ek, zk〉||xk+1 − xk|| 6 〈F(xk), zk〉− 〈F(xk+1), zk〉

= 〈F(xk) − F(xk+1), zk〉

= ||〈F(xk) − F(xk+1), zk〉||

6 ||F(xk) − F(xk+1)||

.

onde acima usamos que F(xk+1) � F(xk), z ∈ Rm+ \{0} . Dáı, por (H1) temos que {||F(xk)−

F(xk+1)||} converge para zero, logo pela desigualdade acima teriamos que ||xk+1 − xk||

também convegiria para zero, entrando em contradição com (5.22). Portanto, o lema está

provado.

5.2.1 Exemplo

Apresentaremos agora uma função que satisfaz as hipóteses do Teorema 5.1.1., além de

(H1), (H2) e (H3). O objetivo será mostrar que o conjunto das funções que satisfazem

tais hipóteses é não-vazio.

Exemplo 5.2.2. Tome 0 < ε < 0.4, Ω = (ε,+∞), Î := {1, 2} e ȳ = 2.718... com

ln ȳ = 1. Seja F : R −→ R2 dada por

F(x) =

 (0, 0) se x ∈ R \ R++

(f1(x), f2(x)) se x ∈ R++
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onde fj(x) := maxi∈Î fij(x) para j ∈ Î e

f11(x) = ln x+
1

x
, f21(x) = ln x−

1

x
, f12(x) = 2

√
x+

1

x
. f22(x) = 2

√
x−

1

x
, x ∈ R++.

Observe que f1j, f2j são continuamente diferenciáveis em Ω e cont́ınuas em Ω̄, para qual-

quer j ∈ Î. Dáı, pelo fato de f
′′

1j, f
′′

2j serem limitadas em Ω, por [22] temos que f
′

1j, f
′

2j

são Lipschitz em Ω, para qualquer j ∈ Î. Desde que max{a,b} =
a+ b

2
+

|a− b|

2
, para

quaisquer a,b ∈ R concluimos que

F(x) =
(
ln x+

1

x
, 2
√
x+

1

x

)
, x ∈ R++.

Note agora que para x = 5,y = 3 e α =
1

2
concluimos que f2 não é convexa, em particular

F nao é convexa.

Consideremos agora o seguinte problema de otimização multiobjetivo

minw {F(x) : x ∈ Ω}. (5.30)

Note que esse problema tem x∗ = 1 como solução única. De fato, temos que

f
′

1(x) =
x− 1

x2
(d1)

f
′

2(x) =
x2 −

√
x

x2
√
x

(d2)

Dáı, observe que f
′

j(x) < 0 para x ∈ (ε, 1), f
′

j(x) > 0 para x ∈ (1,+∞) e f
′

j(1) = 0

para i = 1, 2. Portanto, segue que x∗ = 1 é solução de (5.30). Em outras palavras,

F(1) ≺ F(x), para qualquer x ∈ R++. Assim, −∞ < infx∈R fj(x), para todo j ∈ Î. Desde

que 0 < ε < ȳ temos que SF(F(ȳ)) ⊂ Ω e SF(F(ȳ)) 6= ∅, pela análise feita acima e pelo

fato de F(1) = (1, 3), F(ȳ) ∼= (1.36, 3.66).

Além disso, temos que S = {x ∈ R : F(x) � ζ} = (−∞, 0], em particular S é convexo e

não-vazio, para qualquer ζ > 1. De fato, se x ∈ (−∞, 0] então por definição de F, temos

que F(x) = (0, 0) ≺ ζ, ∀ζ > 1. Mostraremos agora que se x 6∈ (−∞, 0] então x 6∈ S. Para

isso, tome ζ = 1 e consideremos os casos:

•0 < x < 1,

f1(x) > f1(1) = 1 = ζ,
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•x = 1,

f2(1) = 3 > 1 = ζ,

•x > 1,

f1(x) > f1(1) = 1 = ζ,

logo em todos os casos x 6∈ S. Portanto, S = {x ∈ R : F(x) � ζ} = (−∞, 0].

Assim, levando em conta que x∗ = 1 é solução única de (5.30) temos que Ωk é convexo,

pois para cada valor de k, F(xk) � 1. Portanto, F satisfaz as hipóteses do Teorema 5.1.1..

Verificaremos agora que F satisfaz as hipóteses (H1), (H2) e (H3). Inicialmente, como já

foi visto F(1) ≺ F(x) para qualquer x ∈ R++, logo F satisfaz (H1), isto é, U 6= ∅. Tome

agora c = f2(2) ∼= 3.32. Dáı, temos considere a seguinte afirmação.

Afirmação: SF(c) ⊆ [0.5, 2.7] ⊂ SF(F(ȳ)).

Para mostrarmos isso, vamos verificar inicialmente que se x 6∈ [0.5, 2.7] então x 6∈ SF(c).

De fato, se 0 < x < 0.5 então por (d2), f2(x) > f2(0.5) ∼= 3.41. Logo f2(x) > c, isto é,

x 6∈ SF(c). Analogamente, se x > 2.7 então novamente por (d2), f2(x) > f2(2.7). Ou seja,

f2(x) > 3.65 > c. Dáı, como SF(c) ⊆ Sf2(c) ⊆ [0.5, 2.7], temos que SF(c) ⊆ [0.5, 2.7].

Observe também que 0.5 6∈ SF(c). Agora, note que

f1([0.5, 2.7]) = f1([0.5, 1]) ∪ f1([1, 2.7]).

Além disso, por (d1) temos que

sup f1([0.5, 1]) = f1(0.5) < f1(ȳ), sup f1([1, 2.7]) = f1(2.7) < f1(ȳ).

Logo, sup(f1([0.5, 2.7])) < f1(ȳ). Analogamente, por (d2), sup f2([0.5, 2.7]) < f2(ȳ).

Concluimos então que [0.5, 2.7] ⊂ SF(F(ȳ)).

Falta verificarmos agora que SF(c) é um conjunto convexo e que F é convexa em SF(c).

Para isso, note que f2(x) = c só admite como soluções α1
∼= 0.53 e α2 = 2. Vamos

mostrar agora que SF(c) = [α1,α2]. De fato, note que SF(c) ⊂ [α1,α2], pois se x < α1

por (d2) temos que f2(x) > f2(α1) = c, isto é, x 6∈ SF(c). Analogamente, se x > α2

então f2(x) > f2(α2) = c, isto é, x 6∈ SF(c). Logo, SF(c) ⊂ [α1,α2]. Por outro lado, note

que [α1, 1] ⊂ SF(c), já que fj é decrescente nesse intervalo e [1,α2] ⊂ SF(c), pois fj é

crescente nesse intervalo. Conluimos então que SF(c) = [α1,α2], logo convexo. Por fim,

analisando o sinal da segunda derivada com x ∈ SF(c) temos

f
′′

1(x) =
−x+ 2

x3
> 0, f

′′

2(x) =
−x3 + 4x

3
2

2x
9
2

> 0
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Portanto, F é convexa em SF(c). Aqui, podemos justificar a escolha feita anteriormente

para mostrar que F não é convexa. Pois x = 5 e y = 3 não estão contidos em Ω, mas

fora de SF(c) onde a função é convexa.

Agora, para mostrarmos que (H3) também é satisfeita note inicialmente que se x ∈

SF(F(ȳ)) então F(x) � F(ȳ) ∼= (1.36, 3.66), isto é,

 f1(x) 6 1.36

f2(x) 6 3.66

Mas pelo estudo da derivada feito acima e usando o fato de que F(1) = (1, 3) temos que

SF(F(ȳ)) ⊂ [β1,β2], onde

 β1 = max{f−1
1 (f1(ȳ)), f

−1
2 (f2(ȳ))} ∼= 0.47

β2 = min{f−1
1 (f1(ȳ)), f

−1
2 (f2(ȳ))} ∼= 2.72

Pois para x < 1, fj(x) é decrescente e x > 1, fj(x) é crescente, como foi visto an-

teriormente. Em particular, SF(F(ȳ)) \ SF(c) ⊂ [0.47,α1) ∪ (α2, 2.72]. Dáı, para cada

z = (z1, z2) ∈ R2
+ \ {0} com ‖z‖1 = z1 + z2 = 1, tome x ∈ SF(F(ȳ)) \ SF(c) e wz(x) ∈

∂◦(〈F(.), z〉)(x) +NΩk(x). Então, pelo Exemplo 4.1.2 existe v ∈ NΩk(x) tal que

wz(x) = z1

(1

x
−

1

x2

)
+ z2

( 1√
x
−

1

x2

)
+ v. (5.31)

Analisando quando x ∈ [0.47,α1) temos pela Definição 1.3.6. que NΩk(x) ⊂ R−. Dáı, por

(5.24) obtemos

wz(x) 6 z1

(1

x
−

1

x2

)
+ z2

( 1√
x
−

1

x2

)

< −
0.4

(0.47)2
z1 −

0.2

(0.47)
3
2

z2,

.

visto que (x − 1)/x2 < −0.4/(0.47)2 e (x2 −
√
x)/x

3
2 < −0.2/(0.47)

3
2 . Então, concluimos

da desigualdade acima que

|wz(x)| >
0.4

(0.47)2
z1 +

0.2

(0.47)
3
2

z2 > ‖z‖1
0.2

(0.47)
3
2

=
0.2

(0.47)
3
2

>
1

(2.72)2
. (5.32)

Analogamente, se x ∈ (α2, 2.72] temos que NΩk(x) ⊂ R+. Portanto, de (5.24) ocorre

wz(x) > z1

(1

x
−

1

x2

)
+ z2

( 1√
x
−

1

x2

)
>

1

(2.72)2
z1 +

2.3

(2.72)
3
2

z2.

Logo, para qualquer wz(x) ∈ ∂◦(〈F(.), z〉)(x) +NΩk(x) temos que

|wz(x)| >
1

(2.72)2
z1 +

2.3

(2.72)
3
2

z2 > ‖z‖1
1

(2.72)2
=

1

(2.72)2
, x ∈ (2, 2.72].
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Concluimos então que F satisfaz (H3) com δ =
1

(2.72)2
.



Caṕıtulo 6

Considerações Finais

Neste trabalho abordamos o Método do Ponto Proximal para Otimização Mutiobjetivo

não-convexo, onde as entradas da função vetorial estudada são dadas pelo máximo de uma

certa classe de funções continuamente diferenciáveis. A grande vantagem deste método se

encontra no fato de não termos necessariamente a hipótese de convexidade no problema

estudado. Como já foi mencionado, tal hipótese facilita de diversas maneiras a obtenção

de uma solução para nosso problema e a retirada de tal condição torna o Método mais

forte.

Uma perspectiva para trabalhos futuros é a de trabalhar com o Método do Ponto Proximal

para Otimização Multiobjetivo em espaços de dimensão infinita, motivados por [5]. Além

disso, uma outra possibilidade é a de estudar a generalização de outros métodos para

resolver um problema de Otimização Multiobjetivo.
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