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RESUMO 

 

O reconhecimento de padrões em séries temporais (RPST) é uma das sub-áreas da 

computação que mais crescem em pesquisas no mundo. Seu desenvolvimento 

exponencial, tem estabelecido o crossover entre outras áreas por intermédio de 

diversas aplicações e soluções na área da saúde, ensino e pesquisa. Embora haja 

avanço da RPST nas neurociências, ainda não foi desenvolvido um sistema com 

RPST que reconheça e elimine os artefatos do eletroencefalograma. Neste contexto, 

o objetivo deste estudo foi desenvolver um sistema com a utilização do RPST para 

identificar, analisar e eliminar os artefatos do sinal eletroencefalográfico. Para esta 

proposição, foi utilizada a identificação de pontos críticos, ou seja, vales e picos que 

tornam possíveis a identificação de um comportamento padronizado pela RPST, com 

a utilização da regra de perceptually important points (PIP). Em seguida, foram 

selecionados aleatoriamente dados de sinal eletroencefalográfico com artefatos de 

piscada dos olhos. Os resultados demonstram que o PIP é uma métrica comparativa 

de RPST que pode ser utilizada como entrada em Redes Neuras Artificias (RNA) para 

categorizar o padrão do espectro do eletroencefalograma, apresentando uma taxa de 

precisão de 98,8% quanto ao acerto dos artefatos. Conclui-se que a utilização do vetor 

angular PIP como solução para identificação em séries temporais é aplicável e 

precisa.  

 

Palavras-chave:  Eletroencefalograma, EEG, Padrão, MOTIFS, remoção de 

artefatos, Inteligência Artificial. 

 

  



ABSTRACT 

 

Pattern Recognition in Time Series (RPST) is one of the fastest growing computing 

sub-areas in the world. Its exponential development has established the crossover 

among other areas, such as neuroscience, through various applications and solutions 

in the medical field, teaching and research. Although RPST has advanced in the 

neurosciences, a system with TPRS that recognizes and eliminates 

electroencephalogram artifacts has not been developed yet. In this context, the 

objective of this study was to develop a system with the use of RPST to identify, 

analyze and eliminate electroencephalographic signal artifacts. For this proposition, it 

was used the identification of critical points, that is, valleys and peaks that make it 

possible to identify a behavior standardized by the RPST, using the rule of perceptually 

important points (PIP). Then, electroencephalographic signal data were randomly 

selected with artifacts of eye blinking. The results demonstrate that the PIP is a 

comparative metric of RPST that can be used as input in Artificial Neural Networks 

(RNA) to categorize the pattern of the electroencephalogram spectrum, presenting an 

accuracy rate of 98.8% regarding the accuracy of artifacts elapsed along the 

electroencephalogram. In conclusion, the angular vector PIP use as a solution for 

identification in time series is applicable and accurate. 

 

Keywords: Electroencephalography, EEG, pattern, MOTIFS, remove, Artificial 

Intelligence. 
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CAPÍTULO I 

 

 

1 INTRODUÇÃO 

 

Os registros elétricos provindos do cérebro por intermédio do 

eletroencefalógrafo têm sido utilizados na pesquisa científica e em análises clínicas 

(MARILÚ, et al., 2012). Quando considerada a análise quantitativa do traçado do 

eletroencefalograma (EEG), essa é caracterizada como eletroencefalografia 

quantitativa (EEGq), a qual, diferencia-se da forma de análise dos dados com recursos 

computacionais que os quantificam para posterior análise comparativa (KELMANN et 

al., 2012). A medida que a tecnologia evolui, novos recursos de hardware e software 

são aprimorados, abrindo um leque de possibilidades de aplicações e melhorias na 

análise do sinal da EEGq, assim permitindo uma avaliação mais objetiva da atividade 

elétrica cerebral (OTERO et al., 2011). Por exemplo, a utilização do Reconhecimento 

de Padrão em uma Série Temporal (RPST) pode ser utilizado para análise da 

repetição estrutural de parte do espectro da EEGq associada a um determinado 

evento (KELMANN et al., 2012).  

Os sinais do eletroencefalograma (EEG) contém informações de natureza 

fisiológicas abundantes das atividades cerebrais, assim sua interpretação 

desempenha um papel substancial na medicina clínica e nas neurociências (WEI et 

al., 2016). As gravações de EEG são comumente contaminadas por artefatos, 

representados por potenciais que não se originam do cérebro, mas de várias outras 

fontes (HARTMANN et al., 2014). A ocorrência de artefatos no EEG dificulta o uso 

confiável de técnicas de análise automática, assim o pré-processamento por triagem 
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manual e marcação de artefatos vêm sendo aplicado ao longo dos anos. Porém,  trata-

se de uma tarefa demorada e passiva de erros humanos, tendo em vista que alguns 

tipos de artefatos podem se assemelhar à atividade do EEG (VAN et al., 2001). Neste 

contexto, os comumente utilizados para a remoção de artefatos são denominados de  

filtragens lineares, os quais assumem que os artefatos e não artefatos são removidos 

por meio de um filtro de alta frequência (YANG et al., 2018). Estruturado nas lacunas 

presentes, o estudo tem o objetivo de desenvolver um modelo computacional que 

identifique padrões em um EEG e remova os seus artefatos. 

 

1.1 Justificativa 

 

O estudo se justifica em relação a importância da identificação de padrões e 

remoção de artefatos em séries temporais eletroencefalográficas. Desse modo, o 

estudo poderá fornecer, por meio de uma análise de pós-processamento dos dados 

computadorizada, a remoção dos artefatos, assim resultando no melhoramento do 

sinal resultante. 

 

1.2 Objetivos 

 

1.2.1 Objetivo Geral 

 

 Desenvolver um modelo computacional que identifique padrões em um RPST, 

e remova artefatos. 
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1.2.2 Objetivos Específicos 

 

 Desenvolver métodos de leitura e gravação dos arquivos de compatibilidade 

com o EEG e MatLab; 

 Identificar pontos de interesse do espectro do EEG;  

 Realizar correlação Gaussiana entre o espectro modelo e os dados analisados; 

 Aplicar algorítimo genético para identificação da estrutura seletora dos Q 

pontos; 

 Aplicar a rede neural artificial nos dados; 

 Analisar a funcionalidade do sistema. 

 

1.3 Hipótese 

 

- O uso de técnicas computacionais para identificação e remoção de artefatos 

da EEGq é eficaz em relação ao modelo manual atualmente aplicado. 

 - A utilização do Perceptualli Important Points como entrada para Redes 

Neurais Artificiais Multe Layer Perceptron causa melhor acurácia dos resultados em 

identificação de padrão em séries temporais. 

 

  



12 
 

CAPÍTULO II 

 

 

2 REFERENCIAL TEÓRICO 

 

2.1 Estrutura e Técnica de Análise de sinal Neurobiológico 

 

O cérebro humano é estruturado em milhões de neurônios que desempenham 

diversos papéis no controle e comportamento, sendo diretamente relacionado aos 

estímulos motores e sensoriais (KUMAR et al., 2012). Para que haja a compreensão 

das funções cognitivas, sensitivas e motoras, uma das ferramentas amplamente 

utilizadas é a Eletroencefalografia quantitativa (EEGq), pois possibilita a análise da 

atividade cortical (MIRAGLIA et al., 2018; TAHA et al., 2018). Nesse caso, os sinais 

têm origem de uma base química complexa, na qual a atividade elétrica da membrana 

neural é dependente da contribuição metabólica, com controles enzimáticos e 

ativados por íons na gênese do potencial elétrico da membrana (WILLIAMS et al., 

2003). Neste contexto, a EEGq possibilita, de forma não invasiva, analisar os sinais 

neurobiológicos nos domínios do tempo e da frequência (WATERSTRAAT et al., 

2015) por intermédio da aplicação de eletrodos posicionados no couro cabeludo, que 

são direcionados para um software de análise (LIGHT et al., 2010).  

Para que a EEG seja aplicável e eficaz, algumas particularidades e processos 

devem ser compreendidas: a) a amplitude de onda é um fator que envolve diretamente 

a relação entre a variação de voltagem e o tempo, normalmente a amplitude é 

considerada baixa, média ou alta, em uma visão geral do traçado; b) A correlação 

entre a interpretação das variações de amplitude das ondas são: Delta (< 3.5 Hz), 
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Theta (4~8 Hz), Alpha (8~13 Hz), Beta (13~30 Hz) e Gama (30~100 Hz) (KUMA et al., 

2012). 

 A onda delta é a atividade cerebral mais lenta e relacionada com a indução do 

hormônio do crescimento e com características mais proeminentes nos estágios três 

e quatro do sono. A presença de onda delta em adultos acordados é considerada um 

comportamento anormal (ASSENZA et al., 2012). Entre 4 até 8Hz, encontra-se a 

banda de frequência teta, a qual é comumente observada em relaxamentos profundos 

e meditação (JADHAV et al., 2017). Um dos motivos para a observação da onda teta 

tem sido os efeitos na produção de serotonina, que por sua vez, aumenta o 

relaxamento e traz a sensação de alívio perante dor (VOLF et al., 2015). A banda alfa 

é encontrada em todo córtex cerebral, com predominância no hemisfério não 

dominante nas regiões occipital e parietal. Os ritmos alfa são índices confiáveis de 

inibição cortical, não apenas durante o sono, mas também em indivíduos adultos 

acordados que não estão envolvidos em tarefas cognitivas específicas (CANTERO et 

al., 2002). Alguns fatores como: abrir dos olhos e a influência de luz podem bloquear 

ou atenuar sua atividade (KUMAR et al., 2012). Já a banda beta está diretamente 

relacionada ao comportamento e ações, como os sentidos da visão, toque, olfato e 

paladar e atos motores e está presente nos lobos frontal e parietal (LAL et al., 2001). 

Em várias situações e condições, o ritmo beta se relaciona com respostas 

estimulatórias e cognitivas a ambientes externos e estados mentais quando 

acordados, que variam pelas diferenças individuais e fatores ambientais e também 

parece estar envolvida com o aprendizado motor e memória (SCHNEIDER et al., 

2016). Diretamente associada à percepção e à consciência, girando em torno de 

30~100Hz, a banda gama foi analisada depois do desenvolvimento do EGG digital, já 

que o analógico era incapaz de mensurar e gravar registros com um ritmo de 
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frequência maior que 25Hz. Esta onda é comumente encontrada durante a 

hiperatividade e integração sensoriais (BARRY et al., 2010).  

  Devido ao grande volume de informação na captura do sinal do EEG, o 

desenvolvimento de ferramentas que aprimorem a análise dos sinais pode auxiliar em 

pesquisas e diagnósticos (BARRY et al., 2010). O sinal do EEG é complexo e 

estocástico, possibilitando a extração de informações da atividade cortical, tanto visual 

como em arquivos de dados (LEWANDOWSKI et al., 2012). A análise do sinal EEG é 

basicamente realizada em três etapas ou fases: remoção de artefatos ou pré-

processamento e na extração de caracteres e classificação. Na primeira etapa, o sinal 

é submetido ao pré-processamento que remove os artefatos do traçado; na próxima, 

a extração de características do sinal já “limpo” e, por último, a classificação do 

espectro para a análise dos casos (RAMOS-AGUILAR et al., 2017).  

 

2.2 Padrões de Sinais Biológicos Neurais (motifs) 

 

 Um dos maiores desafios da neurociência moderna é entender como a 

cognição emerge do fluxo de informações no cérebro (ROSÁRIO et al., 2015). A 

conectividade neurofisiológica é geralmente estimada a partir de sinais fisiológicos, 

como aqueles obtidos a partir do EEG (STAM et al., 2010) ou ressonância magnética 

funcional (fMRI) (STAM et al., 2007), aplicados em diferentes métodos derivados da 

teoria das Redes Complexas (REIJNEVELD et al., 2007; FALLANI et al., 2010).  

 Neste contexto, pesquisas forneceram parâmetros quantitativos usando 

Informações mútuas (MEUNIER et al., 2009), correlações de Pearson (DE HAAN et 

al., 2009), Causalidade de Granger e coerência espectral (BULLMORE et al., 2009) 

para analisar a direção preferida do fluxo de informações entre dois nós adjacentes 
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de redes cerebrais durante a informação, processamento ou repouso. O processo de 

aquisição do sinal neurobiológico apresenta como resultado espectro bidimensional 

em função do tempo (RICHHARIYA et al., 2018).  

 Diversas características são necessárias para a identificação da 

singularidade do sinal, tais como: amplitude (oscilação em relação ao eixo horizontal 

do espectro), comprimento de onda (distância de picos ou vales) e o número médio 

de oscilações por determinado tempo, denominado frequência (ANGHINAH et al., 

2005). Essas peculiaridades, quando analisadas separadamente e/ou em conjunto, 

podem demonstrar a característica da atividade cortical (SCHNEIDER et al., 2009). A 

persistência periódica desses fenômenos leva à manifestação de um determinado 

padrão espectral. Este, por sua vez, pode ser associado ao comportamento 

neurobiológico, haja vista que a não presença periódica na onda mostra a ausência 

de um padrão consistente (GARIPELLI et al., 2007).  

 Apesar dos enormes avanços no poder de computação e da disponibilidade 

de gravações digitais, o padrão ouro para a interpretação ainda é a análise visual. 

Neste caso, a grande variabilidade nos padrões de EEG, tanto em condições 

fisiológicas quanto em doenças, limita os esforços para automatizar o processo de 

identificação de padrões (LODDER et al., 2013). O EEG é dividido em bandas de 

frequência, cada uma das quais reflete um grau diferente de atividade cerebral, sendo 

assim, bandas tipicamente diferenciadas podem revelar indícios de determinado 

comportamento neural padronizado (LEE et al., 2014). Basicamente, quando a análise 

é realizada e um padrão é identificado, diversas possibilidades de aplicações em 

estudos podem ser executadas, desde a formalização matemática do espectro 

ondulatório, até a construção de uma base de conhecimento computadorizada 

(LAWHERN et al., 2012).  
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 Quando há qualquer tipo de manifestação em uma onda temporal ligada 

exclusivamente a determinados eventos característicos, há a presença de fenômenos 

denominados motifs, que podem ser ocasionados por meios internos ou externos e 

devem ser analisados e separados em grupos para um possível auxílio diagnóstico 

ou aplicação em tarefas (SCHNEIDER et al., 2012). Quando direcionados para a 

neurociência, a detecção e classificação automática de registros 

eletroencefalográficos padronizados (motifs) são utilizados campos de pesquisa 

voltados ao desenvolvimento de interfaces cérebro máquina (GOEL et al., 1996).  

 Diversos algoritimos para a classificação de motifs em EEG foram propostos, 

porém, em sua grande maioria, eles são considerados limitados devido a serem 

capazes de classificar somente uma caractéristica do traçado e quando combinados 

dão outra representatividade (RADÜNTZ et al., 2016). No entanto, diferentes métodos 

vêm sendo propostos para uma real classificação de padrões oriundos do EEG, em 

via geral, são algoritimos de reconhecimento de padrões com origem de uma 

combinação de diferentes técnicas de aprendizado de máquina, como Redes Neurais 

Artificiais (RNA), Algoritimo Genetico (AG), Lógica Fuzzy (LF) entre outros (KALKE et 

al., 2018). Em geral, os algoritimos utilizam de técnicas de pré-processamento para 

um tratamento, a qual pode omitir algumas características do sinal a ser analisado 

(ALFARO et al., 2016). 

 

 

2. 3 Artefatos Eletroencefalográficos 

 

O eletroencelefalograma é um sinal biológico que reflete mudanças elétricas 

em redes de neurônios corticais e subcorticais, sendo uma ferramenta utilizada em 
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diversas aplicações médicas emergentes (ARUNKUMAR et al., 2013). Sendo assim, 

diversos estudos visam colaborar com o aprimoramento da técnica. Uma das sub-

áreas de estudos tem como objetivo auxiliar na aplicação e detecção automatizada de 

artefatos, amplamente aceita como útil para auxiliar aos profissionais na aquisição 

correta de dados do traçado (O’REGAN et al., 2013).  

Os artefatos podem ter origem de várias fontes de campos elétricos causando 

interferência na faixa de frequência o EEG. Originalmente as fontes incluem ruído 

elétrico a uma frequência de 50 ou 60 Hz, dependendo da região geográfica. Campos 

elétricos em eletricidade externa de dispositivos eletrônicos, como telefones celulares 

ou dispositivos implantados, como marca-passos (HARTMANN et al., 2014). A 

aquisição do sinal do EEG pode ser interpretada como manifestações elétricas, sendo 

analógicas, na qual a discretização é realizada com o fim de conversão para um sinal 

digital, e sua gravação (HOFFMANN et al., 2008). Devido ao sinal do EEG ter como 

fonte a atividade do córtex cerebral, toda e qualquer manifestação de potenciais 

elétricos de outra origem são denominados como artefatos (HOLROYD et al., 2012). 

Em geral, o traçado do EEG apresenta artefatos relacionados com a piscada e 

movimento dos olhos, ranger dos dentes, articulação têmpora mandibular, dentre 

outros, assim os artefatos são bem característicos no sinal do EEG e as técnicas de 

análise do sinal do EEG permite identificá-las (HOFFMANN et al., 2008).  

 Os artefatos são comumente encontrados na inicialização do EEG, sendo uns 

dos principais gargalos quanto a interpretação do EEG e distinção do sinal cerebral. 

As atividades de baixa amplitude e alta frequência são mais notáveis ao decorrer do 

espectro, oriundas dos músculos do couro cabeludo, outros potenciais tais como a de 

alta voltagem é comumente encontrada nas regiões frontais devido a piscada dos 

olhos (CHANG et al., 2009). A análise do sinal do EEG pode ser seriamente 
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descaracterizada quando artefatos de uma ou múltiplas origens estão presentes, 

resultando em diagnósticos errado (VIOLA et al., 2009). Neste contexto, os artefatos 

devem ser removidos. Em muito casos, a tentativa de uma possível diminuição da 

influência dos artefatos no EEG é realizada com paradigmas experimentais realizados 

por pesquisadores (GERLA et al., 2017). No momento da coleta, a tentativa de limitar 

a influência de efeitos externos e internos no experimento é dada por uma sequência 

de instruções ao indíviduo submetido a pesquisa, como: não realizar movimentos 

bruscos, evitar contrações musculares exarcebadas ou qualquer reação motora 

desnecessária que não esteja durante a coleta, pois todos esses fatores podem 

distanciar das atividades de interesse registradas no EEG (LAWHERN et al., 2012). 

Quando profissionais analisam artefatos da EEG, é primeiramente observado o 

espectro que se diferencie notoriamente do traçado, porém por se tratar de uma 

técnica visual e passiva de muitos erros, é demorada e subjetiva (SKUPCH et al., 

2013).  

A análise imprecisa do sinal da EEG pode levar diversos problemas no pós-

processamento e em análises posteriores de mapas topográficos, neste contexto, a 

análise “refinada” dos artefatos é imprencindível para a interpretação da atividade 

cortical (HOFFMANN et al., 2008). Uma vez que os artefatos foram removidos, os 

sinais cerebrais se tornam aptos para extração, pois tendem a menor erro em relação 

ao sinal de origem coletado (QUAZI et al., 2017). 

 

2.4 Técnicas de Inteligência Artificial na Interpretação de sinal Biológico Neural 

 

 Com o avanço da tecnologia, hardwares mais robustos foram desenvolvidos, 

possibilitando que softwares com maior grau de complexidade fossem criados 
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(WOLPAW et al., 2002). Um exemplo, enquadra-se em algoritmos de maior robustez 

nas técnicas de Inteligências Artificias (IA), tendo amplo espaço para aplicação em 

diversas áreas e com características computacionais de real aplicabilidade da 

computação moderna (KAPPOR et al., 2012). Em 1956, no encontro de Dartmouth, 

foi proposto pela primeira vez, o termo “Inteligência Artificial”, mas só nas duas últimas 

décadas, as técnicas foram lapidadas e utilizadas em aplicações reais (HASSABIS et 

al., 2017). Considerando que softwares comuns se utilizam de algoritmos que tratam 

apenas a manipulação de dados, os que se utilizam de (IA), podem construir suas 

próprias origens de conhecimentos, com base em acontecimentos, rotinas e eventos 

para a aquisição, representação e manipulação de conhecimento, sendo assim, a 

manipulação de dados pode ser interpretada como a capacidade de deduzir ou inferir 

novos conhecimentos, criar relações entre fatos e conceitos presentes ou decorridos 

(DONGRUI et al., 2010).  

Para melhor estratégia de controle no desenvolvimento de aplicações isoladas 

ou até mesmo de sistemas mais complexos e robustos, que necessitam de maior 

atenção, é definida a obtenção de regras e fatos que satisfaçam determinada 

problemática por meio de sua codificação. A primeira aplicação desenvolvida que de 

fato utilizou (IA) com base em um sistema especialista em conhecimento foi 

desenvolvida em 1967 (PAN et al., 2016). Este sistema foi capaz de predizer as 

estruturas de compostos químicos desconhecidos, sempre com base em diversas 

análises de rotinas anteriores (LUGER et al., 2014). Durante a década de 1970, a 

introdução da tecnologia do microcomputador na medicina e na biologia revolucionou 

as abordagens em processamento de sinais. Novos métodos de análise de sinais e 

dados, bem como o aumento da capacidade de computação, fornecem ferramentas 

de (IA) aprimoradas para registro e analise das informações (BALDWIN et al., 2012). 
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entre as novas ferramentas de computação, as Redes Neurais Artificiais (RNAs) têm 

sido empregadas com sucesso para processar sinais de EEG, a fim de estudar 

mecanismos cerebrais usando múltiplas abordagens (SINHA et al., 2007). Redes 

neurais artificiais (RNAs) são ferramentas computacionais que utilizam uma 

combinação de várias unidades elementares de processamento (célula). Cada 

unidade é conectada a um número de unidades de rede para processar informações 

por função de transferência. A relação entre a entrada e a saída determina o 

comportamento da rede. Ao contrário dos métodos convencionais de computação, as 

RNAs são "treinadas" para produzir a relação de entrada-saída desejada (STOFFEL 

et al., 2018).  

 Durante a fase de treinamento (aprendizado), exemplos de dados são 

apresentados à rede e, usando um algoritmo de aprendizado, os parâmetros são 

ajustados para o comportamento da rede. “A rede neural é treinada usando um 

banco de dados adequado de casos de “exemplo”. Um “exemplo” é fornecido por um 

paciente cujos valores para os recursos selecionados foram coletados e avaliados. A 

qualidade do treinamento e a generalização resultante e, portanto, a capacidade de 

previsão da rede dependem fortemente do banco de dados usado para o 

treinamento, assim deve conter um número suficiente de “exemplos” confiáveis (para 

os quais o diagnóstico é conhecido) para permitir que a rede aprenda extraindo a 

estrutura oculta no conjunto de dados e usar esse “conhecimento” para “generalizar” 

a regra para novos casos (JAFARIAN et al., 2018). Os dados de treinamento devem 

ser pré-processados antes da avaliação pela rede neural. Além disso, foi 

demonstrado que casos para os quais alguns dados estão faltando devem ser 

removidos do banco de dados para melhorar o desempenho de classificação da 

rede (GANNOUS E ELHADDAD, 2011).  
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 Uma diminuição no desempenho de classificação da rede é observada para 

bancos de dados desequilibrados (MAZUROWSKI et al. 2008). Uma vez que, os 

recursos estejam adequados, banco de dados, método de pré-processamento de 

dados, algoritmo de treinamento e arquitetura de rede tenham sido identificados, os 

dados referentes a “novos” pacientes que não estão incluídos no banco de dados de 

treinamento podem ser avaliados pela rede treinada, sendo assim, a pergunta feita é 

se os novos dados pertencem à mesma população que os da base de dados 

(homocedasticidade) (STAUB et al., 2015).  

A falha na etapa descrita anteriormente pode levar a rede a classificar 

erroneamente os novos dados. Esse problema pode ser resolvido pelo uso de um 

parâmetro adicional que indica a população à qual uma determinada amostra pertence 

(STOFFEL et al., 2018). De acordo com o conhecimento disponível do problema e o 

objetivo do operador, o procedimento de aprendizagem empregado pode ser 

"supervisionado", "não supervisionado" ou ambos. O procedimento de aprendizado 

supervisionado é executado com pares de padrões de entrada-saída conhecidos, 

enquanto o aprendizado não supervisionado consiste em apresentar exemplos de 

treinamento para a entrada de rede e a rede se organiza progressivamente para 

alcançar uma separação máxima entre as classes de exemplos que ocorrem 

naturalmente (LUGER et al., 2014)  

 Com a disponibilidade de sistemas computacionais de ponta, as redes 

neurais artificiais (RNA) encontraram aplicação em muitas áreas do processamento 

de sinais, gerando um grande interesse e a aplicação de técnicas automatizadas 

principalmente para o estudo do fenômeno epiléptico no EEG para fornecer 

informações clínicas para o diagnóstico, monitoramento e controle de distúrbios 

neurológicos relacionados (SHARANREDDY et al., 2013). As unidades de 
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monitoramento da epilepsia geram grandes quantidades de dados normais, 

misturados com descargas epileptiformes (DEs) e convulsões relativamente raras. 

Tem havido uma série de abordagens para automatizar a detecção de EDs e / ou 

convulsões.  

 Dois sistemas baseados em regras ou "especialistas", desenvolvidos por 

Davey et al. (1989)  e Glover et al. (1989), usaram métodos específicos de organizar e 

aplicar o conhecimento para testar eficientemente os candidatos a EDs por uma série 

de questionamentos "se. . . então . . .''. Esses sistemas produzem sensibilidades e 

especificidades comparáveis à análise visual especializada. No entanto, devido a seus 

ambientes de programação e demandas de processamento, eles não são eficientes o 

suficiente para serem executados em computadores pessoais baratos e prontamente 

disponíveis (WEBBER et al., 1993; XIE et al. 2001; ROSADO et al. 2016). Este foi o 

primeiro método automatizado de detecção de ED a se tornar comercialmente 

disponível. Ele foi revisado e ampliado para diminuir a porcentagem de falsos positivos 

detectados, os quais podem prejudicar seu desempenho em ambientes de 

monitoramento intenso (GOTMAN et al., 1985; GOTMAN et al., 1991).  

  A difícil comparação no desempenho de vários métodos de RNA ocorre 

devido ao não treinamento comum, não há casos de testes claros e nenhum método 

de avaliação do desempenho. Portanto, há diferenças entre as várias abordagens de 

detecção de ED, que incluem condições clínicas, métodos de aquisição de dados, 

número de sujeitos, número de canais de dados de entrada e a eficiência 

computacional da RNA para implementação em tempo real (GURESEN et al., 2011). 

No entanto, a diferença mais importante entre os métodos está em como os dados do 

EEG são preparados para apresentação à RNA para treinamento e testes (BELL et 

al., 2012). O método de pré-processamento influencia os recursos de uma abordagem 
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específica. Um procedimento ideal deve exigir um pré-processamento mínimo e ser 

aplicável a dados brutos (SARMA et al., 2016). 

 A detecção e rejeição de artefatos no EEG no entanto, é uma tarefa difícil 

para a qual poucos sistemas de redes neurais foram desenvolvidos. O principal 

resultado é a precisão heterogênea dos sistemas desenvolvidos (ROBERT et al., 

2002). O tratamento de artefatos de EEG provavelmente se tornará um problema 

primordial com o aumento da automação do processamento de sinais. A necessidade 

de compressão do EEG é justificada pela necessidade de medidas de alta precisão, 

medições de longo prazo, transmissão de dados em telemedicina ou a falta de 

equipamentos especiais para armazenar arquivos de dados volumosos, no entanto, a 

complexidade das formas de onda do EEG é a razão para algumas tentativas de 

compressão do mesmo (ZHANG et al., 2012). Estudos preliminares envolvendo redes 

neurais foram realizados (BARGIOTTI et al., 1993; Battiti et al., 1995; CÁRDENAS-

BARRERA et al., 2004; ANDRAUS et al., 2012; BIRVINSKAS et al., 2013).  

 Quando altas taxas de compressão (de 50 a 80%) foram obtidas, Battiti et al. 

(1995), investigações adicionais foram necessárias para confirmar a plausibilidade da 

compressão da rede neural do EEG. Um método útil para entender a dinâmica 

cerebral e o diagnóstico clínico de anormalidades cerebrais é a localização de origem 

do sinal com base na EEG, a qual envolve a localização de fontes intracranianas por 

meio de técnicas de otimização, como métodos interativos (MICHELMANN et al. 

2018). Uma vez que uma rede neural é treinada, ela não requer mais iterações e é 

capaz de capturar dinâmicas não lineares do problema de localização de origem, 

enquanto mantém a robustez do ruído essencial para a análise de EEG (ROBERT et 

al. 2002). A posição de erro na localização da fonte tem sido observada como inferior 

a 5% para todas as investigações (ABEYRATNE et al., 1991; ABEYRATNE et al., 
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2001; YUASA et al., 1998; ZHANG et al., 1998; VAN HOEY et al., 2000; SUN e 

SCLABASSI, 2000; TUN et al., 2000).  

 Embora os métodos interativos em algum momento, forneçam melhores 

resultados do que as redes neurais na situação livre de ruído, os métodos de rede 

neural apresentam melhor desempenho a baixas relações sinal/ruído mais realistas 

(TUN et al., 2000). Resultados positivos obtidos na maioria das aplicações 

desenvolvidas mostram relevância para o processamento de eletroencefalograma, 

dentre elas algumas não estão mais em uso, outras são estudos pilotos ou 

preliminares com resultados promissores, outros são incluídos em projetos clínicos 

nos quais as redes neurais são um componente essencial (PATEL et al. 2012).  

  

2.5 Avanços da Tecnologia da Informação Integrados ao uso da Eletroencefalográfia 

 

Na área da saúde, pode-se observar campos ainda em exploração, quando o 

assunto é crossover com a computação. Perante as diversas lacunas e possibilidades 

de aplicações, temos a Brain Computer Interface (BCI), que consiste em um sistema 

computacional que adquire, analisa e traduz sinais cerebrais em comandos de saída 

em tempo real (GÖKSU et al., 2012). O termo BCI pode ser atribuído a Jacques 

Vidalwho, que na década de 1970 criou o sistema BCI com potenciais evocados 

visuais (VIDAL et al., 1973). Desde então, os avanços na tecnologia de computadores, 

aprendizado de máquina e neurociência permitiram o desenvolvimento de uma ampla 

variedade de sistemas BCI (WOLPAW et al., 2012). 

A maioria dos estudos em BCIs têm se concentrado em usá-los para restaurar 

a comunicação e o controle de pessoas paralisadas por distúrbios neuromusculares 

crônicos, como a amiotrofia, esclerose lateral (ELA), acidente vascular cerebral (AVC) 
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ou lesão medular de alto nível (MCCANE et al., 2015). BCIs podem usar métodos não 

invasivos ou invasivos. Embora BCIs de métodos invasivos tenham maior resolução 

espacial e possam fornecer sinais de controle com muitos graus de liberdade, as BCIs 

que dependem de eletrodos no córtex enfrentam problemas substanciais para obter e 

manter registros estáveis de longo prazo. Os pequenos locais de gravação de alta 

impedância tornam os eletrodos penetrantes suscetíveis à degradação do sinal devido 

ao encapsulamento (SHAIN et al., 2003). Além disso, pequenos deslocamentos dos 

minúsculos eletrodos de penetração podem afastar os locais de registro das camadas 

corticais que contêm os grandes neurônios facilmente gravados, como neurônios 

piramidais na camada 5 do córtex motor (GÖKSU et al., 2012). 

As BCIs de métodos não invasivos usam a atividade da EEG e são seguros e 

baratos, mas possuem resolução espacial relativamente baixa (FREEMAN et al., 

2003) e são suscetíveis a artefatos que geralmente, requerem treinamento extensivo 

do usuário (ZHANG et al., 2015). Embora haja avanços nas tecnologias de análise 

cortical não invasivas, há um potencial significativo na alavancagem das tecnologias, 

como por exemplo em próteses neurais cognitivas (SONG et al., 2007). Os métodos 

não invasivos ainda são abordagens mais práticas e aceitáveis pelo usuário para 

melhorar as interações entre humanos e sistemas por meio das BCIs (CINCOTTI et 

al., 2004). Neste caso, o sistema BCI com base na EEG compreende quatro 

subsistemas modulares; o primeiro adquire os sinais do EEG e reduz os ruídos e 

processa os artefatos encontrados; o segundo processa os sinais para derivar as 

frequências do sinal e traduzindo-os em comandos de saída para o controle de um 

aplicativo; o terceiro é o próprio aplicativo; e o quarto é o protocolo que especifica a 

operação geral do sistema (por exemplo, quando ocorrem estímulos) (SCHALK et al., 

2004).  
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Um dos conceitos fundamentais que influenciarão as futuras BCIs é o uso de 

índices cerebrais que fornecem informações que não são prontamente ou 

robustamente disponíveis através de outros canais, assim uma fonte potencial para 

essa informação são os processos cerebrais associados à percepção humana de 

"erros", que podem ser sinais de erro específicos produzidos pelo cérebro, como a 

negatividade relacionada ao erro, ou combinações de sinais associados a erros, como 

frustração, raiva, atenção, envolvimento ou compreensão (HORLOYD et al., 2012). 

Tais percepções sobre o processamento cerebral poderiam ser mescladas com os 

avanços esperados em computação e inteligência artificial para ir além da mera 

transmissão de informação entre o homem e a máquina, e para a análise, 

interpretação e previsão de situações mutuamente derivadas. Ou seja, o sistema 

combinado humano-computador pode ser capaz de detectar e integrar informações 

sobre as capacidades, estados, metas e ações passadas e presentes dos operadores 

e dos computadores, além da tarefa global e das restrições ambientais assim, a 

obtenção das informações acima descrita, pode levar a compreensão das funções e 

do comportamento do cérebro humano, possibilitando previsões sobre os resultados 

de desempenho e, por fim, levando a mudanças revolucionárias nas formas 

fundamentais pelas quais humanos e computadores interagem (XING-YU et al., 

2013).  

Além disso, como o Sistema Nervoso Central, processa e armazena 

informações de maneiras muito diferentes dos sistemas atuais de computador com os 

quais interagem, a interpreção da atividade cortical pode afetar concepções de 

quando e onde no projeto geral do sistema a interação humano-computador deve 

ocorrer (TIWARI et al., 2018). Embora haja um potencial para o desenvolvimento de 

futuras aplicações das BCIs que esperam ser desbloqueadas nas centenas de índices 
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de comportamento neural identificados pela comunidade de pesquisa em neurociência 

(MORAN et al., 2010), as BCIs atuais e de curto prazo provavelmente continuarão 

orientadas para tarefas o que inclui: 1) BCIs que são a interface primária para a tarefa 

que o usuário está explicitamente executando, como o uso de sinais cerebrais para 

controlar o movimento de uma prótese e 2) BCIs que suportam diretamente a tarefa 

que o usuário está executando, mas não são a interface principal, como um sistema 

que monitora os sinais cerebrais do usuário para prever o desempenho durante a 

condução e mitigar períodos de desempenho ruim previsto .  

Os desenvolvedores têm tido sucesso com BCIs orientados a tarefas, onde o 

próprio aplicativo controla as condições sob as quais o usuário executa, em vez de 

tentar encontrar índices cerebrais que generalizem qualquer tarefa que um usuário 

esteja realizando, assim BCIs orientadas a tarefas terão acesso a mais contexto para 

o que o usuário está fazendo e, portanto, maior capacidade para interpretar os sinais 

neurais recebidos (SUNNY et al., 2016). Futuras BCIs orientadas a tarefas, baseadas 

em avanços nas tecnologias de sensores, algoritmos de análise, inteligência artificial, 

sensoriamento multiespectivo do cérebro, comportamento e ambiente por meio de 

tecnologias difundidas e algoritmos de computação serão capazes de coletar e 

analisar dados cerebrais por longos períodos (RAMADAN et al., 2017).  

Quando as tecnologias de sensoriamento cerebral são utilizadas durante a vida 

diária, surge a possibilidade de usar a infraestrutura da BCI para aplicações 

oportunistas (TIWARI et al., 2018). Ou seja, uma vez que os usuários usem 

regularmente sensores cerebrais para fins específicos, as BCIs oportunistas 

(tecnologias BCI que oferecem ao usuário um benefício, mas não suportam 

diretamente a tarefa que o usuário está executando), podem ser empregadas sem 

sobrecarga adicional, exemplos de BCIs oportunistas são os aplicativos de 



28 
 

computação abrangentes que ajustam o ambiente local do usuário (como a cor da 

iluminação, música ou talvez até mesmo odor, ou sugestões para opções de dieta, 

exercício, entretenimento ou tratamento) alteram ou melhoram o humor ou estado 

mental do usuário (GARIPELLI et al., 2008). Além disso, as aplicações médicas que 

periodicamente selecionam o usuário para indicadores de doenças neurais e buscam 

uma variedade de atenuações, as quais podem incluir: geração de tarefas para análise 

e triagem adicionais (movendo a BCI para o domínio orientado a tarefas 

(BOCKBRADER et al., 2018). No entanto, devido à falta de restrições sob o 

funcionamento dos aplicativos, o desenvolvimento da BCI avançará por meio da coleta 

e análise de dados em grande escala por longos períodos, bem como o 

desenvolvimento de técnicas para personalização do utilizador (LOPEZ et al., 2018). 

Embora esses problemas limitem o desenvolvimento em curto prazo, no longo prazo, 

as BCIs oportunistas podem ter ramificações que salvam vidas, além de muitos outros 

benefícios potenciais para aplicações médicas, educacionais, de trabalho e sociais 

(ABDULKADER et al., 2015). 

O avanço de pesquisas neurocientíficas e neurotecnológicas oferece a 

oportunidade de fornecer recursos preditivos de computadores para os estados e 

processos emocionais e cognitivos das pessoas que os usam, potencialmente 

revolucionando não apenas as interfaces, mas também as interações básicas que as 

pessoas têm com esses sistemas (KERICK et al., 2011; WU et al., 2010).  
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CAPÍTULO III 

 

 

3 MATERIAL E MÉTODOS 

 

  No primeiro momento foi realizada uma análise nas bases de dados Science 

Diret e Scopus, para realização da fundamentação teórica. Para esta proposição foi 

utilizado como estratégia de busca as seguites expressões (“Electroencephalography’’ 

OR “EEG”) AND (“pattern” OR “motifs”) AND (“remove”) AND (“artificial intelligence” 

OR “IA”). Os trabalhos retornados da busca foram analisados por título e resumo, dos 

quais só foram inclusos para análise final os que atendam aos devidos critérios de 

inclusão. 

 

3.1 Critérios de Elegibilidade dos Artigos  

 

3.1.1 Critérios de Inclusão 

 

 Trabalhos que abordassem técnicas de pré e pós-prpcessamento, com 

reconhecimento de padrões (motifs) e/ou remoção de artefatos 

eletroencefalográficos; 

 Trabalhos escritos em inglês; 

 Soluções computacionais fossem foco dos materiais e métodos; 

 A utilização de algoritimos não proprietários e editáveis como principal método 

de solução; 

 Utilizar alguma técnica de aprendizado de máquina. 
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3.1.2 Critérios de Exclusão 

 

 Trabalhos que não abordassem téquinas de pré e pós-processamento de 

motifs e/ou remoção de artefatos eletroencefalográficos; 

 Trabalhos não escritos em inglês; 

 Soluções computacionais não fossem foco dos materiais e métodos; 

 A utilização de algoritimos proprietários e não editáveis como principal método 

de solução; 

 Trabalhos que não utilizem técnica de aprendizado de máquina. 

 

3.2 Softwares utilizados no desenvolvimento 

 

 Para a implementação dos algorítimos foram utilizados os seguintes softwares: 

 

3.2.1 NetBeans IDE 8.2 

 

 Na sua versão 8.2, o NetBeans IDE fornece analisadores de código e editores 

prontos para trabalhar com as tecnologias Java 8 mais recentes -- Java SE 8, Java 

SE Embedded 8 e Java ME Embedded 8. O IDE também possui uma faixa de 

aprimoramentos que melhoram ainda mais seu suporte para Maven e Java EE com o 

PrimeFaces; ferramentas para HTML5, em particular para AngularJS; e 

aprimoramentos para o suporte a PHP e C / C++. O IDE é executado em muitas 

plataformas, como Windows, Linux, Solaris e MacOS. 

 

3.2.2 MATLAB R2018a 

 

https://pt.wikipedia.org/wiki/Windows
https://pt.wikipedia.org/wiki/Linux
https://pt.wikipedia.org/wiki/Solaris
https://pt.wikipedia.org/wiki/MacOS
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 MATLAB (MATrix LABoratory) trata-se de um software interativo de 

alta performance voltado para o cálculo numérico. Capaz de integrar análise numérica, 

cálculo com matrizes, processamento de sinais e construção de gráficos em ambiente 

fácil de usar, onde problemas e soluções são expressos somente como eles são 

descritos matematicamente, ao contrário da programação tradicional. O MATLAB é 

um sistema interativo cujo elemento básico de informação é uma matriz que não 

requer dimensionamento. Esse sistema permite a resolução de muitos problemas 

numéricos em apenas uma fração do tempo que se gastaria para escrever 

um programa semelhante em linguagem Fortran, Basic ou C. Além disso, as soluções 

dos problemas são expressas quase exatamente como elas são escritas matematic--

amente. 

3.3 Tipo de Artefato 

 

 Para a realização do treinamento da rede neural artificial foi necessário a 

utilização de bases de exemplos amostrais para a convergência ao aprendizado, 

seguindo esse princípio o tipo de artefato eletroencefalográfico piscada de olho foi 

escolhido como gatilho classificador da rede. O artefato piscada de olho foi 

selecionado para o treinamento, pois trata-se de uma sinal de fácil replicação em 

coleta e de amplidite destacável, e estando comumente diversas vezes presente em 

um eletroencefalograma.    

  

3.4 Caracterização das Amostras 

 

 Na caracterização das amostras foram adotados critérios de elegibilidade nos 

dois grupos de eletroencefalogramas, dos quais destinados a fase de treinamento da 

RNA para a identificação do padrão piscada de olho. Dos dois grupos escolhidos o 

https://pt.wikipedia.org/wiki/Software
https://pt.wikipedia.org/wiki/Performance
https://pt.wikipedia.org/wiki/C%C3%A1lculo_num%C3%A9rico
https://pt.wikipedia.org/wiki/Matriz_(matem%C3%A1tica)
https://pt.wikipedia.org/wiki/Processamento_de_sinal
https://pt.wikipedia.org/wiki/Gr%C3%A1fico
https://pt.wikipedia.org/wiki/Programa%C3%A7%C3%A3o
https://pt.wikipedia.org/wiki/Programa_de_computador
https://pt.wikipedia.org/wiki/Linguagem_de_programa%C3%A7%C3%A3o
https://pt.wikipedia.org/wiki/Fortran
https://pt.wikipedia.org/wiki/Basic
https://pt.wikipedia.org/wiki/Linguagem_de_programa%C3%A7%C3%A3o_C
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primeiro é oriundo da base de dados Keras EEG, aonde foram obtidias 500 

eletroencefalogramas não simulados, e 30 eletroencefalogramas por meio de coletas 

eletroencefalográficas no Laboratório de Neuroinovação Tecnológica & Mapeamento 

Cerebral (NitLab) na Universidade Federal do Piauí – Campus Ministro Reis Velloso, 

dos quais 10 foram aplicados a base de reforço e 20 a camda de aplicação. Os 

indivíduso componentes de toda a base de dados seguiam os seguintes critérios: 

 

a) Destro 

b) Não uso de fármacos neuromoduladores 

c) Faixa etária 21~30 anos 

d) Não consumo de cafeína nas últimas 42 horas 

 

3.5 Leitura e Gravação de Dados 

 

 Foram utilizadas 150 bases de dados de sinais com artefatos de origem do sinal 

da EEG, no formato de saída binarizado (.tst), disponíveis no Laboratório de 

Neuroinovação Tecnológica & Mapeamento Cerebral (NitLab) na Universidade 

Federal do Piauí – Campus Ministro Reis Velloso. Para a criação da biblioteca NitLab-

EEG Clear os métodos de Leitura e gravação foram implementados em linguagem de 

programação JAVA.  

 

3.5.1 Métodos de Leitura  

 

 O método de leitura (read.tst) teve como principal característica a extração dos 

seguintes parâmetros contidos no arquivo de origem (.tst): Tipo do arquivo, versão do 

arquivo, frequência, número de canais, coeficientes angulares, coeficientes linares, 

nome dos canais e corpo do aquivo. 
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Figura 1: Fluxo de funcionamento do método de leitura (read.tst). 

 

3.5.2 Métodos de Gravacão  

 

 O método de gravação write.tst que corresponde a um método integrante da 

biblioteca TST_file, teve como característica a escrita binarizada dos dados 

respeitando a estrutura do formato original do arquivo (.tst). 

 

3.6 Indentificação de Pontos de Interesse  

 

 Para a busca de padrões em RPST foi utilizada a identificação de pontos de 

interesses ou relevantes que de fato caracterizassem o espectro em sua 

singularidade. Esses pontos foram considerados como pontos críticos, em RPST. 

Trata-se de vales e picos que tornam possível a identificação de um comportamento 

padronizado. Para a identificação de pontos característicos, foi utilizada a regra de 

perceptually important points (PIP), utilizada para a identificação de padrões em dados 

de séries temporais, assim resultando no vetor de pontos achados (figura 1).  
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Figura 2: Exemplo da aplicação de PIP em ST na identificação de pontos de interesse. 

 

A identificação dos pontos consistiu em encontrar o ponto mais distante 

adjacente entre dois pontos, partindo de P0 e Pn, onde P0 é o primeiro ponto do 

espectro analisado e Pn o último, seguindo para que P3 resultante. Foi calculado o 

ponto mais distante adjacente em relação ao ponto mais afastado do mesmo, assim 

gerando um P4, o algorítimo é satisfeito até Q (número de pontos) ser satisfeito. A 

demonstração simplificada em português mostra a sequência lógica a ser seguida 

para a identificação de Q pontos de interesse em relação a P (Figira 2).    

 

Figura 3: Modelo do algorítimo PIP 

 

Sequência ilustrativa dos passos realizados pelo algorítimo PIP mostrando o processo 

de identificação dos pontos de interesse (figura 3). 
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Figura 4: Etapa Visual PIP 

 

3.7 Similaridades entre ondas 

 

 Realizada a identificação da estrutura de PIP de uma ST de origem, foi 

comparado o grau de similaridade entre as estruturas PIP de origem e candidata, por 

meio da análise da média acumulativa da distância gaussiana dos vértices e 

segmentos de ambos os espectros, demonstrado na (figura 4).  

 

Figura 5: Fórmula da distância Gaussiana. 

 

  

3.8 Inteligência Artificial 

 

Com o objetivo da classificação da série temporal, foi implementada uma Rede 

Neural Artificial (RNA) Multi Layer Perceptron (PMC), estrutura essa que é baseada 

no modelo do Neurônio Artificial (Figura 6), composto em sua grande maioria por sete 

(07) elementos básicos de funcionamento estrutural, sendo eles: 1) Sinais de Entrada 

{x1, x2,..., xn}, assim, caracterizadas como sinais ou medidas adivindas do meio 

externo ao neurônio. 2) Pesos Sinápticos {w1, w2,..., wn}, valores de ponderação 
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diretamente ligados ao seu sinal de entrada respectivo, durante o processo de 

aprendizagem é o W[n] que caracteriza o neurônio da rede. 3) Combinador Linear {∑}, 

responsável por realizar o somatório dos processos sinápticos realizados, a fim de 

produzir o valor do potencial de ativação. 4) Limiar de Ativação {θ}, trata-se de um 

elemento que serve para aumentar o grau de liberdade dos ajustes dos pesos. 5) 

Potencial de Ativação {u} é o valor resultante do somatório do Combinador Linear {∑} 

e o Limiar de Ativação {θ} (figura 7). 6) Função de Ativação {g}, tem o objetivo de limitar 

a saída do nerônio dentro de determinado intervalo de valores, assim os 

normalizando. 7) Sinal de Saída {y}, é o resultado final produzido pelo neurônio 

artificial (figura 8). 

 

Figura 6: Neurônio Artificial 

 

Figura 7: Fórmula do Potencial de Ativação 

 

 

Figura 8: Sinal de Saída 

 

 

 Para a construção da RNA multicamadas, foram escolhidas as seguintes 

características utilizando o modelo do neurônio artificial: 
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a) Topologia da Rede: Constituída por neurônios Perceptron, sua estrutura 

topológica foi definida como (8-2-1), sendo implementada com 8 (oito) entradas 

na camada de entrada, 2 (dois) neurônios na camada escondida, e 1 (um) 

neurônico na camada de saída, respectivamente (Figura 9). 

 

 

Figura 9: Topologia da RNA 

 

b) Tipo de Aprendizado: A estratégia de treinamento adotada foi do tipo 

supervisionado, onde a partir de cada amostra dos Sinais de Entrada {x1, x2,..., 

xn}, são associados a um Sinal de Saída {y}. 

 

c) Tipo de Classificação: O caráter classificador adotado foi a configuração não 

linearmente separável (Figura 10), onde uma única reta é incapaz de separar 

as classes do problema. 

 

 

Figura 10: Exemplo não linearmente separável. 
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d) Camada de Entrada: É definida pelos coeficientes angulares x[m] do vetor 

resultante PIP, (Figura 10). 

 

 

Figura 11: Fórmula do Coeficiente Angular 

 

e) Pesos Sinápticos: O conjunto dos Pesos Sinápticos {w1, w2,..., wn}, no modelo 

implementado, foram inicialmente atribuídos ao seus valores, variáveis 

aleatórias respeitando o seguinte intervalo: ]0, 1] = {𝑥 ∈  𝑅: 0 <  𝑤 ≤ 1}. 

 

f) Função de Ativação: A função de ativação aplicada foi a sigmoid (Figura 11), 

onde seus valores de saída são representados pelo intervalo [0, 1] = {𝑥 ∈

 𝑅: 0 ≤  𝑦 ≤ 1}. 

 

  

Figura 12: Fórmula da função sigmoid 

 

Sendo {e} o número de Euler, dado pelo somatório tendendo ao infinito da 

divisão 
𝟏

𝒏!
, onde {∞} é representado pelo intervalo: [𝟏, +∞[= {𝒙 ∈ 𝑹: 𝒙 > 𝟏}, (Figura 

12). 

 

Figura 13: Fórmula do número de Euler.x 

 

 

g) Precisão: Adotado como comparativo ao critério de parada, sendo ε = 0,01. 
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h) Critério de Parada:  Fica definido em função a condição resultante do Erro 

Quadrático Médio (EQM), expresso por (Figura 13):  

 

 

Figura 14: Fórmula do Erro Quadrático Médio 

 

i) Taxa de Aprendizado: Representada por {𝑛}, com o valor de 𝑛 = 0,05. Tem 

como objetivo mensurar a descida do gradiente diretamente ligada ao salto dos 

Pesos Sinápticos {w1, w2,..., wn}, o valor da taxa de aprendizado respeita o 

seguinte intervalo, ]0, 1[= {𝑥 ∈  𝑅: 0 <  𝑛 < 1}.  

 

 

3.9 Arquitetura do software 

  

 Apresenta uma visão geral e resumida dos elementos principais que integram 

a arquitetura do software (figura 6), com apresentação das camadas que a compõem. 

A primeira a camada de aplicação (alusão a toda interface gráfica de interação para 

com o usuário), camada de negócios, (representação das lógicas e rotinas adotadas 

pelo sitema), camada de persistência, (direcionada a gravação e leitura dos dados).  

 

 

Figura 15: Arquitetura do software 
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3.10 Visualização das telas do software 

  

 As telas do software apresentam as interfaces gráficas disponíveis na 

aplicação, exemplificado na figura 16. Tela inicial da aplicação, para o carregamento 

do arquivo.tst, e visualização e gravação dos resultados. Para utilização do software 

Nitlab Clear utilize o seguinte endereço eletrônico abaixo e em seguida clique em 

Nitlab Clear e download.  

https://drive.google.com/open?id=1XNGwzT2sEGO2CjqhOQudQYVCMfsi02YQ 

 

 

Figura 16: Tela do software NitLab Clear EEG. 

 

https://drive.google.com/open?id=1XNGwzT2sEGO2CjqhOQudQYVCMfsi02YQ
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3.11 Descrição do software 

 

O sistema tem como característica a usabilidade do usuário final em relação as 

rotinas implementadas na biblioteca TST_fIle. Utilizando-se de uma interface gráfica 

e intuitiva o usuário poderá carregar um arquivo.tst, iniciar uma varredura para a 

identificação automática de artefatos, visualizar os resultados e gravar o arquivo.tst já 

com o artefatos removidos.   

 

3.12 Procedimento experimental 

 

Foi realizada a aquisição do sinal eletroencefalográfico, com o intuito de gerar 

artefatos biológicos. Os sujeitos foram orientados a reproduzir artefatos específicos 

predeterminados pelo condutor da aplicação. Após o fim da eletroencefalografia, os 

arquivos de coleta foram submetidos a dois pós-processamentos para a identificação 

dos artefatos: 1) utilização da biblioteca TST_file, para que a análise seja realizada 

automaticamente; 2) foi realizado por um profissional capacitado, o qual analisou o 

traçado em busca de possíveis artefatos. Ao término, o resultado de cada processo 

foi comparado de maneira que os artefatos apresentados pelo sitema fossem 

convergentes ao realizado pelo profissional adjunto a uma base dados oriundos da 

biblioteca Python Keras.    
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3.13 Desenho do estudo  

 

Figura 17: Desenho do Estudo 

 

3.14 Análise Estatística 

 Foi realizado o Kappa pareado afim de analisar e comparar se os valores 

do sinal eletroencefalográfico entre limpo manualmente ou com o sistema 

desenvolvido. O tamanho do efeito será estimado vslor de Kappa. A normalidade dos 

dados será verificada pelo teste Kappa. A potência estatística e o intervalo de 

confiança de 95% (IC 95%) serão calculados para as variáveis dependentes. O poder 

estatístico será interpretado como: baixa potência de 0.1 a 0.3; alta potência de 0.8 a 
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0.9. Todas as análises foram conduzidas utilizando o SPSS para Windows versão 20.0 

(SPSS Inc., Chicago, Il, USA). 
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CAPÍTULO IV 

 

4 RESULTADOS 

 

4.1 Leitura e Gravação dos Dados  

 

Considerando a base de dados formada por arquivos em “.tst”, a leitura e 

gravação dos arquivos foi estruturalmente fidedigna às originais, garantindo a 

integridade dos dados. 

 

 

Figura 18: Acurácia de leitura e gravação 
 

 

4.2 Resultados de Q pontos 

 

 Para caracterizar os pontos de interesse em determinado espectro, foi 

identificado que a máxima de Q interfere diretamente na comparação das estruturas 

PIP sendo elas correspondentes, dado que a comparativa se torna insustentável 

quanto Q assume uma média de 25% de pontos de interesse em relação ao conjunto 

100%

0%

Acurácia de leitura e gravação

Lidos e gravados corretamente Lidos e gravados incorretamente
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de pontos do sinal de origem. Já a mínima para Q pontos em relação ao conjunto de 

origem é satisfeita em um intervalo onde, Q = [6, 25] %. 

 

 

Figura 19: Teste de Q Pontos 

 

 

4.3 Resultados de Similaridade 

 

 Os processos nas fases de treinamento das RNA - PMC foram executados de 

quatro (04) maneiras, a fim de realizar o comparativo entre as rotinas aplicadas.  

 

a) Treinamento PIP e execução desenvolvido: 

 

Utilizando o vetor de coeficientes angulares PIP como entrada para a RNA PMC 

na fase de aplicação obteve-se como resultado o acerto de 98,8%, do total de 500 

(quinhentas) amostras, das quais 126 eram a saída desejada (piscada), em um total 

de 339 épocas e utilizando como critério de parada a precisão de ε = 0,01, na fase 

de treinamento. 

 

5%

25%

70%

Teste de Q Pontos

Erro Mínimo Acerto Erro Máximo
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b) Treinamento PIP e execução Keras 

 

Utilizando o vetor de coeficientes angulares PIP como entrada para a RNA - PMC 

integrada a biblioteca Python Keras, na fase de aplicação, obteve-se o acerto de 

95,2%, do total de 500 (quinhentas) amostras, das quais 126 eram a saída desejada 

(piscada), em um total de 321 épocas e utilizando como critério de parada a precisão 

de ε = 0,01, na fase de treinamento. 

 

c) Treinamento e execução desenvolvidos 

 

Utilizando o sinal EEG como entrada para a RNA PMC na fase de aplicação 

obteve-se o acerto de 92,8%, do total de 500 (quinhentas) amostras, das quais 126 

eram a saída desejada (piscada), em um total de 640 épocas e utilizando como critério 

de parada a precisão de ε = 0,01, na fase de treinamento. 

 

d) Treinamento e execução Keras 

 

Utilizando o sinal EEG como entrada para a RNA PMC na fase de aplicação 

obteve-se o acerto de 93,2%, do total de 500 (quinhentas) amostras, das quais 126 

eram a saída desejada (piscada), em um total de 625 épocas e utilizando com critério 

de parada a precisão de ε = 0,01, na fase de treinamento. 
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4.4 Resultados Visuais das etapas de Limpeza do sinal 

 

 Gráfico referente ao sinal eletroencefalográfico, exemplificado pelo eletrodo 

Fp1, registrado no arquivo original.tst, sem a aplicação de técnica de pós-

processamento (figura 20): 

 

 

Figura 20: Gráfico do comportamento oscilatório total do eletrodo Fp1 original. 

 

Gráfico referente aos primeiros 5,5 segundos do sinal eletroencefalográfico 

(eletrodo Fp1), registrado no arquivo (original.tst), sem a aplicação de técnica pós-

processamento (figura 21): 

 

Figura 21: Gráfico do comportamento oscilatório dos primeiros 5,5 segundos do eletrodo Fp1. 
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Gráfico referente ao sinal eletroencefalográfico (eletrodo Fp1), registrado no 

arquivo (original.tst), após a identificação dos possíveis artefatos de piscada dos olhos 

(figura 22): 

 

 

Figura 22: Gráfico do comportamento oscilatório total do eletrodo Fp1. 

 

 

Gráfico dos primeiros 5,5 segundos do sinal eletroencefalográfico (eletrodo 

Fp1), registrado no arquivo (original.tst), após a identificação dos possíveis artefatos 

piscada dos olhos (figura 23): 

 

Figura 23: Gráfico do comportamento oscilatório dos primeiros 5,5 segundos do eletrodo Fp1 pós 
processameto. 
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Gráfico referente aos primeiros 5,5 segundos do sinal eletroencefalográfico 

(eletrodo Fp1), registrado no arquivo (new.tst), após a remoção dos artefatos piscada 

dos olhos (figura 24): 

 

Figura 24: Gráfico do comportamento oscilatório dos primeiros 5,5 segundos do eletrodo Fp1 sem 
artefato piscada de olho. 

 

Gráficos referentes ao comparativo do sinal eletroencefalográfico, 

exemplificado pelo eletrodo Fp1, registrado no arquivo original.tst, após análise do 

avaliador 01, avaliador 02 e NitLab EEG Clear (figura 25): 

 

 

Figura 25: Comparativo em métodos de limpeza. 
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4.5 Tempo para Aplicação 

 O comparativo da variável tempo para a realização completa da limpeza do 

sinal foi aplicado entre soluções candidatas e a proposta.  

 

Modelos Tempo (Segungos) 

NitLab EEG Clear 6,2  

ICA 11,5  

Avaliadro 01 758,2 

Avaliador 02 969,4 

 

Para os testes de modelos computacionais foram utilizados uma computador com as 

seguintes configurações de hardware e software: 

Processador Memória RAM Armazenamento Sistema Operacional 

Intel Core i7 6700 32 GB SSD Kingston 500 GB Windows 10 

 

 

 

4.6 Análise estatística 

 

Os resultados demonstraram que quando é realizada a comparação entre as 

classes avaliador e a ferramenta NitLab EEG Clear, o nível de heterogeneidade das 

respostas aos intervalos de tempo da piscada é menor, o que acarreta menor precisão 

nas respostas ao intervalo de tempo das piscadas. Os resultados evidenciaram que o 

índice Kappa é de 0,777, quando feita a comparação interclasses Avaliador e NitLab 

EEG Clear é alto. 

 

 

4.6.1: Kappa Entre Profissionais 
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Overall Kappa 

 Kappa 

Asymptotic 

Standard Error Z P Value 

Lower 95% 

Asymptotic CI 

Bound 

Upper 95% 

Asymptotic CI 

Bound 

Overall ,863 ,204 4,229 ,000 ,463 1,263 

 

4.6.2: Profissional e ICA 

Overall Kappa 

 Kappa 

Asymptotic 

Standard Error Z P Value 

Lower 95% 

Asymptotic CI 

Bound 

Upper 95% 

Asymptotic CI 

Bound 

Overall ,619 ,289 2,144 ,032 ,053 1,185 

 

4.6.3: Profissional e NitLab Clear EEG  

Overall Kappa 

 Kappa 

Asymptotic 

Standard Error Z P Value 

Lower 95% 

Asymptotic CI 

Bound 

Upper 95% 

Asymptotic CI 

Bound 

Overall ,777 ,204 3,805 ,000 ,377 1,177 
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CAPÍTULO V 

 

5 DISCUSSÃO 

 

 No presente estudo foi proposto avaliar o uso de RNA do tipo PMC associada 

técnica de pós-processamento matemático PIP na identificação de padrões de 

artefatos do EEG. O modelo adotou como referência a piscada de olhos, ao entender 

que esse é o artefato comumente encontrado no sinal do EEG.    

Os processos de treinamento e aplicação dos classificadores de padrão foram 

igualmente repetidos nos cenários desenvolvidos. Foi observado que a construção de 

um vetor dos coeficientes angulares, resultante do pós-processamento dos PIPs, 

reflete positivamente na identificação de artefatos e interfere no número de acertos 

classificatórios de artefatos e na redução de épocas em cada etapa de treinamento. 

Este fato está relacionado ao tempo médio computacional de execução destinado 

para a identificação dos artefatos. Durante a última década, poucos métodos foram 

propostos na área de limpeza de artefatos eletroencefalográficos, além das clássicas 

abordagens existentes, tais como regressão (PHAN et al., 2011), ou na aplicação de 

filtros matemáticos aonde o nível de exatidão é baixo, devido a tentativa direta de 

aproximação em relação aos artefatos (CROFT et al., 2000). Além disso, os resultados 

demonstroaram eficácia em relação às técnicas de Separação de Sinal Cego (SSC), 

onde o sinal a ser destacado ou o conjunto do mesmo está em meio a outros sinais 

não desejáveis. Este fato não ocorreu no modelo aqui proposto, pois a separação sem 

ou com pouca informação do sinal alvo, não causou algumas falhas em relação o nível 

de acerto da técnica (JAMES et al.,2004; VIGARIO et al.,2008).  
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Outra técnica comumente utilizada é a Análise de Componentes Morfológicos 

(ACM), sendo um bom método para a remoção de artefatos, mas requer como 

característica das formas dos artefatos a similaridade estrutural (MATIKO et al., 2013; 

YONG et al., 2009), que muitas não são localizadas, dadas as diferenças individuais 

de diversas piscadas ao decorrer da coleta. Isto, pode levar a não interpretação do 

artefato o que demonstra uma limitação no processo de treinamento. Porém, o modelo 

desenvolvido neste estudo, com a RNA PMC proposta com os parâmetros de entrada 

fornecidos pelos CA PIP de várias amostras supera esta lacuna.  

Kong et al. (2013), apresentaram uma solução por meio da Análise do 

Componente Independente (ICA), a qual tem sido amplamente utilizada para 

minimizar os artefatos do sinal do EEG. Neste caso, a ICA verifica o sinal por meiro 

da decomposição das épocas, separando os possíveis artefatos piscada dos olhos 

dos demais pulsos elétricos oriundos da atividade cortical, que de fato representam 

quantitativamente o sinal desejado. Esse modelo de identificação, não permite grande 

acurácia, haja vista que o artefato piscada está em função não linear do tempo, 

variando quanto a sua duração e constância. Então, o modelo desenvolvido neste 

estudo preenche a lacuna da ICA, já que a principal varíavel levada em consideração 

é a sequência total de coeficientes angulares do vetor resultante PIP. 

 Sato et al, (2012), ao realizarem o reconhecimento do padrão de piscada no 

EEG, observaram que a grande presença de falsos positivos apresentados como 

artefatos reais, descaracteriza o pós-processamento do sinal. Desse modo, o modelo 

desenvolvido pode suprir o não reconhecimento de falsos positivos, ou seja, artefatos 

indesejáveis. Isso ocorre porque o modelo tem como característica a análise em 

tomada de decisão diretamente ligada a descida do gradiente e aos pesos finais 

obtidos pelos processos sinápticos da RNA. Neste contexto, esse desenvolvimento 
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amplia a visão em relação a acurácia, promovendo maior taxa de acerto, refletida na 

confiabilidade do método.  

Os resultados demonstraram que a utilização de PIP como estratégia de pós-

processamento na entrada de uma RNA PMC, se mostrou eficiente quando 

comparada a média da taxa de precisão. De fato, Hasasneh et al. (2018), quando 

aplicaram Redes Neuras Artificias em séries temporais biológicas, como EEG e ECG, 

para identificar e caracterizar artefatos oculares e cardíacos, obtiveram uma taxa de 

precisão de 94,4%. Embora os autores tenham utilizado RNA PMC, o modelo utilizado 

é diferente do abordado neste estudo, haja vista a utilização dos PIPs como entrada 

para a RNA, que levou a interferi positivamente e diretamente nos resultados dos 

acertos.  

O índice de correlação Kappa foi menor, quando realizado a comparação entre 

classes dos avaliadores e o NitLab EEG Clear. Entende-se que isso ocorreu devido o 

critério de avaliação da ferramenta ser realizada em blocos de piscadas, enquanto os 

avaliadores, realizaram a inpeção visual com a interpretação independente do 

artefato. Além disso, os avaliadores têm mais probabilidade de erro, pois inspecional 

a quantidade de dados coletados pelo EEG é uma tarefa demorada e aumenta a 

probabilidade de erro na análise (GOH et al., 2017).  

Uma das limitações encontradas nesse trabalho, foi a não obtenção de mais 

bases de dados a serem utilizadas como amostras de treinamentos, aplicadas ao 

processo de classificação de grupos em diversos outros tipos de artefatos. Entretanto, 

foi possível obter uma excelente média de acerto, quanto ao artefato piscada dos 

olhos.         
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CAPÍTULO VI 

 

6 CONCLUSÃO E TRABALHOS FUTUROS  

 

 Este trabalho propõe a utilização de características advindas de técnicas de 

pós-processamento de séries temporais, com a utilização do vetor dos coeficientes 

angulares de dados PIP, como entrada para Redes Neurais Artificiais Perceptron de 

Multicamadas. Por meio do espectograma do sinal do EEG, regiões candidatas como 

piscada de olhos são reconhecidas e os artefatos candidatos que não satisfizeram os 

critérios de identificação são eliminados.  Desse modo, o modelo desenvolvido 

interfere e modifica o desempenho dos parâmetros classificadores de grupos, 

tornando-os uma solução para a identificação de padrões em ST genéricas. Assim, a 

utilização de vetor perceptually important points como entrada para classificação de 

padrões aplicada à rede neural artificial multi layer perceptron mostra-se como um 

caminho promissor a ser explorado com mais amplitude para análise dos diversos 

tipos de artefatos do EEG.  

 Como trabalhos futuros, planeja-se realizar experimentos para avaliar e 

aperfeiçoar o modelo. Além disso, o modelo pode evoluir para a análise de outros 

artefatos do sinal do EEG e outras ferramentas com séries temporais. O modelo 

computacional desenvolvido neste estudo, também pode expandir para identificação 

de eventos característicos das diversas tarefas utilizadas por neurocientistas. Isso 

poderá ser realizado tanto nas investigações da sensibilidade, motricidade e da 

cognição. Neste contexto, o modelo também poderá expandir para a remoção de 

casos indesejados ou utilizado como um gatilho estimulatório para a execução de 
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outras tarefas. Outro caminho futuro será comparar o modelo com os métodos 

existentes de identificação de artefatos. 
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